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RESUMO

O cancer de mama é a doenca que mais mata mulheres no Brasil e no mundo.
Campanhas sdo realizadas regularmente a fim de combater essa doenca, responsavel por
ceifar a vida de milhares de mulheres todos os anos. A mamografia digital, junto com o
autoexame da mama, é um importante método para prevencao e deteccdo do cancer de mama,
uma vez que 0 primeiro consegue detectar anomalias antes mesmo de ser perceptivel pelo
tato. Um diagndstico auxiliado por computador favorece um melhor resultado final para o
paciente e a diminuicdo de possiveis conclusbes errbneas por parte dos radiologistas e
médicos. Portanto, faz-se necessario o desenvolvimento de técnicas computacionais que
auxiliem o exame de mamografia, a fim de ajudar o diagnostico dos profissionais de saude.

Este trabalho consiste numa analise do uso das medidas de textura extraidas da matriz
de coocorréncia de nivel de cinza para a deteccdo e classificagdo automatica de canceres e
tecidos em mamografias digitais de forma a auxiliar o diagnéstico das mamas. A escolha da
analise da matriz de coocorréncia se deve ao seu uso comum para deteccdo de cancer de
mama em trabalhos da literatura e a sua facil obtencdo. O presente trabalho se divide em duas
partes: 1) deteccéo e classificagdo de cancer e 2) classificagdo do tecido mamario. Em ambas
as partes, calcularam-se as medidas de textura das regides de interesse baseadas na matriz de
coocorréncia. Finalmente, foram usadas duas técnicas de classificacdo (kNN e SVM) para

verificar a validade de deteccdo e classificacdo.

Palavras-chave: Diagnoéstico auxiliado por computador, cancer de mama, tecido mamario,

matriz de coocorréncia de nivel de cinza, processamento digital de imagem.



ABSTRACT

Breast cancer is the disease that most kill women in Brazil and world. Campaigns are
realized regularly in order to fight against this disease, responsible to reap thousands of
women’s life every year. Digital mammography, together with the mamma’s self-exam, is an
important method to prevent and detect breast cancer, since the first can detect anomalies
even before to be noticeable by touch. A computer-aided diagnosis favors a best final result to
the patient and the decrease of possible erroneous conclusions by radiologists and physicians.
Therefore, it is necessary the development of computer techniques that assist mammography
exam, in order to help the diagnosis of health professionals.

This labor consists in a use analysis of texture measures extracted from gray level co-
occurrence matrix to automatic detection and classification of cancers and tissues in digital
mammograms in order to auxiliary mamma’s diagnosis. The choice of co-occurrence matrix
analysis should to your common use to detect breast cancer in literature’s labors and your
easy achievement. The present labor is divided in two parts: 1) detection and classification of
cancer and 2) classification of breast tissue. In this way in both parts, were calculated the
region of interest’s textures measures based in the co-occurrence matrix. Finally, were used
two classification techniques (KNN and SVM) were tested to verify the validity of detection

and classification.

Keywords: Computer-aided diagnosis, breast cancer, breast tissue, gray level co-occurrence

matrix, digital image processing.
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1 INTRODUCAO

Dentre as diversas doencas conhecidas pela medicina atual, o cancer tem crescido
consideravelmente e gerado preocupacdo, incentivando o desenvolvimento de métodos de
prevengao cada vez mais precoce.

Segundo o Instituto Nacional de Cancer (INCA, s.d.), cancer € o nome dado a um
conjunto de mais de cem doencas que tém em comum o crescimento desordenado de células,
que invadem tecidos e 6rgdos. Estas células, por sua vez, podem dividir-se rapidamente e se
tornarem muito agressivas e incontrolaveis, podendo ocasionar a formagdo de tumores
malignos e se espalharem para outras regides do corpo. A esse espalhamento da-se 0 nome de
metastase. Por outro lado, um tumor benigno significa apenas uma massa localizada de
células que se multiplicam de forma menos agressiva, assemelhando-se ao tecido original e
raramente oferecendo risco ao paciente (INCA, s.d.).

A figura 1 mostra uma representacdo de um tecido com a presenca de ceélulas
cancerigenas em um estagio avancado de desenvolvimento, rompendo os limites da estrutura

e atingindo outros 6rgaos.

Figura 1 — Tecido com a presenga de células cancerigenas.

Cancer cells
growing through
normal tissue

Cancer Research UK

Fonte: Cancer Research UK, 2014.

A diferenca entre os varios tipos de cancer se da pela grande variedade de células do
corpo. Em um mesmo tipo de 6rgdo como, por exemplo, a pele, pode existir diversos tipos de
cancer, uma vez que esse 0rgao possui muitos tipos de células. O cancer que se origina em
tecidos epiteliais como pele e mucosas é denominado carcinoma, enquanto o que se
desenvolve em tecidos conjuntivos como 0ssos, musculos ou cartilagens € denominado
sarcoma (INCA, s.d.).
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N&o existe uma causa principal para o surgimento e manifestacdo do cancer, e sim um
inter-relacionamento de diversos fatores, sejam eles ambientais e/ou hereditarios.

As causas ambientais sdo também chamadas de causas externas e se da pelos habitos
ou costumes préprios do individuo em um ambiente social e cultural. Segundo (INCA, s.d.),
dentre todos os casos, 80% a 90% dos canceres estdo associados a fatores ambientais, muitos
deles velhos conhecidos: 0 uso excessivo de cigarro, a exposi¢do excessiva ao sol, a ingestao
de determinados tipos de alimentos, o alcoolismo, uso excessivo de medicamentos, dentre
outros. Outras causas, porém, ainda sdo completamente desconhecidas. Sabe-se, no entanto,
que o surgimento do cancer depende da intensidade e duracdo da exposi¢cdo das células aos
agentes causadores de cancer.

As causas hereditarias sdo chamadas de causas internas e sdo, em sua maioria,
geneticamente pré-determinadas, estando ligado a capacidade do organismo de se defender de
agressdes externas. Raramente um céncer se da exclusivamente por fatores hereditérios,
familiares e étnicos. Sabe-se, no entanto, que o fator genético tem um papel importante no
surgimento e desenvolvimento do cancer. Em nivel de curiosidade, alguns tipos de cancer tais
como mama, estdbmago e intestino parecem ter uma influéncia genética alta, ao passo que
certos tipos de cancer sdo raros em algumas etnias (leucemia linfocitica em orientais e
sarcoma de Wing em negros).

Dentre os varios tipos de cancer existentes, podem-se destacar: cancer de prostata,
cancer de colon e reto, cancer de pulméo, cancer de estdbmago, cancer da cavidade oral, cancer
do esbfago, cancer de pele, cancer de ovario, cancer do corpo de Utero e cancer de mama.

O tipo de cancer mais frequente entre as mulheres no Brasil e no mundo é o cancer de
mama. Segundo dados do INCA (2016), séo esperados, somente no Brasil, 57.960 novos
casos de cancer de mama para 0 ano de 2016, com um risco estimado de 56 casos a cada 100
mil mulheres.

A tabela 1 mostra a estimativa de novos casos em 2016 das taxas brutas de incidéncia
por 100 mil habitantes e do nimero de novos casos de cancer, segundo sexo e localizacdo
primaria. Pode-se perceber que, dentre os diversos tipos de cancer acometidos pela populacéo,
0 cancer de préstata (mais presente em homens) e o cancer de mama (mais presente em
mulheres) possuem um ndmero muito maior de novos casos estimados quando comparado aos
demais. Cerca de 58.000 novos casos de cancer de mama sdo esperados nos estados ao redor
do Brasil, onde quase 19.000 sdo somente nas capitais. O cancer de mama é a doengca com

maior taxa bruta por 100 mil habitantes entre as capitais.
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Tabela 1 — Estimativa de novos casos em 2016 para os tipos de cancer no Brasil.

Estimativa dos Casos Novos
localizacio primériada | Momens [ wewes

e Cote Coto
Prostata 61.200 61,82 13.940 64,93 - - - -
Mama Feminina = = z = 57.060 56,20 18.950 79,37
Colo do Utero - - - - 16.340 15,85 4.550 19,07
Traqueia, Bronquio e Pulmao 17.330 17,49 4.430 20,59 10.890 10,54 3.230 13,49
Colon e Reto 16.660 16,84 5.560 25,80 17.620 17,10 6.210 25,95
Estomago 12.920 13,04 3.130 14,54 7.600 7,37 2.180 9,07
Cavidade Oral 11.140 11,27 2.780 12,95 4.350 4,21 1.230 5,04
Laringe 6.360 6,43 1.600 7,50 990 0,94 320 0,97
Bexiga 7.200 7,26 2.110 9,79 2.470 2,39 830 3,21
Esofago 7.950 8,04 1.460 6,75 2.860 2,76 610 2,27
Ovario - = - = 6.150 5,95 2.170 8,92
Linfoma de Hodgkin 1.460 1,46 450 1,74 1.010 0,93 400 1,33
Linfoma nao Hodgkin 5.210 5,27 1.550 7,15 5.030 4,88 1.670 7,02
Glandula Tireoide 1.090 1,08 350 1,27 5.870 5,70 1.800 7,46
Sistema Nervoso Central 5.440 5,50 1.290 5,86 4.830 4,68 1.250 5,20
Leucemias 5.540 5,63 1.370 6,38 4.530 4,38 1.180 4,88
Corpo do Utero - - - - 6.950 6,74 2.530 10,47
Pele Melanoma 3.000 3,03 840 3,86 2.670 2,59 740 2,96
Qutras Localizacdes 51.850 52,38 11.890 55,45 47.840 46,36 11.820 49,33
Subtotal | 214350 | 21648 | 52750 | 24563 | 205960 | 19957 | 61710 | 25755
Pele ndo Melanoma 80.850 81,66 17.370 80,90 94.910 91,98 21.910 91,65

Todos o Neoplasis | 295200 | 29913 | 70120 | 32051 | 300870 | 29154 | 3620 | 34999
Fonte: INCA, 2016.

Segundo dados da Agéncia Internacional para a Pesquisa do Céncer, agéncia da
Organizagdo Mundial da Saude, 25% dos casos de cancer em mulheres no mundo sdo de
mama. Ou seja, um a cada quatro tipos de cancer que afetam as mulheres é de mama (IARC,
2016 apud SANTOS, 2016).

Em 2012, dltimos dados mundiais publicados pela agéncia, a taxa de incidéncia desse
tipo de céncer era de 1,6 milhdo de casos entre mulheres. Ainda, de acordo com a Agéncia
Internacional para a Pesquisa do Cancer, em 2012, 14,7% dos casos de morte por cancer eram
de pacientes com cancer de mama. O numero de mortes naquele ano foi de 521.907
(SANTOS, 2016).

A fim de diminuir os riscos provenientes do cancer de mama, no més de outubro €
celebrado o Outubro Rosa. Com origem em Nova York, nos Estados Unidos, em 1991, com
uma corrida pela cura do cancer de mama, o referido més € caracterizado por uma série de
acOes realizadas para conscientizar as mulheres (e também os homens) de que devem realizar
0 exame de toque, a fim de se detectar calcificagfes e se prevenir 0 mais cedo possivel do
cancer de mama. E comum, neste més do ano, diversos prédios e monumentos serem
iluminados por luzes rosa, a fim de lembrar a todos do risco da doenca e da importancia do

diagnostico precoce (Glamour, 2016).



19

A campanha conta com o apoio de diversos setores da satude, ONGs, érgdos publicos,
midia e populacdo em geral, e chama cada vez mais a atencdo de marcas e celebridades em
solidariedade a causa.

Ap0s cinco anos de deteccdo e evolugdo do cancer de mama, a média de sobrevida é
de 61% na populagdo mundial. Sua incidéncia aumenta de forma répida e progressiva a partir
dos 35 anos de idade (RIUL, 2012). Qualquer mulher pode desenvolver o cancer de mama,
porém nos homens ele ocorre mais raramente. Varios fatores podem contribuir para o
surgimento desse tipo de cancer, dentre eles podemos citar: ter tido filho apos os 30 anos ou
nunca ter tido filhos, ter histérico familiar (parentes de primeiro e segundo grau que
possuiram a doenca), consumo excessivo de alcool, ser fumante, ter feito tratamentos
hormonais e obesidade (DANTAS; COURA; ALVARENGA, 2012).

Segundo o INCA (2016), 30% dos casos de cancer de mama podem ser evitados
através de bons habitos, que envolvem a prética regular de atividade fisica, uma alimentacao
saudavel, evitar o consumo de bebidas alcodlicas e manter um peso adequado. Portanto, ter
uma vida saudavel é a receita ideal para a prevencdo da doenca.

O autoexame da mama, divulgado enormemente pelo Outubro Rosa, caracteriza-se
pela apalpacdo das mamas, e deve ser realizado todo més. Mulheres que ainda menstruam
devem realizar o autoexame de quatro a seis dias apds o fim da menstruacdo, pois nesse
periodo as mamas estdo menores e menos sensiveis. Ja as mulheres que estdo na menopausa
devem escolher um dia no més e realizar o autoexame todo més nesse mesmo dia.

Em outubro de 2016, uma pesquisa do INCA (2016) apontou que 66,2% dos casos de
cancer de mama sao descobertos pelas préprias pacientes ao notarem alguma alteragdo na
mama. Apesar do autoexame geralmente sé detectar nddulos e malformagbes que ja
ultrapassaram um centimetro de extensao, esse dado reforca ainda mais sua importancia para
a prevencdo e deteccdo precoce da doenca. Completando os dados, segundo o estudo, o
percentual de mulheres que identificaram a doenca por meio da mamografia ou outro exame
de imagem foi de 30,1%, ao passo que apenas 3,7% tiveram a suspeita vinda de um

profissional da saude.
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1.1 Mamografia

Um método considerado padrdo para a deteccdo precoce do céncer de mama é a
mamografia digital. E um exame de imagem, em que uma dosagem baixa de raios-X é
aplicada sobre a mama com o objetivo de examina-la e auxiliar no diagnostico das doencas
mamarias.

A mamografia é de vital importancia, pois possibilita a deteccdo de anomalias na
mama com até dois anos de antecedéncia de ser detectada pelo tato. Enquanto o exame clinico
das mamas quando realizado por um médico ou uma enfermeira é capaz de detectar tumores
com cerca de um centimetro, a mamografia consegue mostrar uma lesdo, em fase inicial,
muito menor (na escala de milimetros) (INCA, s.d.).

Vale lembrar que existem dois métodos de mamografia existentes: a mamografia
digital e a mamografia convencional. No primeiro método, o detector da maquina de raios-X
torna a radiacdo incidente em uma imagem digital que é transmitida imediatamente a tela de
um computador. No segundo, também chamada de indireta, o detector possui uma substancia
especial que armazena os dados radiograficos, sendo essa substancia direcionada a uma
maquina, tornando as informacgdes em uma imagem digital (Clinica da Mama, 2014).

Apesar de ndo haver consenso hoje entre os médicos e especialistas quanto ao inicio
da prevencao, de um modo geral as mulheres com um risco médio de cancer de mama passam
a realizar o exame de mamografia a cada 1-2 anos a partir dos 40 anos. Mulheres com um alto
risco de cancer de mama comecam antes dos 40 anos a se submeter ao exame de raios-X da
mama.

A figura 2 mostra como se da o posicionamento da paciente quando do exame. A
paciente posiciona-se de pé e proxima ao aparelho de mamografia. O seio é fixado em uma
espécie de prensa para que ndo haja movimento durante o intervalo de realizacdo do exame.
Uma camera localizada acima do seio emite um feixe de raios-X em direcdo a um filme
fotografico que transmite os dados de imagem diretamente a um computador. Caracteristicas
como presenca de nodulos cancerigenos e tipo de tecido mamario determinam o grau de

absorcéo e penetracdo de raios-X pela mama.
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Figura 2 — Mamografia digital da mama.
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Fonte: Instituto Espaco da Vida, 2016.

Como mostrado na imagem acima, a compressao da mama é necessaria devido a uma
série de raz@es (SILVA, 2013):

e O tecido mamario deve ser espalhado para que pequenas anormalidades ndo sejam
obscurecidas pelo tecido mamario superior;

e Radiografar uma camada mais fina do tecido mamario, de modo a permitir o0 uso
de uma dose mais baixa de raios-X;

e Conter a mama, evitando assim possiveis borramentos na imagem causados pelo
movimento da paciente;

e Reduzir a radiacdo espalhada e assim produzir imagens com maior nitidez;

e |gualar a espessura da mama de modo que todo o tecido possa ser visualizado.

E importante ressaltar que a mamografia ndo consegue detectar todos os tipos de
cancer. Um determinado tipo de cancer pode estar em uma area que € dificil de se ver pelo
exame de mamografia, como a axila. Em geral, mamografias podem perder 1 em cada 5
canceres em mulheres (Saude Melhor, s.d.). Portanto, podemos concluir que a mamografia é
um método de auxilio ao diagndstico, mas ndo é o exame principal e suficiente. O autoexame

regular ainda é fortemente indicado para todas as pacientes.
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1.2 Tipo de cancer de mama

Um tumor mamario é considerado do tipo benigno se é limitado a pequenas camadas
de célula, ndo ultrapassando tecidos vizinhos ou 6rgdos. Porém, se o tumor se espalha para
tecidos vizinhos ou 6rgaos, ele é considerado maligno.

Um indicativo do grau de risco de um noédulo mamaério é o seu formato. Aqueles que
apresentam formato irregular ou “espiculado” tém maiores chances de serem malignos. No
entanto, alguns casos malignos também podem apresentar contornos bem definidos. Portanto,
a identificacdo do contorno dos nodulos é de suma importancia, tarefa essa de carater rotineiro
para os radiologistas.

A figura 3 mostra a diferenca no formato entre dois nddulos em uma mamografia
digital: circunscrito (a), com maior possibilidade de ser benigno, e espiculado (b), com maior
possibilidade de ser maligno. Outros formatos existem (calcificacGes, distor¢do arquitetural,
assimétrico e mesmo os sem definicdo), portanto, torna-se um grande desafio classificar o tipo

de cancer de acordo com o formato de seu nédulo.

Figura 3 — Diferenca no formato de nddulos.
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a) Nédulo circunscrito. b) Nodulo espiculado.

Fonte: Producéo do prdprio autor.



23

1.3 Tecido mamario

De um modo geral, as mamas consistem de trés tipos principais de tecidos: adiposo,
glandular e fibroso. A quantidade de cada um desses tecidos na mama pode variar bastante
dependendo da idade da paciente. A figura 4 abaixo mostra, em (a) um esboc¢o dos principais
aspectos da anatomia da mama e, em (b), alguns desses aspectos sdo mostrados em uma

mamografia.

Figura 4 - Anatomia da mama e alguns aspectos representados em uma mamografia.

Masculo_ '

W A Mama MUSCULO
peitoral 1

Tecido adiposo

(gordura) . ___TECIDO ADIPOSO

Tecido glandular
" (lobulos)

TECIDO

Mamilo GLANDULAR

sustentacdo
(fibroso)

a) Esbogo da anatomia da mama. b) Mamografia.
Fonte: REY, 2012 (a) e MASCARO, 2007 (b).

Devemos destacar que mamografias em mulheres mais jovens podem ser mais dificeis
de serem interpretadas. Isso se deve ao fato de que o0s seios de jovens possuem mais glandulas
e ligamentos do que os de mulheres mais velhas, resultando em tecido mamério mais denso e
podendo obscurecer sinais de cancer. Com o passar dos anos, o tecido da mama torna-se
menos glandular e mais adiposo, tornando mais facil a interpretacdo e deteccdo de alteracfes
na mamografia (SANTOS, 2002).

O tecido adiposo (gordura) aparece mais escuro na mamografia digital, ao passo que o
tecido glandular (mais presente em mulheres mais jovens) aparece mais claro na imagem.
Esse fato dificulta muito a identificacdo de doengas em jovens com menos de 35 anos
(MASCARO, 2007).

A figura 5 mostra a diferenca entre as mamografias de uma paciente jovem e de uma
paciente mais idosa. Em (a) temos uma paciente mais jovem, com a predominancia de tecido

denso. Em (b) uma paciente mais idosa com mais tecido adiposo.
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Figura 5 — Diferenca de tecidos mamarios.

a) Tecido denso. b) Tecido adiposo.
Fonte: MIAS s.d.

1.4 Motivacao do trabalho

A populacdo mundial necessita, cada vez mais, de novas tecnologias na area da saude.
A expectativa de vida das pessoas esta crescendo cada vez mais, novas curas para doengas
estédo sendo descobertas e novos equipamentos estdo sendo projetados para auxiliar cirurgias e
profissionais da salde.

O céancer, porém, ainda € uma doenca que agride uma parcela grande da populacéo e
muitos deles carecem de um método eficiente de cura. Muitas vezes, por demora na detec¢do
da doenca, a cura por cirurgia ndo é mais possivel, sendo necesséria a realizacdo da
quimioterapia para retardar o avan¢o da doenca e prolongar o tempo de vida do paciente. Os
efeitos colaterais desse processo sdo varios, podendo-se citar: queda de cabelo, enjoo, vomito,
perda de apetite, fraqueza, diarreia, dor no corpo, febre e baixa imunidade. N&o é, portanto, a
melhor forma de se combater o cancer.

A melhor maneira de se combater o cancer &, e sempre sera, a prevencao e a detecgédo
precoce. Para isso, é necessario educar a populacao para que se realizem exames rotineiros de
forma a se detectar o cdncer em um estagio inicial e, dessa forma, poder ser retirado por meio
de cirurgia.

Métodos computacionais podem auxiliar no diagnostico dessa deteccdo de uma
maneira mais eficaz do que os métodos tradicionais. Essa € a premissa do diagndstico
auxiliado por computador (CAD), em que algoritmos sdo utilizados para dar o diagndstico.
Dessa forma, o profissional de salde pode comparar o seu préprio diagnostico com aquele

fornecido pelo sistema computacional e tirar melhores conclusdes.
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Na Secdo 1.5 sdo apresentados alguns trabalhos que usam técnicas computacionais

para a deteccdo e classificagdo de cancer e tecido mamario.

1.5 Trabalhos relacionados

Diversos trabalhos abordam o tema de deteccdo e classificacdo de cancer, além da

classificacdo do tecido mamario. Dentre os diversos trabalhos lidos para a elaboracdo deste,

pode-se citar:

TAYLOR et al. (1994) também classificaram as mamas através de seus tecidos mamarios
adiposo e denso, selecionando manualmente uma janela de 128x128 pixels contendo o
tecido a ser analisado e calculando medidas de textura. O teste foi aplicado em 104
imagens com um resultado de 67,4% de acurécia.

MARTINS et al. (2006) analisaram a aplicacdo da matriz de coocorréncia para a
caracterizacdo de tecidos mamario em normal, benigno ou maligno nas mamografias do
banco de dados MIAS (Mammographic Image Analysis Society). O numero total de
mamografias utilizadas foi de 218, sendo 119 normais e 99 com anomalias (68 benignas e
51 malignas). As medidas de textura de (HARALICK, 1973) utilizadas foram: Contraste,
Homogeneidade, Momento de Diferenga Inversa, Entropia e Segundo Momento Angular.
Para computar as matrizes de coocorréncia, usaram-se as quatro diregcdes de 0°, 45°, 90° e
135° e a distancia de d = 1 entre cada pixel. Para as imagens com cancer, utilizou-se a
ROI previamente fornecido pelo banco de dados, ao passo que para as imagens sem
cancer, a ROI foi selecionada manualmente, evitando-se englobar o musculo peitoral. As
ROIs foram redimensionadas para 50x50 pixels. Utilizou-se em cada interacdo seis
diferentes quantidades de niveis de cinza (8, 16, 32, 128 e 256) no calculo da matriz de
coocorréncia. Por fim, uma Rede Neural com Aproximacdo Bayesiana (BNN) se
encarregou de classificar as medidas atraves de 180 amostras de treino e 38 imagens,
fornecendo um resultado de acerto médio de 86,84% para a classificacdo entre normal,
benigno e maligno; sensibilidade de 83,3% e especificidade de 95% para a classificagdo
entre benigno e normal; uma taxa de acerto de 100% para a classificagédo entre normal e
maligno; e sensibilidade de 90% e especificidade de 71,4% para a classificacdo entre

benigno e maligno.
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PRATIWI et al. (2015) utilizaram a base de dados MIAS para classificar um conjunto de
262 imagens normais e com anomalias (benigno e maligno). Para isso, fez o uso da matriz
de coocorréncia calculando quatro medidas de textura de (HARALICK, 1973): Segundo
Momento Angular, Correlagdo, Entropia da Soma e Variancia da Soma. O trabalho se
dividiu em duas etapas: classificacdo entre normal ou cancer; e classificacdo do cancer em
benigno ou maligno. A ROI foi extraida de maneira semelhante ao realizado em
(MARTINS et al., 2006), com a diferenca de que houve um realce e um
redimensionamento da mesma para 128x128 pixels. Por fim, para ambas as etapas de
classificacdo utilizaram-se duas redes neurais para efeito de comparacdo: Rede Neural de
Retro Propagacdo (BPNN) e Rede Neural de Base Radial (RBFNN). Utilizando a primeira
rede neural, obteve-se uma sensibilidade de 88,9% e uma especificidade de 94,4% para a
classificacdo entre normal e doenga, ao passo que se obteve uma sensibilidade de 81,6% e
especificidade de 76,9% para a classificacdo entre benigno e maligno. Para a segunda rede
neural, obteve-se uma sensibilidade de 94,4% e uma especificidade de 93,6% para a
classificacdo entre normal e doenca, ao passo que se obteve uma sensibilidade de 100% e
especificidade de 89,5% para a classificacdo entre benigno e maligno.

ALCANTARA, JUNIOR e RAMOS (2016) classificaram os tecidos mamaérios em
normais e anormais (benignos e malignos) das imagens presentes no banco de dados
Digital Database for Screening Mammography (DDSM, s.d.), baseados na matriz de
coocorréncia e utilizando um classificador Support Vector Machine (SVM). Propuseram
um novo método de descritor de textura da ROI na imagem utilizando a decomposicao
multinivel, a matriz de coocorréncia, a decomposicdo de valor singular (Singular Value
Decomposition — SVD) e a extracdo de entropia Tsallis. Todas as medidas de textura
propostas por (HARALICK, 1973) foram extraidas. A melhor acuréacia deu-se para a
matriz de coocorréncia na direcdo 0°, com um valor de 84,4%, ao passo que a
sensibilidade e a especificidade tiveram valores iguais a 85,4% e 83,4%, respectivamente.

OLIVEIRA et al. (2016) propuseram um sistema automatico para a detec¢do de distorcao
arquitetural mamaria através de extracdo de caracteristicas de medidas de textura, sendo
que dos seis métodos utilizados, quatro foram baseados nas matrizes de coocorréncia. As
medidas de textura extraidas das imagens do banco de dados DDSM foram: Contraste,
Correlagéo, Energia e Homogeneidade. Cada imagem foi recortada manualmente em duas
ROIs, uma contendo a distor¢do arquitetural e outra contendo tecido normal, sadio. As

regides selecionadas passaram por uma etapa de pré-processamento, onde foi efetuado o
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realce do contraste e a sub-amostragem deixando as ROIs com dimens&o 128x128 pixels.
Extraidas as medidas de textura, foi utilizada uma rede neural artificial com arquitetura do
tipo Perceptron Multi Camadas (PMC), contendo apenas uma camada escondida. Dentre
o0s descritores de textura utilizados, os baseados na matriz de coocorréncia apresentaram
melhores resultados do que os descritores Local Binary Pattern (LBP) e Local Mapped
Pattern (LMP) quando comparados em separado, com uma taxa de Verdadeiros Positivos
(VP) de aproximadamente 90%.

e BOVIS e SINGH (s.d.) classificaram as mamografias presentes na base de dados MIAS
entre os tecidos mamarios de duas maneiras: 1) adiposo, glandular e denso; e adiposo e
glandular/denso. Para isso, calcularam medidas de textura baseadas na matriz de
coocorréncia, dimensédo fractal e valores estatisticos de niveis de cinza. As medidas de
textura de coocorréncia utilizadas foram: Segundo Momento Angular, Contraste,
Correlacdo, Momento de Diferenca Inversa, Média da Soma, Variancia da Soma, Entropia
da Soma, Entropia, Média da Diferenca, Variancia da Diferenca, Entropia da Diferenca,
Medida de Informagdo da Correlacdo 1, Medida de Informagdo da Correlacdo 2 e
Variancia. Para a primeira classificagdo, utilizou-se uma Rede Neural em 3 Camadas,
obtendo-se uma taxa de acerto de 70,4%, ao passo que na segunda classificacdo utilizou-
se o classificador kNN (k-Nearest Neighbour) com uma analise de Caracteristica de

Operacao do Receptor (ROC), obtendo uma area abaixo da mesma de 0,832.

Como pode ser observado, o uso de medidas de texturas extraidas a partir da matriz de
coocorréncia é aplicavel para a deteccéo e classificacdo de cancer de mama e identificacao de
tipo de tecido, e resultados consideraveis sdo obtidos com o seu uso. Portanto, um trabalho
que pudesse analisar as medidas extraidas da matriz de coocorréncia poderia ser Util para
melhorar o desempenho dos métodos de deteccdo e classificagdo de canceres e tecidos

mamarios.



28

1.6 Objetivos geral e especifico

Diversos trabalhos se basearam em selecionar algumas medidas de textura para serem
utilizadas dos descritores de textura, ndo ficando muito claro o motivo da escolha inicial
delas. Nesse trabalho, optou-se por medir a contribuicdo individual de varias medidas de
textura extraidas da Matriz de Coocorréncia de Nivel de Cinza e fazer um comparativo entre
as melhores. Também foi usado um algoritmo de selecdo de atributos para verificar a
combinacéo delas. A correta selecdo das medidas pode trazer um menor custo computacional
e tornar o sistema mais simples de ser analisado.

O objetivo geral deste trabalho é realizar uma andlise das medidas extraidas das
matrizes de coocorréncia de nivel de cinza na tarefa de detectar e classificar canceres e tecidos
mamarios, utilizando para isso técnicas de processamento digital de imagens e técnicas de
classificacao.

Algumas tarefas sdo, portanto, requisitadas: analisar a bibliografia sobre
processamento digital de imagens e imagens médicas de mamografia; estudar caracteristicas
de textura de uma imagem; estudar técnicas de classificacdo; realizar simulacdes e testes com
0 banco de dados MIAS — Mammographic Image Analysis Society (MIAS, s.d.), fornecido
online e gratuitamente, utilizando o software MATLAB.

Os objetivos especificos deste trabalho séo:

e Desenvolver uma técnica capaz de detectar a presenca ou ndo de cancer em uma
mamografia digital e classificar o cancer em benigno ou maligno com o auxilio
das medidas de textura extraidas das matrizes de coocorréncia;

e Desenvolver uma técnica capaz de classificar o tecido mamario em adiposo ou
glandular (glandular adiposo e glandular denso), de acordo com a composicao
mais abundante presente em uma mamografia digital com o auxilio das medidas
de textura extraidas das matrizes de coocorréncia;

e Desenvolvimento de uma metodologia para a segmentacdo da mama de imagem

de mamografia de forma a remover o musculo peitoral.
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1.7 Estrutura do trabalho

O restante deste trabalho esta organizado como segue.

O Capitulo 2 descreve os aspectos teoricos relacionados ao processamento digital de
imagens, analise de texturas e técnicas de classificacdo, assuntos estudados e utilizados na
elaboracdo desse trabalho.

O Capitulo 3 apresenta, de forma detalhada, a metodologia e o desenvolvimento do
projeto, etapa por etapa, desde a aquisicdo da imagem até a definicdo da regido de interesse
(ROI), passando por toda a segmentacdo. Sao mostradas as dificuldades encontradas e como
foram solucionadas, além de exemplos das imagens mostrando os resultados de cada técnica
usada no procedimento.

O Capitulo 4 fornece os resultados obtidos em cada parte do trabalho, com valores
comparativos e analises.

O Capitulo 5 descreve a concluséo final do trabalho, baseada em todo o contexto,
aspecto teorico, desenvolvimento e, principalmente, dos resultados encontrados. Por fim, sdo

descritas sugestdes para trabalhos futuros.
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2  TECNICAS ABORDADAS NO TRABALHO

O processamento digital de imagens esta presente em diversas areas profissionais e
académicas, como por exemplo: astronomia, medicina, geografia, arqueologia, fisica e
indUstria. Dentre suas aplicacfes podemos citar: realce de contraste em imagens de raios-X,
caracterizacdo de padrdes de poluigdo ou relevo em imagens aéreas e de satélite e visdo
computacional industrial para montagem e inspecédo de produtos.

Na medicina, podemos destacar o processamento digital de imagens medicas, cujas
pesquisas vém crescendo exponencialmente devido a preocupagéo da populagdo com a salde,
prevencéo de doencas e melhor qualidade de vida. Exemplos de aplicagdes de processamento
digital de imagens médicas sdo: radiografias, tomografias, ultrassonografias e ressonancias.

Uma imagem pode ser definida como uma funcao bidimensional, f(x,y), em que x e y
sdo coordenadas espaciais (plano), e a amplitude de f em qualquer par de coordenadas (x,y) é
chamada de intensidade ou nivel de cinza da imagem nesse ponto. Quando X, y e os valores de
intensidade de f sdo quantidades finitas e discretas, chamados de imagem digital. O campo do
processamento digital de imagens se refere ao processamento de imagens digitais por um
computador digital. Observe que uma imagem digital € composta de um ndmero finito de
elementos, cada um com localizacdo e valor especificos. Esses elementos sdo chamados de
elementos pictoricos, elementos de imagem, pels e pixels. Pixel é o termo mais utilizado para
representar os elementos de uma imagem digital (GONZALEZ, 2011).

Uma imagem em nivel de cinza, foco deste trabalho, pode ser definida como uma
matriz f retangular de tamanho N x M, onde cada elemento dessa matriz é chamado de pixel, e
seu valor numérico costuma ser representado por 8 bits, permitindo assim até 256 valores
diferentes (0 a 255).

Um sistema de processamento de imagens tipico, que inclui classificagdo de suas
partes segmentadas, é constituido de diversas etapas, tais como: formacdo e aquisicdo da
imagem, digitalizacdo, pré-processamento, segmentacdo, pds-processamento, extracdo de
atributos, classificacdo e reconhecimento (ALBUQUERQUE et al., 2011). A figura 6
representa esquematicamente as etapas que serdo utilizadas neste trabalho. A seguir, cada
etapa sera detalhada indicando quais foram as técnicas usadas em cada categoria neste
trabalho.



Figura 6 — Etapas do processamento de imagens e classifica¢éo.
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Fonte: ALBUQUERQUE et al., 2011.

2.1 Aquisicao e digitalizagéo das imagens

Qualitativo

Quantitativo
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O processamento digital de imagens comeca pela aquisicdo da imagem, que pode ser

feita pela captura da cena com uma camera digital, a digitalizacdo de uma imagem através de

scanners ou entdo pela recepgdo de uma imagem cujo formato ja seja digital.

2.2 Pré-processamento

As técnicas de pré-processamento tém a funcdo de melhorar a qualidade da imagem,

corrigindo algum defeito proveniente de sua aquisi¢do e/ou realcando detalhes importantes

para analise. Essas técnicas estdo divididas em duas categorias: técnicas que operam no

dominio espacial e técnicas que operam no dominio da frequéncia (GONZALEZ, 2011).

Para que se realce determinadas caracteristicas de uma imagem, é comum que se

combine varios métodos que estejam baseados nestas duas categorias. Alguns exemplos de

procedimentos utilizados no pré-processamento sdo: melhoras no brilho e no contraste,

correcdo de iluminacdo irregular, reducao de ruidos (suavizagéo) e realce de bordas.
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Vale lembrar que, para que a etapa de segmentagdo tenha resultados satisfatorios, €
necessario que a imagem esteja com o minimo de imperfeicdes, dai a importancia da etapa de

pré-processamento.

2.2.1 Suavizagéo

Durante o processo de aquisicdo e digitalizacdo de uma imagem, geralmente séo
introduzidos ruidos de alta frequéncia espacial. Filtros passa-baixa, também conhecidos como
filtros de suavizacdo, sdo empregados na remocdo desses ruidos. Dentre os tipos de filtros
passa-baixa existentes, destaca-se o filtro de média, uma técnica de suavizacdo ndo
conservativa, que atenua as frequéncias espaciais elevadas da imagem e elimina detalhes
como linhas finas e curvas agudas, causando o efeito de bluring (borramento).

No filtro de média, uma janela (elemento estruturante) percorre toda a imagem, pixel a
pixel, e cada pixel no centro dessa janela recebera a média de todos os elementos da janela.
Quanto maior for o elemento estruturante, maior serd o efeito de borramento da imagem
resultante, visto que levaremos em consideracdo um numero maior de pixels.

A figura 7 exemplifica o processo de suavizacdo de uma imagem médica contendo
uma mamografia através de um filtro de média. Perceba que a imagem sofreu um borramento

e 0s ruidos presentes foram eliminados/reduzidos.

Figura 7 — Suavizacédo usando filtro de média.

a) Sem suavizagao. b) Com suavizagéo.

Fonte: Producéo do prdprio autor.
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Outros filtros de suavizagéo bastante utilizados séo os filtros de mediana e gaussiana.
No entanto, neste presente trabalho, utilizou-se somente o filtro de média.

2.2.2 Realce de contraste

O realce de uma imagem digital consiste em melhorar sua qualidade visual geral,
aumentando o contraste entre 0s elementos apresentados na imagem e facilitando
processamentos adicionais, como deteccdo de bordas. Tem como objetivo realcar
caracteristicas especificas relacionadas aos alvos imageados (FELGUEIRAS, s.d.).

Existem vérias técnicas de realce utilizadas no processamento digital de imagens, a
saber: realce linear, minimos e maximos, raiz quadrada, quadrado, logaritmico, negativo, por
fatia, por edicéo e, por Gltimos, através da equalizacdo do histograma e exponencial.

A equalizacdo do histograma, utilizada no presente trabalho, procura redistribuir os
valores dos niveis de cinza na imagem, de forma a se obter um histograma uniforme, ou seja,
tenta obter uma distribuicdo uniforme dos valores de nivel de cinza. Pode ser considerado um
pré-processamento para outras técnicas, como a segmentacao e a extracao de atributos.

A figura 8 exemplifica a técnica de realce de imagem. Perceba que a imagem realgada
possui caracteristicas realcadas devido ao histograma mais uniforme e distribuido ao longo

dos niveis de cinza.

Figura 8 — Realce através da equalizacdo do histograma.

a) Sem realce. b) Com realce.
Fonte: Adaptado de MARANHAO, 2016.
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2.3 Segmentacao

E na etapa de segmentacio que sdo definidas as regides de interesse para
processamento e andlise posteriores. A determinacdo da regido de interesse (ROl — Region of
Interest) possibilita economizar recursos computacionais em casos onde apenas uma parte da
imagem possui dados pertinentes a analise que estiver sendo realizada (NETO, 2014).

Segmentar a imagem significa, de um modo simplificado, separar a imagem como um
todo nas partes que a constituem e que se diferenciam entre si. Deve-se ressaltar que ndo ha
um modelo formal e correto para a segmentacdo de uma imagem. A segmentacdo é um
processo empirico e adaptativo, procurando sempre se adequar as caracteristicas particulares
de cada tipo de imagem e aos objetivos que se pretende alcancar. (ALBUQUERQUE et al.,
2011).

2.3.1 Binarizacao

Também chamada de limiarizacdo ou Thresholding, a binarizacdo é a técnica que
divide a imagem em duas ou mais partes considerando valores de limiares (NUNES, 2006).
Na maioria das vezes, utiliza-se a técnica da binarizacao para tornar a imagem com somente
dois niveis de cor: preto e branco.

O principal desafio dessa técnica é a definicdo do valor de limiar, que definird quais
pixels terdo seu valor atribuido igual a 1 e quais terdo valor atribuido igual a 0. Algumas
técnicas sdo utilizadas para se definir esse limiar, podendo-se citar: pontos de minimo e
méaximo do histograma e a binarizacdo de Otsu (MONTEIRO, s.d.).

A binarizacdo de Otsu, utilizada no presente trabalho, assume que a imagem esta
dividida em duas classes, objeto e fundo, e através de mdaltiplas iteragdes tenta encontrar o
limiar (nivel de cinza) que divide essas duas classes, com a maxima variancia interclasse. Ele
é um método automatico que nao necessita de parametros (FILHO et al., 2011).

Considere a figura 9, uma imagem médica contendo uma mamografia e que possui
objetos claros sobre um fundo escuro. Todo ponto (x,y) da imagem f que possuir intensidade
f(x,y) > T, onde T é o limiar de segmentac&o, sera parte do objeto de interesse e o restante da
imagem sera pertencente ao fundo.

A imagem binarizada, representada por b(x,y) € definida pela expresséo (1):
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(0, sef(x,y)<T
b(x,y) = {1, sef(x,y) =T (1)

Figura 9 — Binarizacdo de uma imagem.

a) Sem binarizagéo. b) Com binarizagéo.

Fonte: Producéo do préprio autor.

2.4 P6s-processamento

O pds-processamento é a etapa realizada apds a segmentacdo e que se destina a
corrigir os principais defeitos ou imperfeicdes da etapa anterior.

Normalmente, estes defeitos de segmentacdo sdo corrigidos por meio de técnicas de
morfologia matematica, em que filtros morfolégicos sdo aplicados em sequéncia para realizar
uma analise quantitativa dos pixels da imagem. Dois operadores muito utilizados sdo os de

erosdo e dilatacao.
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2.4.1 Erosao

O filtro morfoldgico de erosdo provoca efeitos de desgaste das partes claras da
imagem (altos niveis de cinza), gerando imagens mais escuras. De forma geral, a técnica
funciona fazendo uma comparacdo da subtracdo das intensidades dos pixels da imagem
original com as intensidades dos pixels correspondentes no elemento estruturante, definido
previamente. O pixel correspondente da imagem de saida terd a intensidade da menor
subtracéo desta comparagdo. O menor valor para o pixel € 0. (MENEZES, 2010).

As figuras 10 e 11 mostram o processo de erosdo. Na primeira imagem é apresentado
0 processo resultante na matriz de valores, cujo resultado é dado pelo menor valor da
subtracéo do pixel da imagem original e dos pixels correspondentes do elemento estruturante.
Na segunda imagem, pode-se perceber que houve um escurecimento da mesma, devido a

erosdo das partes claras.

Figura 10 — Erosdo em tons de cinza em uma matriz de pixels.

0 1 2 38384359 D 1234956
0 75 0
1(60| 5 |20 1
2 120 2
3 3
4 70 | 70|75 0 1 2 4
5 0 10 5
6 30 15 1|10|10( 10 6
7|45 60 | 90 2 10 7 20
8 175 8

Fonte: MENEZES, 2010.

Figura 11 — Erosdo em uma imagem.

a) Sem eroséo. b) Com eroséo.

Fonte: Producéo do prdprio autor.
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2.4.2 Dilatacéo

O filtro morfol6gico de dilatagdo, ao contrério da erosdo, provoca efeitos de expanséo
das partes claras (altos niveis de cinza), gerando imagens mais claras. De forma geral, a
técnica funciona fazendo uma comparagdo da soma das intensidades dos pixels da imagem
original com as intensidades dos pixels correspondentes no elemento estruturante, definido
previamente. O pixel correspondente da imagem de saida terd a intensidade da maior soma
desta comparacdo. O maior valor para o pixel é 255 (MENEZES, 2010).

As figuras 12 e 13 mostram o processo de dilatacdo acontecendo. Na primeira imagem
é mostrado o processo resultante na matriz de valores, cujo resultado é dado pelo maior valor
da soma do pixel da imagem original e dos pixels correspondentes do elemento estruturante.
Na segunda imagem, pode-se perceber que houve um clareamento da mesma, devido a

dilatacdo das partes claras.

Figura 12 — Dilatagdo em tons de cinza em uma matriz de pixels.

0 1 2 3 45 6 0 1 2 3 4 5 6
15 | 30
15|30 | 30| 30
15 | 30
80 | 80|85
80 |80 |80 85|85
80 |80 (|85 |25
70 25|25 |25
70 | 60 | 70 25
70

o

70|70 | 75 0 1 2
10
10|10 | 10
10

15

N = O

60

0 ~ OB WwN e O

G ~ U B W R e

Fonte: MENEZES, 2010.

Figura 13 — Dilatagdo em uma imagem.

a) Sem dilatacéo. b) Com dilatacéo.

Fonte: Producéo do préprio autor.
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2.4.3 Abertura

A técnica de abertura € uma operacdo que suaviza 0 contorno de uma imagem e
elimina protuberancias finas. O processo consiste em uma operacdo de erosdo seguida por
uma dilatacéo, resultando na abertura de pequenos vazios ou espacos entre objetos proximos
na imagem. Essa operacdo elimina as protuberancias da imagem de forma mais suave que a
erosao.

Interessante citar que nessa técnica, 0s pontos pretos aleatorios e isolados podem ser
removidos e a forma dos objetos & recuperada pela dilatacdo sem restaurar o ruido
anteriormente presente (SOARES, s.d.).

A figura 14 exemplifica a técnica de abertura em uma imagem. Percebe-se que na
abertura os contornos foram suavizados e os ruidos eliminados, ao passo que pequenos

espacos forem abertos ou deixaram de existir.

Figura 14 — Abertura em uma imagem.

a) Sem abertura. b) Com abertura.

Fonte: Producédo do prdprio autor.
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2.4.4 Extragéo de fronteiras

A fronteira de uma imagem pode ser obtida por meio da erosdo da imagem binarizada
por um elemento estruturante, e posterior subtracdo dessa erosdo da prépria imagem
(GONZALEZ, 2011). Esse filtro busca extrair da imagem, componentes que sejam Uteis na
representacédo e na descricdo de formas.

A figura 15 mostra a técnica de extracdo de fronteiras aplicada a uma imagem médica
contendo uma mamografia.

Figura 15 — Extracéo de fronteiras em uma imagem.

a) Imagem binarizada. b) Fronteiras da imagem.

Fonte: Producéo do prdprio autor.
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2.4.5 Transformada de Hough

A Transformada de Hough é uma técnica muito atrativa computacionalmente capaz de
detectar formas que sdo facilmente parametrizadas (retas, circulos e elipses, por exemplo) em
imagens digitalizadas. Particularmente, a deteccao de retas, como feito no presente trabalho, é
de suma importancia para muitas aplicacGes na area de processamento digital de imagens.
Para realizar esse procedimento, a ideia é aplicar na imagem uma transformacao tal que os
pontos pertencentes a uma mesma curva sejam mapeados num Unico ponto de um novo
espaco de parametrizacao da curva procurada (PIVETTA et al., s.d.).

Conforme mostra a figura 16, a imagem original (a) € um Unico ponto. Infinitas retas
passam por esse unico ponto no plano. Todas as retas que passam por esse ponto formam uma
sendide no plano de Hough (b). Dois pontos no plano da imagem (c) definem uma reta. Dois
pontos correspondem a duas senoides no plano de Hough (d). A interseccdo das duas sendides
representa a reta que passa pelos dois pontos no plano da imagem. Uma reta no plano da
imagem (e) corresponde a infinitas sendides no plano de Hough que se intersectam num dnico

ponto (f). Este ponto do plano de Hough representa a reta (K1M, 2016).

Figura 16 — Mapeamento de pontos no novo espago de parametrizacao da curva.

Imagem original Accumulator cells (espago de Hough)
I ponto 1 senodide
(c)
2 pontos (d)

2 sendides. O ponto de intersec¢do representa
a reta que passa pelos 2 pontos.

S
/

uma reta

(H
Infinitos sendides que intersectam num unico
ponto. O ponto de intersec¢do representa a
reta.

(e)

Fonte: Adaptado de KIM, 2016.
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Em principio, as retas do espago de parametros que corresponde a todos os pontos
(x,y) no plano xy podem ser tracadas e as retas principais nesse plano poderiam ser
determinadas identificando os pontos no espaco de pardmetros nos quais uma grande
quantidade de retas do espaco de parametros se intercepta (GONZALEZ, 2008).

Um passo necessario no processo de aplicacdo da Transformada de Hough é a
limiarizagdo (binarizacdo) e deteccao de bordas (extracdo de fronteiras) da imagem cujas retas
desejam-se obter.

A figura 17 mostra o resultado da Transformada de Hough na detec¢do de um meteoro
atravessando a atmosfera da Terra. A fotografia de um meteoro é registrada em (a). Pode-se
perceber que o rastro que um meteoro deixa em nossa atmosfera € semelhante a uma reta.
Essa reta diferencia-se dos demais pontos brilhantes do céu noturno que representam
diferentes estrelas e corpos celestes. A imagem é entdo binarizada em (b) e a reta do rastro do
meteoro é obtida no espaco de Hough em (c) pelo encontro das infinitas sendides que

representam a reta na imagem original.

Figura 17 — Transformada de Hough em uma imagem.

-~ —~

a) Fotografia. b) Imagem binarizada.
Fonte: Adaptado de ANNA, 2011.

¢) Espaco de Hough.
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2.5 Extragéo de atributos

A etapa final de um sistema de processamento de imagens é aquela em que as
informacbes Uteis da imagem j& processada sdo extraidas para posterior avaliacdo e
classificacao.

De uma maneira geral, a extracdo de atributos se divide em dois tipos de medidas: de
campo e de regido. As medidas de campo se referem ao campo como um todo, como na
medicdo do ndimero de objetos, area total dos objetos e medicdo de area, gerando como
resultado apenas um valor por medida. As medidas de regido se referem aos objetos
individualmente, ou seja, é extraido um parametro de cada objeto na imagem, como por

exemplo, tamanho, forma e posicao das particulas (GOMES, 2001).

2.5.1 Analise de Texturas

Textura pode ser definida com um padrdo de cores ou intensidade de nivel de cinza
usado pelo sistema visual humano para reconhecer a forma e a composic¢ao de um objeto, por
exemplo. Dessa forma, podem-se reconhecer objetos numa imagem e se ter o perfeito
entendimento dela (MASCARO, 2007).

A figura 18 exemplifica oito tipos diferentes de texturas encontrados no cotidiano.

Figura 18 — Diferentes tipos de texturas.

Madeira Pedra

Solo Tecido Tijolos Vegetagao
Fonte: CONCI, 2007.
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A textura refere-se a um padrdo visual que possui algumas propriedades de
homogeneidade que ndo resultam simplesmente de uma cor ou intensidade. Ao contrério de
outras caracteristicas (brilho e cor), a textura ndo pode ser definida em um pixel, mas sim
através de uma regido ou conjunto de pixels (NUNES, 2013).

Fazer a anélise de uma imagem a partir de suas texturas permite identificar regides
através de um padréo de cores ou intensidades de nivel de cinza. Com a anélise de texturas é
possivel se ter uma medida geral de como ocorre o relacionamento entre os pixels de uma
dada regido (MASCARO, 2007).

Entre as dificuldades encontradas na caracteriza¢do de uma textura, destacam-se:

e Irregularidades presentes nas texturas;

e Quantificacdo da textura para diversas resolucfes de uma mesma imagem.

Diversos descritores de textura sdo usados quando da extracdo das caracteristicas de
textura de uma imagem. Neste trabalho foi analisada a Matriz de Coocorréncia de Nivel de

Cinza (GLCM - Gray Level Co-occurrence Matrix).

2.5.2 Matriz de Coocorréncia de Nivel de Cinza (GLCM)

Esse descritor de textura fornece uma medida de probabilidade da ocorréncia de niveis
de cinza separados por uma dada distancia d em uma dada diregéo 6 (0°, 45°, 90° e 135°).

A figura 19 fornece uma ideia de como a GLCM é preenchida. Para uma dada
imagem, cada célula (i,j) da matriz de coocorréncia funciona como um contador e armazena a
frequéncia com que dois pixels ocorrem na imagem separados por uma distancia d, um com o
tom de cinza i, outro com o tom de cinza j, na direcdo de 0°. A esquerda dessa figura ha uma
imagem de exemplo onde aparecem em duas regides da imagem os tons 1 e 2 separadas por
um pixel de distancia. Assim, se d = 1, a matriz GLCM tem sua posic¢éo (1, 2) incrementada
para 2, indicando a ocorréncia de 2 pixels com tons de cinza 1 e 2 separados pela distancia d
(MASCARO, 2007).

Cada posicdo da matriz de coocorréncia conterd a variagdo dos niveis de cinza
presentes na imagem, considerando os indices da matriz. Entdo, por exemplo, a posigéo (1, 2)
da matriz de coocorréncia contera a quantidade de vezes que houve a ocorréncia do nivel de
cinza 1 com o vizinho no nivel de cinza 2 na horizontal a direita (para o angulo 0°)
(VASCONCELOS, 2015).
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Figura 19 — Matriz de coocorréncia de tons de cinza.
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Fonte: MASCARO, 2007.

Para chegar-se a forma final da matriz de coocorréncia precisa-se dividir cada
elemento pelo numero total, ou seja, a matriz de coocorréncia é dada pela matriz quadrada de
probabilidade P(i,j), onde cada elemento (i,j) representa a probabilidade de um certo valor

aparecer na matriz, sendo entéo calculado pela equagéo (2):

- M(i,j)
P(,j) = — 2

onde i é 0 nimero da linha e j é o nimero da coluna; M(i,j) é o contetdo da célula (i, j); P(i,j)
é a probabilidade da célula (i, j); N € o nimero de linhas ou colunas, uma vez que M é uma
matriz quadrada.

Para o presente trabalho, utilizaram-se, para cada imagem, quatro diferentes GLCMs,
cuja diferenca se da pelo angulo de direcdo entre cada pixel, separados de uma distancia d = 1
para todas elas. Os angulos utilizados foram 0°, 45°, 90° e 135°, conforme mostra a figura 20.

Figura 20 — Diferentes dire¢es para a matriz de coocorréncia.
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Fonte: ALBREGTSEN, 2008.
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Um conjunto de 22 atributos foi definido para descrever uma textura a partir da matriz
de coocorréncia, segundo (HARALICK, 1973), (SOH, 1999), (CLAUSI, 2002) e (BOVIS, K.

SINGH, S. s.d.). Esses atributos sdo largamente utilizados até hoje em diversos trabalhos:

Segundo Momento Angular

Contraste

Correlagéo

Entropia

Entropia da Soma

Entropia da Diferenca

Variancia

Variancia da Soma

Variancia da Diferenca

Momento de Diferenca Inversa Normalizada
Diferenca Inversa Normalizada

Média da Soma

Média da Diferenca

Medida de Informacdo da Correlagédo 1
Medida de Informacdo da Correlagéo 2
Coeficiente de Correlacdo Méaximo
Autocorrelacédo

Dissimilaridade

Sombra de Agrupamento
Proeminéncia de Agrupamento
Maxima Probabilidade

Inércia

No caso especifico de imagens médicas de mamografia, objeto de estudo do presente

trabalho, medidas de textura podem fornecer informagdes importantes a respeito dos tecidos

presentes na mama (adiposo e glandular) e de eventuais anormalidades (presenca, formato e

classificacdo de cancer).

Neste trabalho foram utilizados todos os atributos citados acima.
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e Segundo Momento Angular
Também conhecida como energia, expressa a medida de uniformidade entre pares de
pixels em uma imagem e detecta disturbios em uma textura (GADKARI, 2000). Uma imagem
uniforme conterd alguns niveis de cinza, de modo que a GLCM tera alguns, porém
relativamente altos valores de P(i,j). Logo, a soma de quadrados serd alta. Se a imagem é
uniforme, o segundo momento angular tera valor alto (ALBREGTSEN, 2008). Sua equacao
(3) é dada abaixo:

AsM = 31 P )Y 3)

onde i e j sdo as coordenadas da GLCM, n é o nimero de niveis de cinza da imagem e P(i,j) é

o valor da posicéo (i,j) da GLCM.

e Contraste

Expressa a medida das variagcdes locais apresentadas em uma imagem. Esta medida de
contraste favorece as contribuicbes da GLCM para longe da diagonal (i # j)
(ALBREGTSEN, 2008). Quando i e j sdo iguais, a célula esta na diagonal e i — j = 0. Estes
valores representam pixels inteiramente semelhantes ao seu vizinho, entéo eles recebem um
peso de 0. Se i e j diferem em 1, h& um pequeno contraste e 0 peso é 1. Se i e j diferem em 2,
0 contraste esta aumentando e o peso é 4. Os pesos continuam a aumentar exponencialmente a
medida que i — j aumenta (RAUT et al., 2016). Se houver uma grande quantidade de variacéo

em uma imagem, o contraste sera alto. Sua equa(;éo (4) é dada abaixo:

n-1n-1

Contraste = z n {Z Z P, )} |li—jl=n (4

i=0 j=0

e Correlacéo
Expressa a medida da dependéncia linear dos niveis de cinza sobre os pixels vizinhos
ou pontos especificados. Indica a dependéncia de nivel de cinza local na imagem de textura.
Podem ser obtidos valores mais elevados de correlagdo para uma regido com niveis de cinza
semelhantes (ALBREGTSEN, 2008). Sua equacéo (5) é dada abaixo:
Correlacdo = zn_l (=) (= tty) P L) (5)
i,j=0

0i0j
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onde p, e u, sdo as médias ao longo das linhas e colunas de P(i,j) e o, € g, sdo 0s desvios
padrdes ao longo das linhas e colunas de P(i,j) (ALBREGTSEN, 2008). Suas respectivas
equacoes (6), (7), (8) e (9) sdo:

n—1
e = Z ixp () (6)
i=0
n—1
by =) j*p,0) (7)
j=0
n—1 n—1
o? =) (i—w)?x ) P(i,)) 8)
i=0 =0

n—1 n—1
0F =) (=) * ) PG 9)
j=0 i=0

onde P.(i) e P,(j) sdo, respectivamente, as i-ésima e j-ésima entradas das matrizes

probabilidades obtidas pela soma dos linhas e colunas de P(i,j) (ALBREGTSEN, 2008). Suas
equacoes (10) e (11) séo:

n—1

p. (D= PG (10)
=0
n—1

p,() =) PG (11)
i=0

e Entropia
Expressa a medida de aleatoriedade (distarbio) da textura da imagem (distribuicdo de
intensidade). A entropia é grande quando a imagem ndo € uniforme e muitos elementos da
GLCM tém pequenos valores. Portanto, uma imagem homogénea resultara em um menor
valor de entropia, enquanto que uma regido ndo homogénea (heterogénea) e complexa

resultara em um maior valor de entropia (GADKARI, 2000). Sua equagéo (12) é dada abaixo:

n-1n-1

Entropia = — Z Z P(i,j) *log(P(i,))) (12)

i=0 j=0
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e Entropia da Soma
Temos que Py.y € a matriz dada pela equagdo (13) abaixo (ALBREGTSEN, 2008):

n-1n-1

pry®) =D Y PG i+j=k  (13)

i=0 j=0
ondek=0,1,2,..2(n—1).
A entropia da soma expressa a medida de aleatoriedade da textura da imagem ao longo

das diagonais definidas pela condicdo i + j = k (ALBREGTSEN, 2008). Sua equagdo (14)

¢ dada abaixo:
2(n—-1)

Entropia da Soma = Zizo Px+y () * log{ pryy (D)} (14)

e Entropia da Diferenca
Temos que Py € a matriz dada pela equagdo (15) abaixo (HARALICK, 1973):

n—-1n-1

py() =) Y PG li—jl=k (5

i=0 j=0
ondek=0,1,2,..n—1.
A entropia da diferenca expressa a medida de aleatoriedade da textura da imagem ao
longo das diagonais definidas pela condigdo |i — j| = k (HARALICK, 1973). Sua equacéo
(16) é dada abaixo:

Entropia da Diferenca = Z::Ol Pr—y (D) * log{ pr—y (D)} (16)

e Variancia
Expressa a medida da dispersdo dos valores da GLCM em torno da média das
combinagbes de pixels de referéncia e de vizinhanca. Uma alta varidncia indica maiores

valores de distancias superiores a média (GADKARI, 2000). Sua equacéo (17) é dada abaixo:

n-1n-1

Variancia = z z(i —w?*P(i,)) (17)

i=0 j=0
onde u é a média de P(i,j), dada pela equacdo (18) abaixo (ALBREGTSEN, 2008):

p= 1 ixPGQ)) (18)
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e Variancia da Soma

Sua equacéo (19) ¢é dada abaixo (PRATIWI et al., 2015):

2(n-1)

Variancia da Soma = }, _

(i — Entropia da Soma)? * py4y (19)

onde Entropia da Soma é dada pela equagéo (14).

e Variancia da Diferenca
Sua equacéo (20) é dada abaixo (HARALICK, 1973):

Variancia da Diferenca = variancia de p,_,, (20)

e Momento de Diferenca Inversa Normalizada
Expressa a medida da homogeneidade local de uma imagem. A incidéncia da
coocorréncia de pares de pixels € aumentada quando eles estdo préximos do valor da escala de
cinza e, assim, aumenta o valor do momento de diferenca inversa. Por conta do fator de
ponderacdo (1 + (i —j)?)™1, obtera pequenas contribuicGes de areas ndo homogéneas i + j.
(ALBREGTSEN, 2008). Sua equacdo (21) é dada abaixo:

n—-1n-1

1
Momento de Diferenca Inversa Normalizada = Z Z m * P(1,7) (21)

i=0 j=0

e Diferenca Inversa Normalizada
Expressa outra medida de homogeneidade local de uma imagem. Ao contrario do
momento de diferenca inversa normalizada, a diferenca inversa normalizada normaliza a
diferenca entre os valores dividindo pelo total de valores discretos (CLAUSI, 2002). Sua
equacao (22) é dada abaixo:
n-1n-1

1
Diferenca Inversa Normalizada = Z Z m *P(i,j) (22)

i=0 j=0

e Meédia da Soma

Expressa a média dos valores das diagonais definidas pela condicdo i+ =k
(ALBREGTSEN, 2008) Sua equacéo (23) é dada abaixo:
2n—-2

Média da Soma = Z [ * px+y(i) (23)
i=0
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e Média da Diferenca
Expressa a média dos valores das diagonais definidas pela condi¢do |i —j| = k

(BOVIS, K. SINGH, S. s.d.) Sua equacéo (24) é dada abaixo:
2n—2

Média da Diferenga = 2 [* px_y(i) (24)
i=0

e Medida de Informacéo da Correlagdo 1
Sua equacéo (25) é dada abaixo (HARALICK, 1973):

_ ) ) HXY — HXY1
Medida de Informacgio da Correlagio 1 = max(HX, A7} (25)
onde HXY, HXY1, HX e HY séo dadas pelas equaces (26), (27), (28) e (29) abaixo:
n-1n-1
HXY = — 2 2 P(i, ) * log(P(i, /) (26)
i=0 j=0
n-1n-1
HXY1 == ) %" P(0,]) * og(pe(D) * p (i) 27)
i=0 j=0
HX = Entropia de p, (28)
HY = Entropia de p, (29)

e Medida de Informacéo da Correlagéo 2
Sua equacao (30) é dada abaixo (HARALICK, 1973):

Medida de Informacio da Correlacio 2 = J(l — e 2(HXY2=HXY)) (30)

onde HXY?2 é dado pela equacéo (31) abaixo:

n-1n-1

HXY2== 3" 3 p(0) * pue() *log(peD + () (BD)

i=0 j=0

e Coeficiente de Correlacdo Maximo
Sua equacgéo (32) é dada abaixo (HARALICK, 1973):

Coeficiente de Correlagio Maximo = \/(Segundo maior autovalor de Q) (32)
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onde Q é dado pela equacéo (33) abaixo:

_ zP(i, k) * P(j, k)
= p, () *p, (k)

(33)

e Autocorrelacéo
Expressa a medida da regularidade da finura e grossura de uma textura (LEW, 2001).
Sua equacgéo (34) é dada abaixo:
n-1n-1

Autocorrelagao = z Z(i *j)*P(1,)) (34)

i=0 j=0

e Dissimilaridade
E uma medida semelhante ao contraste, apresentando alto valor se a regido possuir alto
contraste (SOH, 1999). Sua equacéo (35) é dada abaixo:

n-1n-1

Dissimilaridade = z Z'i _jl*P@,)) (35)

i=0 j=0

e Sombra de Agrupamento
Expressa a medida de desigualdade e assimetria da GLCM. Uma sombra de
agrupamento mais alta implica maior assimetria em relacdo ao valor médio (YANG et al.,
2012). Sua equacdo (36) é dada abaixo:

-1n-1

S
S

3
Sombra de Agrupamento = (i +j—u, - #y) *P(i,j) (36)
v

,...
I}

o
-
Il

e Proeminéncia de Agrupamento
Expressa também um medida de assimetria da GLCM. Um valor mais elevado implica
maior assimetria em relagdo ao valor médio, enquanto um valor inferior indica um pico em
torno do valor médio e menos variacéo e relagdo a média (YANG et al., 2012). Sua equacéo
(37) ¢é dada abaixo:

n-1n-1

4
Proeminéncia de Agrupamento = Z Z(l +j—u, - Hy) *P(1,)) (37)

i=0 j=0
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e Maxima Probabilidade

Expressa a maxima probabilidade (SOH, 1999). Sua equacéo (38) é dada abaixo:

Maxima Probabilidade = max{P (i, j)} (38)
e Inércia
Sua equacéo (39) é dada abaixo (BOVIS, K. SINGH, S. s.d.):
n-1n-1
Inércia = Z Z(i — % *P(i,j) (39)
i=0 j=0

2.6 Classificagdo e Reconhecimento

Nesta etapa os atributos de interesse ja foram extraidos e deseja-se realizar, de forma
automatica, a identificacdo dos objetos segmentados na imagem. Ha dois tipos de etapas no
processo de classificacdo: o aprendizado e o reconhecimento. Os sistemas de aprendizado
definem uma funcdo que separa eficientemente todas as formas representadas no espaco de
medida de N dimensdes, onde N é o numero de atributos extraidos (ALBUQUERQUE, 2011).

A escolha e a qualidade dos parametros para construir esse espaco de medidas sao
muito importantes para que o processo de reconhecimento tenha um bom desempenho. No
entanto, essa etapa é delicada, uma vez que a escolha de um grande nimero de pardmetros
leva a um espaco de grande dimensdo e uma dificil etapa de aprendizado, enquanto que um
pequeno espaco de medidas pode levar a uma baixa caracterizacdo e erros no processo de
reconhecimento.

Pode-se dividir o processo de aprendizado em dois tipos: supervisionado, o utilizado
neste trabalho, e ndo supervisionado. Na classificacdo supervisionada, a cada objeto, ou seja,
elemento caracterizado por um conjunto de atributos é associado uma classe previamente
definida por um analista.

Na classificagdo ndo supervisionada, nenhuma informagéo a respeito das classes é
fornecida, e os objetos sdo agrupados em distintos grupos através de suas proximidades
(GOMES, 2001).
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A figura 21 mostra um exemplo de um classificador do tipo supervisionado. O objeto
desconhecido, com classe a ser determinada, encontra-se mais proximo, segundo seus
atributos 1 e 2, da classe de cor verde. Tanto a classe de cor verde quanto as de cor azul e rosa
foram definidas por um especialista e, portanto, seus atributos definem suas respectivas

classes. Provavelmente o classificador ird atribuir a classe verde para o objeto.

Figura 21 — Classificador supervisionado.

objeto desconhecido,
provavelmente classe verde

Atributo 2
-
-
| ]

Atributo 1

Fonte: GOMES, 2001.

2.6.1 Algoritmos de Classificacdo

Neste trabalho foram usados dois algoritmos de classificacdo: o KNN e o SVM.

2.6.1.1 k-Nearest Neighbor (kNN)

O algoritmo kNN (k-Nearest Neighbor) é uma forma de aprendizado do tipo
supervisionado e um dos mais simples e flexiveis quando se trata de classificacéo.

Basicamente, o algoritmo funciona com base em exemplos de treinamento que estéo
mais proximos no espaco de caracteristicas. Para utiliza-lo é necessario (LIMA, 2014):

e Um conjunto de exemplos de treinamento;

e Definir uma métrica para calcular a distancia entre os exemplos de treinamento;

e Definir o valor de k (o numero de vizinhos mais proximos que serdo considerados

pelo algoritmo);
e Utilizar o rétulo da classe dos vizinhos mais proximos para determinar o rétulo de

classe do exemplo desconhecido atraves de uma votagdo majoritaria.
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Devemos ressaltar que se k for muito pequeno, a classificagdo fica sensivel a pontos
de ruido, ao passo que se k for muito grande, a vizinhanga pode incluir elementos de outras
classes. Para se evitar empates na votacdo, usa-se um valor impar para k (LIMA, 2014).

A figura 22 abaixo exemplifica a classificacdo de dois elementos desconhecidos X e Y
utilizando o algoritmo KNN. Observe que para k = 7, o elemento X sera classificado como

pertencente a classe B, enquanto que o elemento Y serd enquadrado na classe A.

Figura 22 — Classificacdo através do algoritmo kNN.

4 A Classe A

% @Classe B

= ) @Classe C

& 0 \ B Elemento desconhecido
% \\| [[EElemento desconhecido

/)

W

o
® C

B

Atributo 1
Fonte: MARTINS, 2005.

2.6.1.2 Support Vector Machine (SVM)

O algoritmo SVM muito se assemelha com o anteriormente citado algoritmo kNN, ou
seja, € um analisador e classificador de dados para reconhecimento de padrdes do tipo
supervisionado, com a diferenca que seu objetivo é a determinacdo de limites de decisdo que
produzam uma separacdo Otima entre classes por meio da minimizacdo dos erros
(NASCIMENTO et al., 2009). Ou seja, 0s novos exemplos sdo mapeados N0 Mesmo espago e
preditos como pertencentes a uma categoria baseados em qual dos lados definidos por uma
separacao eles sdo colocados.

Os resultados da aplicacdo dessa técnica sdo comparaveis aos obtidos por outros
algoritmos de aprendizado, como as Redes Neurais Artificiais (RNAs). Exemplos de
aplicacdes de sucesso podem ser encontrados em diversos dominios, como na categorizacdo
de textos, na analise de imagens e em Bioinformatica (LORENA, 2007).

Conforme mostrado na figura 23, a separagdo 6tima é definida por um hiperplano
condicional (L) que separa as diferentes classes, maximizando a margem (distancia entre as

bordas, L, e L,) entre os pontos extremos de cada classe.
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Figura 23 — Classificagdo através do algoritmo SVM.

Hiperplano de separacao 6tima

Origem

Fonte: NASCIMENTO, 2009.

Nem sempre é possivel obter uma separacdo linear entre as classes e podem ocorrer
erros de classificacdo. Nestes casos, € necessario considerar um parametro de custo ¢ que
indica o qudo impactante o erro de classificacdo sera no processo de obtencdo do hiperplano
de separacdo. Esse valor precisa ser previamente definido.

2.6.2 Validacédo dos Classificadores

Quatro formas de validar um classificador sdo utilizadas nesse trabalho: a acuracia
(A), a sensibilidade (S), especificidade (E) e a medida F das duas ultimas, chamada neste
trabalho de média harménica (MH). Essas medidas sdo definidas através da matriz de
confusdo, um tipo de matriz que relaciona os resultados finais dados pelo algoritmo (previsto)

e pelo profissional (real). Um exemplo de matriz de confusdo € ilustrado na tabela 2 abaixo:

Tabela 2 — Matriz de confusdo.

Valor Verdadeiro

(confirmado por anélise)

positivos negativos
wv
27 vp FP
©0 E = Verdadeiro Falso
a % g Positivo Positivo
=
a o
0 wv
52 JE FN VN
© g 50 Falso Verdadeiro
= £ g Negativo Negativo

Fonte: SOUZA, 2009.
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Analisando a matriz de confusdo percebemos que sdo definidas quatro meétricas
diferentes de acordo com a interse¢do dos resultados previstos e reais. Suas definicGes estdo
listadas abaixo (BIANCA, 2004):

e Verdadeiro Positivo — VP:
Diz-se dos resultados considerados verdadeiros tanto no teste com o algoritmo
quanto na classificacdo pelo banco de dados;

e Falso Negativo — FN:
Diz-se dos resultados considerados falsos no teste com o algoritmo e verdadeiros
na classificagdo pelo banco de dados;

e Falso Positivo — FP:
Diz-se dos resultados considerados verdadeiros no teste com o algoritmo e falsos
na classificacdo pelo banco de dados;

e Verdadeiro Negativo — VN:
Diz-se dos resultados considerados falsos tanto no teste com o algoritmo quanto

na classificacdo pelo banco de dados.

De conhecimento das quatro métricas definidas a partir da matriz de confuséo, podem-
se definir as métricas de validacdo de um classificador pelas equacdes (38) (BHARATHI,
2013), (39) e (40) (BIANCA, 2004) e (41) abaixo:

4= VP + VN -
"~ VP+VN+FP+FN (38)
S = i 39
~ VP+FN (39)
E = VN 40
"~ VN + FP (40)
2SE
H=— (41)

S+E



S7

A acurécia é o percentual correspondente a assertividade do teste, ou seja, o teste deve
informar de maneira correta a classe do objeto, de acordo com a classificacao real.

Analisando ambas as equacdes (39) e (40), pode-se concluir que a sensibilidade nos da
a proporcdo de individuos identificados com a doenca (tanto no classificador quanto no
diagndstico) dentre os individuos de fato com a doenca. Por conseguinte, a especificidade nos
da a proporgdo de individuos identificados como normais (tanto no classificador quanto no

diagnostico) dentre os individuos com caracteristicas normais.

2.7 Selecéo de atributos

Nem todas as medidas extraidas da matriz de coocorréncia devem ser Uteis para
realizar a tarefa de deteccdo e classificacdo de cancer e tecido mamario, inclusive, algumas
podem até dificultar na realizacdo da tarefa. Por isso, costuma-se realizar um passo adicional
antes da etapa de classificacdo, que corresponde a parte de selecionar os atributos (medidas)
que sdo os mais Uteis para a classificagdo. Um dos métodos mais simples de selecdo dos
atributos mais proeminentes € o Sequential Forward Selection (SFS) (DUTRA, L. V.
HUBER, R., 1999).

A selecdo sequencial progressiva (SFS) é um método bottom-up de selecdo de
atributos estruturado de modo a identificar iterativamente o melhor subconjunto de atributos
que possa ser obtido pela adicdo de um atributo por iteracdo, ao invés de selecionar um
conjunto completo de atributos numa Unica iteracao.

O algoritmo SFS seleciona os melhores atributos que representam um conjunto de
classes a partir de um critério de selecdo. O processo inicia-se com um conjunto nulo de
atributos, de modo que, em cada iteracdo é selecionado o atributo que produza o melhor
resultado segundo um determinado critério. Tradicionalmente sdo utilizadas como critério,
medidas estatisticas de separabilidade. Assim, iterativamente, cada atributo é adicionado ao
conjunto de atributos determinados pelas interagdes anteriores. Nesse processo ndo é
permitido descartar um atributo que ja tenha sido selecionado (BATISTA, 2006).

No presente trabalho, o critério de selegdo utilizado pelo algoritmo SFS foi a média

harmonica do classificador kNN entre as medidas de texturas utilizadas.
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3 METODOLOGIA E DESENVOLVIMENTO

O presente trabalho consiste em detectar e classificar o tipo de cancer presente em uma
mamografia digital, além de classificar o tecido mamario mais abundante da mama. Para isso,
utilizou-se do banco de dados MIAS, fornecido gratuitamente e com um total de 322 imagens
mamogréficas de resolugdo 1024x1024 pixels (MIAS, s.d.). O banco de dados fornece
diversas informacdes a respeito das mamografias, tais como: tecido mamario, presenga ou ndo
de cancer, tipo de cancer, classe do cancer e as ROIs do centro da anormalidade nas imagens
com a presenca do cancer.

Em relagdo a presenga ou ndo de céancer, das 322 imagens presentes no banco de
dados, 209 ndo possuem cancer e 113 possuem cancer. Das imagens gue possuem cancer, 62
sdo do tipo benigno e 51 sdo do tipo maligno. Possuindo as coordenadas do centro da
anormalidade s&o 109 imagens com cancer.

Em relacéo a classificacdo do tecido mamario, das 322 imagens presentes no banco de
dados, 106 sdo adiposas e 216 sdo glandulares (glandular adiposa e glandular densa). Dentre
as glandulares, 104 séo do tipo glandular adiposa e 112 sdo do tipo glandular densa.

As mamas diferenciam-se de véarias maneiras como formato, tamanho e sentido

(direita ou esquerda), conforme mostra a figura 24.

Figura 24 — Exemplos de mamografias utilizadas.

J

Fonte: MIAS s.d.
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Podemos observar nas mamografias do banco de dados a presenca de marcacoes e
nameros junto ao fundo da imagem, além do mdsculo peitoral na grande maioria delas. Essas
caracteristicas, muito comuns em mamografias, junto com a transi¢ao “nebulosa” entre o seio
e o fundo, sdo indesejaveis e devem ser eliminados no processamento. Assim como Visto em
outros trabalhos, esses sdo detalhes que ndo trazem contribuicdo alguma para o resultado
esperado e podem piorar os célculos realizados pela introducéo de valores irrelevantes.

A metodologia adotada neste trabalho esta representada pelo fluxograma da figura 25.
Temos dois tipos de procedimento: a deteccdo e classificacdo de cancer; e a classificacdo do
tecido mamario.

No primeiro procedimento, o primeiro passo € a aquisicdo da imagem. Feito isso, faz-
se a leitura das coordenadas da ROI fornecida pelo banco de dados (imagens com cancer).
Para as imagens sem cancer, faz-se a leitura das coordenadas da ROl manual, cuja localizacéo
€ 0 mais proximo possivel do centro da mama.

De posse desses dados, o algoritmo obtém a ROI na imagem, que seré realcada através
da equalizacdo do histograma e redimensionada para 128x128 pixels, etapa essa baseada em
(PRATIWI et al., 2015). Por conseguinte, os atributos de textura sdo calculados e 0s
classificadores utilizados para a verificagdo da veracidade do teste.

No segundo procedimento, o primeiro passo € também a aquisicdo da imagem.
Posteriormente, deve se fazer diversos procedimentos de processamento de imagem na
mesma, a comecar pelo seu espelhamento para o lado esquerdo, etapa essa fundamental para
que o algoritmo da Transformada de Hough funcione posteriormente.

A remocdo de ruidos e objetos na imagem é a etapa seguinte, onde marcagdes, ruido
de fundo e falhas de impressdo na mamografia sdo eliminados. Técnicas como suavizagao,
binarizacdo, abertura e contagem de objetos sdo utilizadas nessa etapa.

Faz-se necessario, entdo, a retirada do muasculo peitoral, etapa essa fundamental para
que a ROI, definida posteriormente, ndo englobe esse musculo e forneca um resultado errado,
uma vez que ele ndo pertence a nenhum dos tecidos considerados no teste. Para essa retirada
utiliza-se a técnica da Transformada de Hough para a detecgdo de retas, uma vez que o limite
do musculo peitoral, nas imagens, se assemelha a uma reta.

Feito todo o procedimento de retirada dos elementos ndo relevantes para o teste, faz-se
a obtencdo da ROI na imagem, que serd realcada através da equalizacdo do histograma e
redimensionada para 256x256 pixels. Por conseguinte, os atributos de textura sao calculados e

os classificadores utilizados para a verificagdo da veracidade do teste.



Figura 25 — Fluxograma do processo de deteccdo e classificagdo de cancer e tecido mamario.
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3.1 Deteccdo e Classificacio de cancer

No primeiro procedimento, ndo € feito nenhum pré-processamento ou segmentacao na
imagem. Faz-se a leitura da regido de interesse (ROI) pré-determinada pelo banco de dados
MIAS para as imagens com cancer, procedimento esse semelhante ao realizado nos trabalhos
citados na secdo 1.7. Vale lembrar que para as imagens sem cancer foi feita uma escolha
manual da ROI, posicionando-a 0 mais préxima possivel do meio da mamografia e contendo
um tamanho de janela igual a 128x128 pixels. Quatro mamografias contendo cancer foram
descartadas nesse procedimento por ndo apresentarem ROI anteriormente definida, a saber:
mdb059.pgm, mdb216.pgm, mdb233.pgm e mdb245.pgm.

As mamografias mdb012.pgm (com cancer) e mdb007.pgm (sem cancer) serdo usadas
para ilustrar o passo-a-passo das técnicas utilizadas. As figuras 26 e 27 abaixo ilustram as

mamografias citadas e sua respectiva ROl em destaque.

Figura 26 — Mamografia com céncer e sua respectiva ROl dada pelo banco de dados.

Fonte: Producédo do préprio autor.

Figura 27 — Mamografia sem c&ncer e sua respectiva ROl manual.

Fonte: Producéo do prdprio autor.
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Apobs a obtengdo da ROI, realiza-se um realce de contraste da mesma através da

técnica de equalizacdo do histograma. As figuras 28 e 29 mostram o realce e o histograma

equalizado para a ROl com céancer, ao passo que as figuras 30 e 31 mostram as mesmas

caracteristicas para a ROl sem cancer.

i

3

Numero de pixels

Figura 28 — ROIs (com céncer) com e sem realce.

a) Sem realce. b) Com realce.

Fonte: Produc&o do prdprio autor.

Figura 29 — Histogramas para ROIs (com cancer) com e sem realce.

Histograma - ROI (com cancer) sem realce Histograma - ROI (com céncer) com realce

=

LR L

Numero de pixels
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Nivel de cinza Nivel de cinza

a) Histograma sem realce. b) Histograma com realce.

Fonte: Produc&o do prdprio autor.
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Figura 30 — ROIs (sem c&ncer) com e sem realce.

2

a) Sem realce. b) Com realce.

Fonte: Produc&o do préprio autor.

Figura 31 — Histogramas para ROIs (sem cancer) com e sem realce.

Histograma - ROl {sem céncer) sem reaice Histograma - ROl (sem céncer) com realce
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a) Histograma sem realce. b) Histograma com realce.

Fonte: Produc&o do prdéprio autor.

Obtida a ROI realgada, 0 proximo passo é redimensiona-la para 128x128 pixels. Esse
redimensionamento foi inspirado nos testes realizados em (PRATIWI et al., 2015). Vale
lembrar que as ROIs fornecidas pelo banco de dados possuem dimensdes diferentes, enquanto
todas as ROIs manuais possuem um tamanho de janela igual a 128x128 pixels, dai a
necessidade de redimensiona-las de forma a ficarem com as mesmas dimensdes.

Obtida a ROI dimensionada e realgada, calculam-se as medidas de textura usando as
Matrizes de Coocorréncia de Nivel de Cinza para todos os angulos de direcdo (0°, 45°, 90° e
135°) e distancia d = 1 entre cada pixel para todas elas.

Finalmente, apds a obtencdo das medidas, utilizam-se os classificadores KNN e SVM

para realizarem a deteccéo e classificacdo do cancer.
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3.2 Classificacao do tecido mamario

No segundo procedimento, é necessario um trabalho maior do que o realizado no
primeiro procedimento, pois ndo sdo usadas as ROI pré-definidas, de forma a permitir que
todas as 322 imagens fossem utilizadas, uma vez que a falta de uma ROI definida pelo banco
de dados ndo € um empecilho para esta etapa.

A mamografia mdb115.pgm serd usada para ilustrar o passo-a-passo das técnicas

utilizadas. A figura 32 ilustra a mamografia ap0s sua aquisicao.

Figura 32 — Mamografia para classificacéo do tecido mamario.

Fonte: MIAS, s.d.

Feita a aquisicdo da imagem, o proximo passo € espelha-la para o lado esquerdo. Esse
procedimento é realizado para garantir que todas as mamas das imagens estejam do lado
esquerdo, de forma a facilitar a aplicacdo das técnicas subsequentes. Importante ressaltar que
na base de dados MIAS existem mamas tanto do lado direito quanto do lado esquerdo.

Para que todas as imagens adquiridas sejam espelhadas corretamente para o lado
esquerdo, fez-se 0 seguinte procedimento:

e Para o quadrante superior esquerdo e o quadrante superior direito da imagem,

calculou-se o nimero de zeros na imagem contidos em cada um deles;

e Se o0 numero de zeros no quadrante superior esquerdo for maior, isso significa que

a mama esta do lado direito da imagem. Deve-se entdo espelha-la.
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A figura 33 exemplifica essa etapa. Em (a) a imagem é dividida nos quadrantes
superior esquerdo e direito e a contagem é feita. Em (b), a imagem é espelhada para o lado

esquerdo com seu devido resultado.

Figura 33 — Etapa de espelhamento da mama para o lado esquerdo.

a) Imagem néo espelhada. b) Imagem espelhada.

Fonte: Producéo do prdprio autor.

Apbs a etapa de espelhamento, devem-se eliminar os ruidos e objetos presentes na
imagem. Inicialmente, faz uma suavizacdo da mesma utilizando um filtro de média de

mascara 11x11. A figura 34 mostra o resultado, com a suavizacgao ocorrendo de (a) para (b).

Figura 34 — Suavizacéo da mamografia.

a) Imagem. b) Imagem suavizada.

Fonte: Producéo do prdprio autor.



66

Feita a suavizacdo, o proximo passo é a limiarizacdo (binarizacdo) da imagem. O
limiar (threshold) foi escolhido a partir da binarizagdo de Otsu. A figura 35 ilustra essa etapa,

com a limiarizacao acontecendo de (a) para (b).

Figura 35 — Limiarizagdo da mamografia.

| )

a) Antes da limiarizacéo. b) Ap6s a limiarizag&o.

Fonte: Producéo do prdprio autor.

Apds a limiarizacdo, pode-se perceber que a imagem possui quatro objetos de
diferentes formas e tamanhos. A figura 36 mostra um objeto muito comum nas imagens do

banco de dados. Em (a) temos a imagem binarizada e em (b) o objeto em destaque.

Figura 36 — Objeto responsavel pela abertura da mamografia.

B

a) Objetos na imagem binarizada. b) Destaque pra um objeto.

Fonte: Producéo do prdprio autor.



67

Esse objeto, em algumas imagens, acabava por se ligar a mama, dificultando a etapa
seguinte de contagem de objetos e eliminacdo dos menores dentre esses. Ndo é o caso da
imagem em destaque, mas em pelo menos dez imagens foi encontrado esse problema. Outro
motivo para se eliminar esse objeto se da pelo fato do mesmo se tornar um obstaculo quando
da escolha dos limites do poligono envolvendo o musculo peitoral. Para eliminar esse
empecilho faz-se uma operagdo de abertura com mascara 5x5.

Feita a operacdo de abertura, realiza-se a contagem de objetos na imagem e a
permanéncia do maior dentre eles. A figura 37 ilustra o resultado dessa etapa. Em (a) a

imagem com os quatro objetos e em (b) somente o maior objeto permanecendo.

Figura 37 — Contagem de objetos e permanéncia do maior objeto da mamografia.

1 ) Y

a) Imagem com objetos. b) Selecdo do maior objeto na imagem.

Fonte: Producéo do préprio autor.

Apos a etapa de eliminacdo dos menores objetos na imagem, é feito um preenchimento
de buracos na mama, de forma a ndo se perder informacdes de seu interior. Na figura 38 é
representada essa etapa que para a imagem em particular o resultado é quase imperceptivel,

porém necessario. Em (a) temos o buraco em destaque e em (b) a imagem preenchida.



68

Figura 38 — Preenchimento de buracos da mamografia.

1 41 Y

a) Buraco no objeto. b) Objeto preenchido.

Fonte: Producéo do prdprio autor.

Realizada a etapa de preenchimento de buracos, realiza-se a etapa de obtencdo da
mamografia sem ruidos e objetos e com musculo peitoral, como exemplificado na figura 39. E
feita a multiplicacdo da imagem espelhada para o lado esquerdo (a) e a imagem binarizada
preenchida (b), obtendo-se a imagem (c).

Figura 39 — Obtencéo da mamografia sem ruidos e objetos e com musculo peitoral.

| Y

a) Imagem espelhada. b) Imagem binarizada. ¢) Multiplicacdo da imagem de a) por b).

Fonte: Producéo do prdprio autor.
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Obtida a imagem sem ruido e objetos, o préximo passo é eliminar o musculo peitoral.
Essa etapa é a mais extensa e trabalhosa, e consiste em diversas sub-etapas. A primeira delas é
obter o poligono contendo 0 musculo peitoral, mas ndo necessariamente sua totalidade.

Para isso, obtém-se primeiramente o contorno da Ultima imagem. A figura 40 ilustra
essa etapa. Realiza-se a subtracdo entre a imagem binarizada (a) e sua imagem erodida com

maéscara 7x7 (b), resultando no contorno da imagem contendo o musculo peitoral (c).

Figura 40 — Obtencdo do contorno da mamografia.

| Y1 Y

a) Imagem binarizada. b) Imagem erodida. ¢) Imagem com contorno.

Fonte: Producéo do préprio autor.

Devemos agora definir os limites do poligono que contém o musculo peitoral. Para
isso, fez-se 0 seguinte procedimento:
e Na metade superior da imagem binarizada com contorno, calculam-se os valores

da coluna mais a esquerda e a mais a direita onde a imagem possui valor igual a 1;

A figura 41 ilustra esse procedimento, com as setas indicando as colunas escolhidas

para delimitar o poligono contendo o musculo peitoral.
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Figura 41 — Colunas selecionadas para delimitar o poligono contendo o musculo peitoral.

Fonte: Producéo do préprio autor.

Com as medidas determinadas, delimita-se o poligono de forma que ele fique

localizado acima da metade superior e entre os valores das colunas esquerda e direita. A

figura 42 ilustra o poligono determinado.

Figura 42 — Poligono determinado.

Fonte: Producédo do préprio autor.
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O préximo passo € obter a mamografia em forma do poligono. A figura 43
exemplifica esse passo, onde a imagem sem ruidos e objetos contendo o musculo peitoral (a)
¢ multiplicada pelo poligono determinado (b), resultando na mamografia em forma do

poligono (c).

Figura 43 — Obten¢do da mamografia em forma do poligono.

a) Imagem. b) Poligono. ¢) Multiplicacéo de a) por b).
Fonte: Producéo do prdprio autor.

O proximo passo € a aplicacdo da Transformada de Hough para encontrar a reta que
contém o limite do musculo peitoral. Antes, porém, devemos binarizar (com a binarizacao de
Otsu de 3 limiares) a mamografia em forma do poligono e obter o contorno da imagem

resultante. Esses passos estéo ilustrados na figura 44, de (a) para (b) e depois para (c).

Figura 44 — Binarizac&o e contorno da mamografia em forma do poligono.

a) Imagem contendo o musculo peitoral. b) Imagem binarizada. ¢) Contorno da imagem.

Fonte: Producéo do prdprio autor.
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Sabe-se que o musculo peitoral se assemelha a um triangulo retangulo na mamografia
e que, portanto seu limite é uma reta inclinada. De forma a se obter essa reta, a Transformada
de Hough foi usada nessa etapa para que se possa encontrar a reta mais bem definida. Para
isso, ele foi limitado a procurar retas que facam angulo de 15° a 80° com a reta horizontal. O
maior valor acumulado no plano de Hough foi selecionado para representar a reta, pois isto
representa a maior incidéncia de retas passando sobre os pontos em uma mesma dire¢do. Com
a equacdo da reta determinada, pode-se definir o tridngulo retdngulo contendo o masculo
peitoral.

A figura 45 ilustra a obtengdo da mamografia sem o musculo peitoral. Multiplica-se a
imagem sem ruidos e objetos contendo o musculo peitoral (a) e a imagem negativada do
triangulo retangulo cuja hipotenusa € o limite do mdsculo peitoral (b), resultando na imagem

sem o musculo peitoral (c).

Figura 45 — Obten¢do da mamografia sem ruidos e objetos e sem masculo peitoral.

a) Imagem da mama. b) Divisdo da imagem pela reta obtida. ¢) Imagem sem o musculo peitoral.

Fonte: Producéo do prdéprio autor.

A figura 46 faz um comparativo entre a mamografia original (espelhada) (a) e a
mamografia sem ruidos e objetos e sem musculo peitoral (b) obtida ao final da Gltima etapa.

Podemos concluir, analisando ambas as mamografias, que os objetos e marcagdes
foram eliminados, o ruido de fundo ndo existe mais, o0 masculo peitoral foi retirado e regido
“nebulosa” da transi¢do entre o fundo da mamografia e a mama foi também desconsiderado.
Todos esses elementos ndo sédo interessantes para a definicdo da ROI que sera usada para a

classificacéo do tecido mamario.
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Figura 46 — Comparativo da mamografia original espelhada e da mamografia obtida na Gltima etapa.

a) Imagem original espelhada. b) Imagem apéds o procedimento.
Fonte: Producéo do prdprio autor.

Para podermos definir a ROI, procurou-se localiza-la no centro da mama. Sabendo-se
que a grande parte das mamografias possui uma maior concentracdo de tecido na metade
inferior da imagem, definiu-se o seguinte procedimento: enquanto nao fosse encontrado um
valor diferente de 0 (fundo da imagem), o limite superior da linha seria incrementado a partir
da posicdo 300, enquanto que o limite inferior da linha seria decrementado a partir da posicédo
1024. Ao encontrar um valor diferente de O, esses serdo os limites superiores e inferiores
utilizados pela ROI para sua localizagdo na mama. As colunas sdo os limites a esquerda e a

direita da imagem (fronteiras da mama y1 e y2). A figura 47 ilustra o procedimento adotado.

Figura 47 — Etapa de definicéo dos limites da ROI.

Fonte: Producéo do préprio autor.



74

Definidos os valores tanto para as linhas quanto para as colunas, a ROl é centralizada
no pixel de valor médio entre os limites das linhas e das colunas. Vale ressaltar que o tamanho
da janela quadrada utilizada para a ROI foi de 128x128 pixels. A figura 48 ilustra essa etapa,

onde (a) fornece a marcacdo da ROI e em (b) a ROl em destaque.

Figura 48 — Marcacgdo da ROI para o tecido mamario.

|
f :
I
"

a) Marcacéo da ROI. b) ROI em destaque.

Fonte: Producéo do prdprio autor.

E importante ressaltar que, dependendo do tamanho da mamografia, a ROl acaba por
selecionar fundo da imagem. Isso é prejudicial para a proxima etapa de realce do contraste
pela equalizacdo do histograma. Para evitar essa condi¢do, faz-se uma contagem do nimero
de pixels iguais a 0 ao redor da ROI selecionada. Caso o nimero exceda 5, o raio da ROI é
decrementado de 1 pixel e uma nova contagem ¢é feita, até que a contagem de zeros ndo
exceda o valor estipulado. Para a imagem em destaque, ndo se precisou fazer a reducédo da
dimensdo da ROI.

Apds a obtencdo da ROI sem a presenca de fundo da imagem, realiza-se um realce de
contraste da mesma através da técnica de equalizacdo do histograma. As figuras 49 e 50

mostram, respectivamente, o realce e o histograma equalizado para a ROL.
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Figura 49 — ROlIs (tecido mamario) com e sem realce.

a) Sem realce. b) Com realce.

Fonte: Produc&o do préprio autor.

Figura 50 — Histogramas para ROIs (tecido mamario) com e sem realce.

Histograma - ROI (tecido mamaério) sem realce Histograma - ROI (tecido mamério) com realce
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Nivel de cinza Nivel de cinza

a) Histograma sem realce. b) Histograma com realce.

Fonte: Producédo do préprio autor.

Obtida a ROI realgada, 0 proximo passo é redimensiona-la para 128x128 pixels. Esse
redimensionamento foi inspirado nos testes realizados em (TAYLOR et al., 1994). Vale
lembrar que as ROIs que inicialmente selecionaram o fundo da imagem foram diminuidas
através do decremento de seu tamanho, dai a necessidade de redimensiona-las de forma a
ficarem com as mesmas dimensdes.

Obtida a ROI dimensionada e realgada, calculam-se as medidas de textura usando as
Matrizes de Coocorréncia de Nivel de Cinza para todos os angulos de direcdo (0°, 45°, 90° e
135°) e distancia d = 1 entre cada pixel para todas elas.

Finalmente, apds a obtencdo das medidas, utilizam-se os classificadores KNN e SVM
para realizarem a classificacdo do tecido mamario.
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3.3 Classificacao do Algoritmo

Para realizar as tarefas de classificacdo neste trabalho foram usados os classificadores
KNN e SVM, descritos na secédo 2.6.1.

Ambas as técnicas precisam de dados de treinamento e ajustes de parametros antes de
realizar a classificacdo de um conjunto de teste. Para isso, foi usado um método de validagéo
cruzada chamada de hold-out (REFAEILZADEH, P. TANG, L. LIU, H., s.d). Neste método a
base de dados ¢ dividida em duas partes sem sobreposi¢cdo de amostras: uma para treinamento
e outra para teste, sendo que os dados de teste ndo sdo usados para o treinamento dos
algoritmos, que corresponde a etapa em que os classificadores se adaptam para realizar uma
tarefa, 0 mais correto possivel, de acordo com uma métrica definida. As ndo sobreposicdes
das partes permitem estimar de forma mais precisa o desempenho real do classificador
(REFAEILZADEH, P. TANG, L. LIU, H., s.d).

Nos experimentos realizados, a parte de treinamento corresponde a 75% da base de
dados, enquanto a parte de teste sdo os restantes 25%. Como ambos kNN e SVM tém
parametros para ajustar, a base de dados de treinamento foi dividida ao meio para treinar o
classificador e avaliar diferentes valores de vizinhos mais proximos k (1, 3,5, 7,9, 11 e 13,
para o caso do kNN) e custo ¢ (de 0,5 a 10, com acréscimos de 0,5, para o caso do SVM). O
valor de k e de ¢ que obter o maior valor de média harmonica entre sensibilidade e
especificidade sobre a outra metade dos dados de treinamento é usado para classificar os
dados de teste. Neste caso, os classificadores sdo treinados com todo o conjunto de
treinamento. Antes de treinar os classificadores, de cada medida foi subtraida a média e o
resultado foi dividido pelo desvio padrdo da medida. Isso foi feito porque a ordem de grande
parte dos valores varia muito.

Como a selecdo das amostras é feita de forma aleatdria, os resultados obtidos em
diferentes execucBGes podem variar muito devido as amostras selecionadas para cada parte.
Para reduzir esse efeito, dois procedimentos a mais foram realizados para tentar obter
resultados mais confidveis. O primeiro € a estratificacdo dos dados, que permite que cada
parte da base de dados tenha uma proporcao entre as classes similar a base de dados inteira
(REFAEILZADEH, P. TANG, L. LIU, H., s.d). O segundo procedimento é realizar o

procedimento de hold-out 10 vezes e obter a média dos resultados obtidos.
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4 EXPERIMENTOS E RESULTADOS

4.1 Deteccao de cancer

No primeiro experimento foram usadas 318 imagens com o objetivo de identificar se a
mama tem alguma anormalidade ou se esta normal. Isso é feito extraindo medidas de textura
da matriz de coocorréncia das ROl marcadas na base de dados, quando h& anomalia, e ROI
marcadas manualmente, quando a mama esta normal. Neste primeiro experimento é avaliado
cada caracteristica individualmente, sendo que elas foram obtidas nas quatro orientacdes da
matriz de coocorréncia. Busca-se identificar também quais medidas sdo as mais relevantes.

A tabela 3 mostra os resultados de média x das medidas de acuracia, sensibilidade,
especificidade e média harménica quando utilizados os classificadores kNN e SVM, e
individualmente cada uma das medidas de textura. O melhor resultado em cada métrica esta
realcado em negrito. A medida de sensibilidade mede a proporcdo de vezes que a
anormalidade foi corretamente identificada, enquanto especificidade mede a proporcdo de

pessoas que receberam corretamente o diagnostico de estarem saudaveis.



Tabela 3 — Média para as métricas no teste de deteccéo de cancer usando kNN e SVM.

78

Média u (%)

Medida de Textura kNN SVM

A S E MH A S E MH

Segundo Momento Angular | 72,5 | 52,5 | 83,3 | 64,1 | 66,0 | 36 | 994 | 63
Contraste 803 | 642 | 889 | 741 | 843 | 859 | 835 | 846
Correlagio 80,8 | 662 | 885 | 755 | 843 | 855 | 83,7 | 845

Entropia 81,8 | 682 | 89,1 | 76,8 | 87,5 | 758 | 938 | 837
e e 622 | 416 | 732 | 526 | 662 | 43 | 994 | 7.7
TR R T 81,1 | 652 | 89,7 | 752 | 89,8 | 76,1 | 97,1 | 852
Variancia 704 | 504 | 81,2 | 61,8 | 80,2 | 57,7 | 924 | 707
e 742 | 584 | 82,7 | 681 | 844 | 62,7 | 96,1 | 758
Variancia daDiferenca | 78,0 | 63,7 | 856 | 72,8 | 823 | 83,7 | 81,5 | 82,5
omento (B PIENSINGSE | 858 | 725 | 930 | 814 | 87,3 | 750 | 940 | 833
Diferenca Inversa Normalizada | 84,3 | 68,1 | 930 | 784 | 882 | 750 | 953 | 838
Media da Soma 742 | 56,9 | 835 | 66,8 | 80,5 | 464 | 988 | 62,8
Media da Diferenga 80,8 | 652 | 89,1 | 751 | 915 | 851 | 949 | 89,6
Me"“’ijfr'e’l‘:;;';j@“ “ | 813 | 652 | 89,9 | 753 | 881 | 768 | 942 | 845
Med‘“z:fr'erl‘:;;“:@é" % | 805 | 638 | 895 | 741 | 876 | 87,0 | 880 | 873
C°e“°ie”:jé‘finf§"e'a@a° 69,4 | 56,4 | 76,2 | 635 | 69,1 | 191 | 959 | 28,3
e 763 | 62,7 | 837 | 714 | 854 | 67,8 | 949 | 79,0

e e 80,8 | 652 | 89,1 | 751 | 915 | 851 | 949 | 89,6
Sombrade Agrupamento | 65,1 | 40,9 | 78,0 | 529 | 66,7 | 11,2 | 965 | 175
Proeminéncia de Agrupamento | 74,2 | 63,0 | 80,2 | 69,9 | 735 | 458 | 88,6 | 56,9
Méxima Probabilidade 61,4 39,2 73,4 50,1 66,2 3,3 100,0 6,1
o 80,3 | 64,2 | 889 | 741 | 843 | 859 | 835 | 846

Fonte: Producéo do préprio autor.

Podemos concluir da tabela que o referido teste obteve boas médias de acerto,

principalmente para algumas medidas de textura em particular: Dentre as melhores medidas

de textura para cada métrica na deteccdo de cancer para o classificador KNN podemos citar: 0

Momento de Diferenca Inversa Normalizada (85,8% de Acurécia, 72,5% de Sensibilidade,
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93,0% de Especificidade e 81,4% de Média Harmonica) e a Diferenca Inversa Normalizada
(93,0% de Especificidade). Ambas as medidas estdo relacionadas com a homogeneidade local
das imagens, ou seja, quando os valores dos pares de pixels estdo proximos na escala de cinza.

As medidas de textura mais eficientes em cada métrica estéo representadas na figura 51.

Figura 51 — Gréafico em radar para as melhores texturas no teste de deteccao de cancer usando KNN.

Acuracia
100

Momento de Diferenga
Média Inversa Normalizada

s Sensibilidade
Harmonica

= Diferenca Inversa
Normalizada

VY

Especificidade

Fonte: Producéo do préprio autor.

Dentre as melhores medidas de textura para cada métrica na detec¢do de cancer para o
classificador SVM, pode-se citar: a Média da Diferenca (91,5% de Acuracia e 89,6% de
Média Harmobnica), a Medida de Informacdo da Correlacdo 2 (87% de Sensibilidade), a
Maxima Probabilidade (100% de Especificidade) e a Dissimilaridade (89,6% de Média
Harmonica). Para as medidas com maior valor de média harménica, temos que a Média da
Diferenca mede os valores das diagonais da imagem determinadas por |i — j| = k, conforme
equacao (24), ao passo que a Dissimilaridade é uma medida das varia¢6es locais apresentadas
em uma imagem de forma a favorecer as contribuicbes da GLCM para longe da diagonal
principal, mas ao longo dos pixels cuja relacdo de coordenadas é dada por |i —j| =n,
conforme equacdo (4). As medidas de textura mais eficientes em cada métrica estdo

representadas na figura 52.
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Figura 52 — Grafico em radar para as melhores texturas no teste de detecgdo de cancer usando SVM.
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Fonte: Producéo do préprio autor.

Os melhores resultados das metricas obtidos com o classificador SVM séo todos
superiores aqueles obtidos pelo classificador KNN.

O algoritmo SFS foi utilizado de forma a selecionar os melhores atributos (medidas).
Os atributos avaliados foram as 22 medidas nas 4 orientacdes, totalizando 88 medidas. Foram
realizadas 35 iteracGes, equivalente a selecionar 35 medidas, e suas métricas de acurcia,
sensibilidade, especificidade e média harménica foram medidas a cada nova iteracdo. Por
motivos de custo computacional, foi usado somente 0 KNN e as métricas foram a média de 5
rodadas de hold-out. A figura 53 mostra os graficos do SFS para as quatro meétricas

utilizando-se o classificador kNN.
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Figura 53 — Gréaficos do SFS para as métricas na deteccédo de cancer usando kNN.
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Fonte: Producéo do prdéprio autor.

Pode-se concluir, da analise dos graficos do SFS, que a partir de 5 iteragdes, 0s testes

passam a ter aumentos significativos na métrica considerada, € com um ndmero ainda maior

de iteracOes os valores das métricas oscilam em torno de um valor.

A acuracia teve seu maior valor de quase 87% em aproximadamente 17 iteracdes,

mantendo-se em uma média de 85,5% ao longo das iteracBes posteriores. A sensibilidade

atingiu seu maior valor de quase 75% em aproximadamente 24 iteracfes, a0 passo que

manteve uma média de 73,5% para as iteracGes posteriores. A especificidade, para cerca de 18

iteragBes, teve o maior valor atingido de 94,5%. Por fim, a média harménica atingiu um pico

de mais de 82% para cerca de 23 iteragOes. Observa-se, portanto, que o simples fato de

adicionar novos atributos ndo garante que o desempenho dos classificadores ira aumentar.

Além disso, 0 maior aumento das metricas ocorreu entre 5 e 10 iteracdes, € 0 ganho nas
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métricas ndo foi muito alto com a adigdo dos atributos a partir da 11 iteracdo. Em outras
palavras, os graficos estdo mostrando que somente um conjunto restrito de atributos é
relevante para a tarefa.

Outro teste realizado foi feito com todas as medidas de texturas calculadas em cada
diregdo da GLCM. Fez-se um comparativo das métricas entre cada angulo utilizando ambos
os classificadores KNN e SVM. A tabela 4 mostra o resultado atingido.

Tabela 4 — Média para as métricas em cada angulo no teste de deteccdo de cancer usando KNN e SVM.

. Média pu (%)
Angulo
kNN SVM
Matriz de Coocorréncia

A S E MH A S E MH
0° 81,7 67,4 89,3 76,7 90,1 80,1 95,5 87,1
45° 78,6 66,6 85,0 74,5 84,4 76,4 | 88,8 81,8
90° 78,7 63,0 87,2 72,8 88,4 79,6 | 93,0 85,6
135° 80,3 64,8 88,6 74,4 83,8 72,1 90,1 79,7

Fonte: Produc&o do prdprio autor.

Podemos concluir que para ambos os classificadores KNN e SVM, a dire¢do de 0° ao
longo da GLCM ¢ a que melhor obtém resultados de acurécia, sensibilidade, especificidade e
média harmonica. Vale ressaltar que para todas as métricas, o0 SVM obteve melhores
resultados do que o KNN. ALCANTARA, JUNIOR e RAMOS (2016) chegaram & mesma
conclusdo em seu trabalho de detec¢do de cancer, ao obterem os melhores valores de acuréacia
(84,4%), sensibilidade (85,4%) e especificidade (85,4%) para a direcdo de 0°.

As figuras 54 e 55 mostram um comparativo das métricas entre cada uma das direcdes

ao longo da GLCM tanto para o classificador KNN quanto para o classificador SVM.
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Figura 54 — Grafico em barra para diferentes angulos da GLCM no teste de detecgdo de cancer usando kNN.
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Figura 55 — Grafico em barra para diferentes a&ngulos da GLCM no teste de detec¢do de cancer usando SVM.
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4.2 Classificacao de cancer

No segundo experimento foram usadas 109 imagens com cancer divididas em 61 do
tipo benigno e 48 do tipo maligno. O objetivo é de classificar o cancer através das ROIs
selecionadas através do banco de dados MIAS e das medidas de textura extraidas. Neste
segundo experimento é avaliado cada caracteristica individualmente, sendo que elas foram
obtidas nas quatro orientacfes da matriz de coocorréncia. Busca-se identificar também quais
medidas sdo as mais relevantes.

A tabela 5 mostra os resultados de média p das medidas de acuracia, sensibilidade,
especificidade e média harmbnica quando utilizados os classificadores kNN e SVM, e
individualmente cada uma das medidas de textura. O melhor resultado em cada métrica esta
realcado em negrito. A medida de sensibilidade mede a proporcédo de vezes foi corretamente
identificada com cancer maligno, enquanto especificidade mede a proporcdo de pessoas que

receberam corretamente o diagndstico de estarem com cancer benigno.
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Tabela 5 — Média para as métricas no teste de classificagdo de cancer usando kNN e SVM.

Média u (%)

Medida de Textura kNN SVM
A S E MH A S E MH
Segundo Momento Angular 57,4 47,5 | 6533 | 51,5 55,2 0,8 98,7 1,5
Contraste 46,7 35,8 55,3 41,6 94,1 10,0 89,3 17,1
Correlagao 44,1 38,3 48,7 41,6 54,8 13,3 88,0 22,3
Entropia 57,0 45,8 66,0 52,4 55,6 16,7 86,7 22,6
Entropia da Soma 48,2 45,0 50,7 45,6 55,6 1,7 98,7 3,1
Entropia da Diferenca 38,9 27,5 48,0 32,8 58,9 49,2 66,7 52,8
Variancia 52,6 43,3 60,0 47,2 55,6 0,8 99,3 1,5
Variancia da Soma 43,0 36,7 48,0 39,9 55,6 0,8 99,3 1,5

Variancia da Diferenga 45,6 36,7 52,7 40,8 52,6 5,8 90,0 10,0

Momento de Diferenca Inversa

515 | 40,0 | 60,7 | 453 | 574 | 26,7 | 82,0 32,4

Normalizada
Diferenca Inversa Normalizada | 49,3 | 31,7 | 63,3 | 40,8 | 57,8 | 34,2 76,7 37,9
Meédia da Soma 459 | 358 | 54,0 | 38,7 | 559 1,7 99,3 3,1
Média da Diferenca 415 | 29,2 | 513 | 352 | 596 | 37,5 77,3 48,7

Medida denformacdoda | g1 9 | 393 | 613 | 458 | 56,7 | 508 | 66,7 | 56,0

Correlagéo 1

Medidade Informacdoda | yg9 | 399 | 567 | 449 | 522 | 275 | 800 | 374

Correlagéo 2

Coeficiente de Correlacéo

489 | 483 | 493 | 440 | 556 7,5 88,0 10,1

Maximo
Autocorrelacdo 53,7 46,7 59,3 50,7 59,6 0,8 99,3 1,5
Dissimilaridade 41,5 29,2 51,3 35,2 55,6 37,5 77,3 48,7

Sombra de Agrupamento 47,0 30,0 60,7 37,0 54,4 1,7 98,7 3,1

Proeminéncia de Agrupamento 46,7 31,7 58,7 38,5 55,6 1,7 96,7 3,1

Méxima Probabilidade 43,3 38,3 47,3 40,2 59,6 1,7 98,7 3,1

Inércia 46,7 | 358 | 553 | 416 | 541 10,0 | 89,3 17,1

Fonte: Producéo do préprio autor.

Da analise dos resultados obtidos no teste de classificacdo de cancer, podemos
concluir que houve uma taxa de acerto bem abaixo do esperado para todas as métricas das

medidas de texturas individuais.
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Pode-se concluir da tabela que o referido teste obteve médias de acertos de medianas,
principalmente para algumas medidas de textura em particular. Dentre as melhores medidas
de textura para cada meétrica para o classificador KNN, podem ser citados: o Segundo
Momento Angular (57,4% de Acuracia), o Coeficiente de Correlacdo Maximo (48,3% de
Sensibilidade) e a Entropia (66% de Especificidade e 52,4% de Média Harmonica).A
Entropia, com o maior valor de média harmonica, mede a aleatoriedade da textura da imagem.

As medidas de textura mais eficientes em cada métrica estdo representadas na figura 56.

Figura 56 — Grafico em radar para as melhores texturas no teste de classificacdo de cancer usando kNN.
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Fonte: Producéo do prdprio autor.

Dentre as melhores medidas de textura para o classificador SVM, podem ser citados: a
Média da Diferenca (59,6% de Acuréacia), a Autocorrelacdo (59,6% de Acurécia), a Maxima
Probabilidade (59,6% de Acuracia), a Medida de Informacdo da Correlacdo 1 (50,8% de
Sensibilidade e 56,0% de Média Harmdnica), a Variancia (99,3% de Especificidade) e a
Variancia da Soma (99,3% de Especificidade). A Medida de Informacdo da Correlacéo 1,
com maior valor da média harmonica, € uma medida da correlacdo da imagem, ou seja,
expressa a medida da dependéncia linear dos niveis de cinza sobre os pixels vizinhos. As

medidas de textura mais eficientes em cada métrica estao representadas na figura 57.
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Figura 57 — Gréafico em radar para as melhores texturas no teste de classificacdo de cancer usando SVM.
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O algoritmo SFS foi utilizado de forma a selecionar os melhores atributos (medidas).
Foram realizadas 35 iteragdes e suas métricas de acurécia, sensibilidade, especificidade e
média harmonica foram medidas a cada nova iteracdo. Por motivos de custo computacional,
foi usado somente o KNN e as métricas foram a média de 5 rodadas de hold-out. A figura 58

mostra os graficos do SFS para as quatro métricas utilizando-se o classificador KNN.
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Figura 58 — Graficos do SFS para as métricas na classificagdo de cancer usando kNN.
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Fonte: Producéo do prdprio autor.

Pode-se concluir, da analise dos graficos do SFS, que a partir de 3 iteragdes, 0s testes
passam a ter aumentos significativos na métrica considerada e que em cerca de 24 iteraces,
todas as métricas atingem seus maiores valores.

A acuracia teve seu maior valor em cerca de 79%, um valor consideravel quando
comparado aquele obtido pelo Segundo Momento Angular, melhor medida individual de
textura para essa metrica. Para novas iteragdes, seu valor passa a diminuir, mas ainda
mantendo-se acima dos valores das medidas individuais.

A sensibilidade atingiu seu maior valor de quase 82% em aproximadamente 24
iteracOes, valor acima daquele obtido pelo Coeficiente de Correlacdo Maximo. Para novas
iteragdes, seu valor passa a diminuir, mas ainda mantendo-se acima dos valores das medidas

individuais.
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A especificidade, para cerca de 24 iteragOes, teve o maior valor atingido de 76%. Para
iteragbes maiores apresentou um valor em torno de 73%, valor acima do apresentado pela
Entropia, medida individual de textura com o melhor desempenho para essa métrica.

Por fim, a média harménica obteve um valor maximo em 78%, ao passo que esse valor
diminui para iteraces maiores do que 24. Seu desempenho foi melhor do que a Entropia
usada individualmente.

Observa-se da Figura 58 que a partir de um numero de iteracbes os valores das
métricas comecam a cair. Novamente € notado o fato de que adicionar novos atributos nao
garante que o desempenho dos classificadores ird aumentar e, neste caso, é observado que as
métricas até cairam de valor a partir de um numero de iteracbes. Em outras palavras, 0s
graficos estdo mostrando que somente um conjunto restrito de atributos é relevante para a
tarefa.

Comparado com 0s experimentos anteriores para deteccao, os valores das métricas de
identificacdo foram abaixo. Para investigar esse problema, foi feito o gréfico da relacdo entre
as duas primeiras medidas de textura consideradas pelo algoritmo SFS: a Correlacdo e o
Coeficiente de Correlacdo Maximo, ambos na direcdo de 135°. A figura 59 ilustra o grafico,
onde cada quadrado corresponde a uma imagem representada pelas medidas de Correlagéo
(eixo horizontal) e Coeficiente de Correlacdo Maximo (eixo vertical). Os quadrados azuis

representam as imagens com cancer benigno e as vermelhas com cancer maligno.

Figura 59 — Relacéo entre as duas primeiras medidas de textura no teste de classificacdo de cancer usando SFS e
kNN.
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Fonte: Producéo do prdprio autor.
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Na figura 59 é observado que os quadrados de ambas as classes estdo muito
sobrepostas, e que é muito dificil para um algoritmo como SVM conseguir tracar uma reta
que separe bem as duas classes nesta situacdo. Embora essa analise tenha sido feita somente
com duas medidas, ela pode ser uma possivel explicagdo para os resultados ndo serem tdo
bons quanto nos experimentos de deteccdo de cancer.

Outro teste realizado foi feito com todas as medidas de texturas calculadas em cada
direcdo da GLCM. Fez-se um comparativo das métricas entre cada angulo utilizando ambos

os classificadores KNN e SVM. A tabela 6 mostra o resultado atingido.

Tabela 6 — Média para as métricas em cada angulo no teste de classificacdo de cancer usando kNN e SVM.

. Média p (%)
Angulo
kNN SVM
Matriz de Coocorréncia

A S E MH A S E MH
0° 46,7 40,8 51,3 43,0 51,1 18,3 77,3 25,5
45° 50,4 40,8 58,0 46,8 53,3 26,7 | 74,7 33,3
90° 54.4 52,5 56,0 51,6 51,9 18,3 78,7 26,3
135° 60,8 56,7 64,0 58,7 53,3 6,7 90,7 11,7

Fonte: Producéo do préprio autor.

Pode-se concluir que para o classificador KNN, a direcdo de 135° ao longo da GLCM é
a que melhor obtém resultados de acuracia, sensibilidade, especificidade e média harmdnica.
No entanto, para o classificador SVM, a direcdo de 45° se destacou melhor, com excecéo da
especificidade que teve melhor resultado na dire¢do de 135°. Vale ressaltar que para todas as
métricas, a excecdo de especificidade, o0 KNN obteve melhores resultados do que o SVM.

As figuras 60 e 61 mostram um comparativo das métricas entre cada uma das direcdes

ao longo da GLCM tanto para o classificador kNN quanto pra o classificador SVM.




91

Figura 60 — Grafico em barra para diferentes angulos da GLCM no teste de classificagdo de cancer usando kNN.
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Fonte: Produc&o do préprio autor.

Figura 61 — Gréfico em barra para diferentes angulos da GLCM no teste de classificagdo de cancer usando SVM.
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4.3 Classificacao do tecido mamario

No terceiro experimento foram usadas 322 imagens divididas em 106 adiposas e 216
glandulares (glandular adiposa e glandular densa). O objetivo é de classificar o tecido
mamario atraves das ROI selecionadas automaticamente e das medidas de textura extraidas.
Neste terceiro experimento é avaliado cada caracteristica individualmente, sendo que elas
foram obtidas nas quatro orientacGes da matriz de coocorréncia. Busca-se identificar também
quais medidas sdo as mais relevantes.

A tabela 7 mostra os resultados de média p das medidas de acuracia, sensibilidade,
especificidade e média harmbnica quando utilizados os classificadores kNN e SVM, e
individualmente cada uma das medidas de textura. O melhor resultado em cada métrica esta
realcado em negrito. A medida de sensibilidade mede a proporcdo de vezes que o tecido
glandular foi corretamente identificado, enquanto especificidade mede a proporcao de pessoas

que receberam corretamente o diagndstico de terem o tecido adiposo.
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Tabela 7 — Média para as métricas no teste de classificagdo do tecido mamario usando kNN e SVM.

Média u (%)

Medida de Textura kNN SVM
A S E MH A S E MH
Segundo Momento Angular 77,1 84,1 63,1 71,2 80,8 87,3 67,6 75,7
Contraste 81,5 88,6 67,2 76,2 84,3 95,7 61,3 74,6
Correlagao 81,1 88,6 66,1 75,2 84,1 95,7 60,9 74,3
Entropia 82,9 89,5 69,5 78,0 83,8 92,3 66,5 77,0
Entropia da Soma 69,5 81,9 447 57,0 74,0 88,8 443 58,6
Entropia da Diferenca 81,4 88,6 66,9 75,9 84,1 93,3 65,8 77,0
Variancia 63,9 73,0 45,5 55,8 71,5 93,1 28,2 42,8
Variancia da Soma 65,4 79,7 36,4 494 71,8 93,3 28,5 429

Variancia da Diferenga 80,1 87,1 66,1 74,9 83,9 94,8 62,0 74,7

Momento de Diferenca Inversa

840 | 906 | 706 | 79,2 | 840 | 916 | 68,7 78,2

Normalizada
Diferenca Inversa Normalizada | 82,6 | 89,1 69,5 78,0 83,8 93,3 64,6 76,0
Média da Soma 616 | 71,7 | 414 | 517 68,3 94,8 15,0 24,2
Média da Diferenca 81,6 | 88,8 67,3 76,2 844 | 949 63,1 75,6

Medida deInformacdoda | g3 3 | 897 | 706 | 786 | 84,0 | 927 | 665 | 77.1

Correlagéo 1

MedidadeInformacdoda | g5 3 | 891 | 684 | 771 | 844 | 948 | 635 | 758

Correlagéo 2

Coeficiente de Correlacéo

71,6 | 850 | 44,7 | 58,1 | 739 | 88,2 | 451 59,0

Maximo
Autocorrelacdo 74,5 83,3 56,7 66,9 80,5 92,5 56,4 69,9
Dissimilaridade 81,6 88,8 67,3 76,2 84,4 94,9 63,1 75,6

Sombra de Agrupamento 73,3 84,7 50,4 62,6 78,9 93,8 48,8 63,7

Proeminéncia de Agrupamento 79,8 89,1 60,9 71,9 83,6 94,4 62,0 74,5

Maxima Probabilidade 68,1 75,5 53,4 62,3 76,6 89,7 50,3 64,1

Inércia 815 | 886 | 67,2 76,2 | 84,3 | 957 61,3 74,6

Fonte: Producédo do prdprio autor.

Pode ser concluido da tabela que o referido teste obteve resultados razoaveis,
principalmente para algumas medidas de textura em particular: Dentre as melhores medidas
de textura para cada métrica na deteccdo de cancer para o classificador KNN, podem ser

citados: o Momento de Diferenca Inversa Normalizada (84,0% de Acurécia, 90,6% de
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Sensibilidade, 70,6% de Especificidade e 79,2% de Média Harmobnica) e a Medida de
Informacéo da Correlagdo 1 (70,6% de Especificidade). O Momento de Diferenca Inversa
Normalizada, com melhor valor de média harménica, mede a homogeneidade local da
imagem, ao passo que a Medida de Informacéo da Correlagdo é uma medida da dependéncia
linear dos niveis de cinza sobre os pixels vizinhos. As medidas de textura mais eficientes em

cada métrica estéo representadas na figura 62.

Figura 62 — Grafico em radar para as melhores texturas no teste de classificacdo do tecido mamario usando kNN.
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Fonte: Producéo do prdprio autor.

Dentre as melhores medidas de textura para cada métrica na classificacdo do tecido
mamario para o classificador SVM, podem ser citados: a Média da Diferenca (84,4% de
Acuracia), a Medida de Informacéo da Correlacdo 2 (84,4% de Acuréacia), a Dissimilaridade
(84,4% de Acuracia), o Contraste (95,7% de Sensibilidade), a Correlacdo (95,7% de
Sensibilidade), a Inércia (95,7% de Sensibilidade) e o Momento de Diferenca Inversa
Normalizada (68,7% de Especificidade e 78,2% de Média Harmdnica). Mais uma vez, o
Momento de Diferenca Inversa Normalizada, com melhor valor de média harmonica, mede a
homogeneidade local da imagem As medidas de textura mais eficientes em cada métrica estdo

representadas na figura 63.



Figura 63 — Gréafico em radar para as melhores texturas no teste de classificagdo do tecido mamario usando
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O algoritmo SFS foi utilizado de forma a selecionar os melhores atributos (medidas).

Foram realizadas 35 iteragdes e suas métricas de acurécia, sensibilidade, especificidade e

média harmonica foram medidas a cada nova iteracdo. Por motivos de custo computacional,

foi usado somente o KNN e as métricas foram a média de 5 rodadas de hold-out. A figura 64

mostra os graficos do SFS para as quatro métricas utilizando-se o classificador KNN.

Comparando-se ambos os classificadores kNN e SVM, pode-se verificar que o kNN

obteve melhores resultados de especificidade e média harmonica, ao passo que o classificador

SVM obteve melhores resultados de acuracia e sensibilidade.
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Figura 64 — Graficos do SFS para as métricas na classificagdo do tecido mamario usando KNN.
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Fonte: Producéo do prdprio autor.

Pode-se concluir, da andlise dos graficos do SFS, que a partir da primeira iteracdo, os
testes passam a ter aumentos significativos na métrica considerada.

A acurécia teve seu maior valor de 86,5% em dois momentos: com 9 iteracBes e 24
iteracGes. Ao longo das iteracBes sucessivas, a métrica teve seu valor em torno de 85,7%. A
sensibilidade atingiu seu maior valor de 94% com 10 iteracdes. Posteriormente, o valor dessa
métrica se mostrou em torno de 91,5%. A especificidade atingiu seu maior valor de 75,5%
apos cerca de 23 iteracOes. Por fim, a media harmonica atingiu seu maior valor de 82,7% apds

cerca de 23 iteragdes. E possivel chegar as mesmas conclusdes apresentadas anteriormente
para os graficos do SFS.
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Outro teste realizado foi feito com todas as medidas de texturas calculadas em cada
direcdo da GLCM. Fez-se um comparativo das métricas entre cada angulo utilizando ambos

os classificadores KNN e SVM. A tabela 8 mostra o resultado atingido.

Tabela 8 — Média para as métricas em cada angulo no teste de classificagdo do tecido mamario usando kNN e

SVM.
Médi %
Angulo edia 1 (¢)
kNN SVM
Matriz de Coocorréncia

A S E MH A S E MH
0° 80,8 89,7 62,8 73,6 82,0 92,5 60,8 73,2
45° 78,8 88,4 59,3 70,7 82,9 93,8 | 60,9 73,6
90° 82,5 92,0 63,5 75,0 82,0 94,4 57,1 70,9
135° 80,6 88,6 64,6 74,6 80,5 91,9 57,5 70,6

Fonte: Producéo do préprio autor.

Podemos concluir que para o classificador KNN, a dire¢do de 90° ao longo da GLCM é
a que melhor obtém resultados de acuracia, sensibilidade e média harménica. No entanto, para
o classificador SVM, a direcdo de 45° se destacou melhor, com excecdo da sensibilidade que
teve melhor resultado na direcdo de 90°.

As figuras 65 e 66 mostram um comparativo das métricas entre cada uma das direcdes
ao longo da GLCM tanto para o classificador kNN quanto pra o classificador SVM.
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Figura 65 — Gréafico em barra para diferentes angulos da GLCM no teste de classificacdo do tecido mamario

usando KNN.
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Figura 66

Fonte: Produc&o do préprio autor.

— Gréfico em barra para diferentes angulos da GLCM no teste de classificagdo do tecido mamario

usando SVM.
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4.4 Remog&o do musculo peitoral

A metodologia adotada para a segmentacdo da mama de forma a remover o musculo
peitoral, remocdo essa necessaria para a correta definicdo da ROI envolvendo somente tecido
mamario, foi bastante eficiente.

Dentre as 322 imagens utilizadas, a remocdo do musculo peitoral obteve sucesso (ou seja,
removeu totalmente 0 musculo e mais nenhuma outra parte da mama) em 295 imagens. O
musculo ndo foi completamente removido em 13 imagens e parte da mama foi cortada em 14

imagens. A figura 67 mostra um exemplo de cada uma dessas situacoes.

Figura 67 — Trés situacdes obtidas quando da remog¢&o do musculo peitoral.

a) Completamente removido. b) Parcialmente removido. c) Parte da mama cortada.

Fonte: Producéo do prdprio autor.

Portanto, a metodologia adotada teve uma eficacia de 91,6%, se mostrando muito
interessante para futuras aplicacfes que necessitem da remocdo do musculo peitoral, uma vez
que ele estad presente nas mamografias em grande maioria das vezes e ndo € objeto de estudo
para os trabalhos da area. Vale lembrar que mesmo para as imagens cuja remocdo do musculo

néo se deu de forma esperada, a selecdo da ROI n&o sofreu quaisquer complicagdes.
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5 CONCLUSAO

O diagnostico auxiliado por computador € um recurso essencial para ajudar médicos e
radiologistas na deteccdo e prevencdo do cancer de mama, uma vez que consegue detectar
nodulos e possiveis suspeitas antes mesmo de serem percebidos pelo tato (autoexame da
mama).

Junto com as medidas extraidas matriz de coocorréncia, neste trabalho foram usados
os classificadores KNN e SVM para a tarefa de deteccdo e identificacdo de cancer e
classificacdo de tecido mamario, como também foi usado o algoritmo SFS para a sele¢do das
medidas. Além disso, foi proposto um método simples para remogao do musculo peitoral das
mamografias.

A deteccdo de cancer apresentou resultados satisfatérios em ambos os classificadores
para todas as métricas dependendo da medida de textura selecionada, com o Momento de
Diferenca Inversa Normalizada e a Diferenca Inversa Normalizada se destacando dentre as
outras medidas para o classificador KNN. Para o classificador SVM podem-se destacar as
seguintes medidas individuais de textura: a Média da Diferenca a Medida de Informacdo da
Correlacdo 2, a Maxima Probabilidade e a Dissimilaridade.

A classificacdo de cancer ndo obteve bons resultados com os classificadores utilizados.
Isso pode ter acontecido devido a proximidade dos valores de medidas de textura para as
imagens com cancer benigno e maligno. As métricas obtidas com as medidas de forma
individual foram baixas. As medidas com os maiores destaques para o classificador KNN
foram: o Segundo Momento Angular, o Coeficiente de Correlagdo Méaximo e a Entropia. Para
o classificador SVM podem ser destacadas as seguintes medidas: a Média da Diferenca, a
Autocorrelagdo, a Maxima Probabilidade, a Medida de Informacdo da Correlacdo 1, a
Variancia e a Variancia da Soma.

A classificacdo do tecido mamario em adiposo e glandular apresentou resultados
satisfatorios em ambos os classificadores para todas as métricas dependendo da medida de
textura selecionada. Para o classificador KNN, destacam as seguintes medidas de textura: o
Momento de Diferenga Inversa Normalizada e a Medida de Informacéo da Correlacéo 1. Para
0 classificador SVM podem-se destacar as seguintes medidas: a Média da Diferenca, a
Medida de Informacdo da Correlagdo 2, a Dissimilaridade, o Contraste, a Correlagdo, a

Inércia e 0 Momento de Diferenca Inversa Normalizada.
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O SFS também foi usado nos experimentos, e foi observado que até certa iteracdo 0s
resultados obtidos melhoravam, mas a partir de um determinado conjunto de medidas as
métricas ou oscilavam ou reduziam. A partir dos resultados obtidos, chegaram-se as seguintes
conclusdes: 1) usar cada vez mais medidas ndo garante que os resultados irdo melhorar,
podendo inclusive piorar; 2) Para o caso das classificac@es realizadas, um namero reduzido de
medidas retornam resultados tdo bons quanto os maiores valores alcangados no SFS.
O método proposto para remocao do musculo peitoral através de um poligono e do uso
da Transformada de Hough obteve eficacia de 91,6%, ao passo que apenas 27 imagens, dentre
as 322 utilizadas, apresentaram resultados ndo desejados.
Como sugestéo para trabalhos futuros, destacam-se 0s seguintes pontos:
e Utilizagdo de outros descritores de textura, como o Histograma da
Soma/Diferenca, o Local Binary Pattern (LBP) e o Local Mapped Pattern (LMP);

e Utilizacdo de outros métodos de selecdo de atributos tais como algoritmos
genéticos, Sequencial Forward Floating Selection (SFFS) e Sequencial Backward
Floating Selection (SBFS).

Por fim, o presente trabalho se mostrou muito satisfatorio em nivel de aprendizado em
processamento digital de imagens, medidas de textura e classificadores, contribuindo para a

formacéo do graduando e auxiliando futuros profissionais que se interessam pelo assunto.
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