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RESUMO

O câncer é um dos principais problemas de saúde pública no mundo. Um dos tipos de câncer
mais comuns no Brasil é o câncer de pele. Para atingir uma maior chance de tratamento,
a detecção precoce desse tipo de câncer é uma excelente estratégia, já que, possibilita
um tratamento no estágio inicial do tumor. Nesse contexto, desenvolver ferramentas
computacionais para suporte ao diagnóstico é essencial. Entre elas está a segmentação de
imagens dermatoscópicas que objetiva particionar a região que contém a lesão principal do
fundo da imagem. Supondo que tal tarefa seja efetuada por um modelo orientado a dados,
será necessário contar com um grande conjunto de dados para treinamento do mesmo.
Sendo assim, aqui é proposto usar como modelo uma rede neural orientada ao problema de
segmentação semântica, e como metodologia para contornar o problema do volume de dados,
técnicas e algoritmos de Data Augmentation(DA), efetuando uma análise comparativa
das diversas configurações a ser consideradas. Foi possível implementar um abordagem
que buscava o melhor grupo de técnicas de Data Augmentation para determinado modelo.
Na etapa de avaliação dos resultados, a melhor estratégia dessa abordagem atingiu um
resultado de 0, 8040 no índice de Jaccard quando testado no banco de dados do desafio
ISIC 2016, situando-se em 7o lugar nos resultados deste desafio.

Palavras-chave: Deep learning; Redes neurais convolucionais; Data Augmentation; Aná-
lise de lesões de pele; Segmentação semântica; U-net.



ABSTRACT

Cancer is one of the main public health problems in the world. One of the most common
types of cancer in Brazil is skin cancer. To achieve a higher chance of treatment, the
early detection of this type of cancer is an excellent strategy allowing treatment in the
early stages of the development of the tumor. In this context, develop computational tools
to support the diagnosis is essential. Among them is the segmentation of dermoscopic
images that aim to segment the region lesion of the image background. Assuming that
a data-driven model performs this task, a large dataset for the training step will be
necessary. Therefore, it’s proposed the use of a semantic segmentation task-oriented neural
network and, as a methodology to overcome the data volume problem, techniques and
algorithms of data augmentation(DA), performing a comparative analysis of the different
configurations. It was possible to obtain an algorithm of who search for the best group of
data augmentation techniques for a determinate model. In the evaluation stage, the best
strategy of this approach reached a result of 0, 8040 with the Jaccard index when tested
in the ISIC 2016 challenge dataset, ranking seventh place in the same challenge.

Keywords: Deep learning; Convolutional neural network; Data augmentation; Skin lesion
analysis; Semantic Segmentation; U-net.
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1 INTRODUÇÃO

1.1 Apresentação

Câncer é um termo que categoriza e abrange tipos diferentes de doenças que tem em

comum o crescimento desordenado e anormal de células. Com o processo de crescimento

e divisão rápida, estas células tendem a invadir tecidos adjacentes ou órgãos a distância.

O câncer é um dos principais problemas de saúde pública no mundo e, de acordo com a

World Health Organization (WHO, 2020), após os grupos de doença cardiovasculares, o

câncer foi a principal causa das mortes no mundo entre 2000 e 2019.

Os diferentes tipos de câncer correspondem a tipos diferentes de células quando são

atingidas. Quando é um tumor que atinge a pele, ele pode ser um câncer melanoma, que

atinge as células produtoras de melanina, substância que determina a cor da pele, ou

então câncer não melanoma. De acordo com o Instituto Nacional de Câncer (INCA, 2021),

cerca de 30% de todos os tumores malignos registrados no país são de câncer de pele não

melanoma. O câncer de pele melanoma representa somente cerca de 3% das neoplasias,

entretanto, o câncer de pele melanoma é o tipo mais grave devido à sua alta possibilidade

de provocar metástase.

De acordo com o Atlas de Mortalidade do INCA (2020), em 2019 cerca de 2647 óbitos

foram registrados em decorrência ao câncer de pele e 1159 foram por causa do câncer de

pele melanoma. Estes números representam 0,36% e 0,16% do total de óbitos registrados

no Brasil, respectivamente. A estimativa para o ano de 2020 é que sejam registrados mais

de 185 mil casos de câncer de pele, onde cerca de 8 mil sejam casos de câncer melanoma

de acordo com o INCA (2019).

A detecção precoce do câncer é uma excelente estratégia para encontrar o tumor em

uma fase inicial e, assim, possibilitar maior chance de tratamento bem sucedido. Há uma

estimativa de que a taxa de sobrevivência de uma melanoma de 5 anos cai de 99% caso

seja detectada nos estágios iniciais para 14% se detectada nos estágios mais avançados

(ESTEVA et al., 2017). O diagnóstico do câncer de pele é feito pelo dermatologista por

meio de um exame clínico, onde o mesmo analisa manchas pruriginosas, sinais ou pintas

e feridas não cicatrizantes. Em determinadas situações, é necessário realizar um exame

chamado dermatoscopia, que envolve o uso de um aparelho chamado dermatoscópio, sendo

este um aparelho que permite ao pro�ssional de saúde visualizar camadas da pele não

vistas a olho nu.

A dermatoscopia, também conhecida como microscopia de epiluminescência ou microscopia
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de superfície ampliada, é um método para permitir visualizar tecidos abaixo da camada mais

externa da epiderme que normalmente surgem como o principal indicador no diagnóstico

de lesões pigmentadas da pele (REZZE; SÁ; NEVES, 2006). De maneira generalizada, o

�uxograma para o diagnostico automatizado é a aquisição da imagem da lesão de pele,

em seguida, a segmentação da região da pele onde a lesão se encontra, a extração de

características da mancha da lesão segmentada e, por �m, a classi�cação das características

obtidas.

O processo de segmentação é a separação da região da lesão das demais regiões. Esse

processo pode ser dado por: (i ) técnicas de limiarização de histograma, onde envolve a

determinação de um valor de intensidade que serve como um limiar para dividir a imagem

em duas regiões, o objeto de interesse e o fundo da imagem; (ii ) técnicas de análise

de agrupamento de dados, também conhecido comoClustering, onde envolve fazer um

agrupamento de dados seguindo um grau de semelhança, nesse caso é analisado o segmento

de pele e ele é separado do fundo devido a sua semelhança com atributos já pré-de�nidos

(GONZALEZ; WOODS, 2008).

Uma outra abordagem que está presente nos estudos recentes é a segmentação e a classi�-

cação das imagens da lesão porMachine Learning. O ML (tradução livre, aprendizado

de máquinas) é uma área de estudos onde é fornecido aos computadores uma habilidade

de aprender a realizar uma tarefa sem serem explicitamente programados para realizar a

mesma. Esse aprendizado pode ser por modelos supervisionados, como modelos prediti-

vos de classi�cação ou regressão, ou então modelos não supervisionados, como modelos

descritivos de sumarização, associação ouclustering (MITCHELL et al., 1997). Uma das

subáreas de ML é a denominadaDeep Learning(tradução livre, aprendizado profundo).

Essa abordagem vem da ideia de aprender através da experiência e entender os dados de

entrada em termos de hierarquia de conceitos, onde cada um desses conceitos é uma relação

mais simples de outros conceitos. Essa estrutura hierárquica permite a uma rede neural

entender conceitos complicados a partir de conceitos mais simples, como por exemplo,

entender o conceito de uma pessoa através de bordas, cantos e contornos (GOODFELLOW;

BENGIO; COURVILLE, 2016).

Uma etapa importante para uma rede neural é o treinamento. Normalmente os dados

disponíveis são divididos em dois subconjuntos, o primeiro, é o conjunto de treinamento,

que é utilizado para o treinamento do modelo em si, o segundo, é o conjunto de teste, que

é utilizado para veri�car o desempenho do modelo. Um dos problemas mais comuns é a

necessidade de um conjunto de treino grande, necessário para obter um modelo ajustado

com um desempenho admissível no conjunto de teste. Uma das técnicas mais utilizadas

para incrementar o número de amostras de treino éData Augmentation - DA (tradução
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livre, aumento de dados), que consiste em adicionar cópias das amostras de treinamento

originais com certas modi�cações. Essas novas modi�cações auxiliam em reduzir o erro

de generalização (GOODFELLOW; BENGIO; COURVILLE, 2016). Com isto em mente,

o propósito desse trabalho é implementar uma rede neural orientada ao problema de

segmentação de imagens dermatoscópicas e, através de técnicas e algoritmos de DA, fazer

uma análise comparativa do desempenho do modelo, objetivando determinar a con�guração

de DA que gere o maior desempenho.

1.2 Trabalhos Relacionados

Alguns estudos sobre DA relevantes para este trabalho são apresentados a seguir.

Em Data augmentation for improving deep learning in image classi�cation

problem (MIKOŠAJCZYK; GROCHOWSKI, 2018), os autores discutem métodos de

DA desde os mais simples e clássicos, como transformações geométricas até técnicas mais

recentes, como transferência de textura. O ponto importante da contribuição para este

trabalho é que ele é focado nas técnicas de DA em imagens de lesões de pele. Ele traz

algumas discussões importantes sobre que técnicas podem ser usadas e quais devem ser

evitadas a�m de evitar a diminuição do desempenho invés da melhoria.

Em A survey on Image Data Augmentation for Deep Learning (SHORTEN;

KHOSHGOFTAAR, 2019), os autores discutem as técnicas clássicas de DA até as técnicas

mais recentes do estado da arte para melhorar o desempenho dos modelos neurais. O

artigo é bem detalhado sobre as técnicas abordadas trazendo discussões sobre o impacto

de cada uma delas no treinamento da rede.

Em Skin Lesion Analysis towards Melanoma Detection Using Deep Learning

Network (LI; SHEN, 2018), os autores descrevem o desenvolvimento, a implementação e

os resultados de uma rede chamadaLesion Feature Network(Tradução direta, rede de

características de lesões), sendo essa baseada em uma rede CNN. Este artigo foi desenvolvido

para o desa�o ISIC 2017 e descreve todo o processo de criação, como o tratamento de

dados do conjunto de treinamento, as técnicas de DA utilizadas, a arquitetura da rede

proposta e as métricas utilizadas para medir o desempenho do modelo.

Em Data Augmentation for Skin Lesion Analysis (PEREZ et al., 2018), os autores

discutem técnicas de DA para o problema de análise de imagens de lesões de pele utilizando

CNN e o banco de dados ISIC 2017. Esse artigo traz discussões sobre diferentes técnicas de

DA aplicadas, como técnicas clássicas e alguns algoritmos de DA comoRandom Erasinge
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Mixup Augmentation, assim como os métodos de treinamento e o impacto do tamanho do

conjunto de dados no desempenho �nal da rede.

1.3 Objetivos

Objetivo Geral

ˆ Implementar um modelo neural orientado à segmentação de imagens de câncer de

pele e uma abordagem para a busca das melhores técnicas de DA.

ˆ Realizar uma análise comparativa do desempenho do modelo entre a abordagem

proposta e a metodologia clássica.

Objetivos Especí�cos

ˆ Estudar e implementar a rede U-net;

ˆ Estudar e implementar as técnicas clássicas de DA;

ˆ Estudar e implementar algoritmos modernos de DA;

ˆ Estudar e implementar uma abordagem para a busca de técnicas de DA;

ˆ Na tarefa alvo, avaliar o desempenho da rede U-net considerando a abordagem

proposta e efetuar uma analise comparativa dos resultados obtidos.

1.4 Estrutura do Texto

O presente trabalho está estruturado da seguinte maneira:

ˆ Introdução : este capítulo inicial tem como objetivo contextualizar o problema

estudado, apresentar os itens mais pertinentes as soluções atuais e a proposta de

estudo;

ˆ Referencial teórico : este capítulo tem como objetivo explicar com mais detalhes

os assuntos pertinentes para este trabalho;
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ˆ Proposta : neste capítulo é apresentada o abordagem proposto para para a determi-

nação do melhor grupo de técnicas de DA objetivando um maior desempenho do

modelo;

ˆ Resultados : neste capítulo são apresentados os resultados dos experimentos, assim

como uma analise comparativa dos mesmos;

ˆ Conclusão : no capítulo �nal deste trabalho são apresentados as discussões sobre os

resultados encontrados, assim como a aplicabilidade e propostas de melhorias para

estudos futuros.
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2 REFERENCIAL TEÓRICO

2.1 Segmentação semântica

A segmentação semântica tem como objetivo particionar as regiões de uma determinada

entrada em regiões semanticamente signi�cativas e classi�car cada uma dessas regiões em

classes previamente determinadas. Esse processo é diferente da segmentação comum, já

que, quando a entrada é particionada, é feita uma tentativa de entender o contexto e o que

essas partições signi�cam dentro da entrada. Pode-se observar na Figura 1 um exemplo de

segmentação semântica onde, a partir de uma radiogra�a do tórax, é possível segmentar

os órgãos do paciente.

Figura 1 � Exemplo de segmentação semântica onde os pulmões estão em verde, o coração em
vermelho e as clavículas em azul.

Fonte: Imagem traduzida e adaptada de (NOVIKOV et al., 2018).

Na Figura 2 é mostrada a segmentação semântica, em duas regiões, de uma imagem

dermastoscópica: na primeira região, está a lesão de pele; na segunda região, está o fundo

da imagem.

Existem diversas técnicas desenvolvidas na área de processamento digital de imagens

orientadas para a tarefa de segmentação semântica. Entretanto, nos últimos anos, arquite-

turas neurais profundas tem apresentado um desempenho superior em relação às técnicas

clássicas (GHOSH et al., 2019). No entanto, devido à complexidade do problema, estes

modelos ainda apresentam um desempenho inferior em relação à visão humana (PLAN-

CHE; ANDRES, 2019), portanto, ainda é necessário trabalhar em cima das arquiteturas

assim como os procedimentos de treinamento, para que sejam orientadas a ter um melhor

desempenho.
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Figura 2 � Exemplo da segmentação de uma imagem dermastoscópica.

Fonte: Imagens adaptadas de (GUTMAN et al., 2016).

2.2 U-net

Atualmente, seja na tarefa de classi�cação ou segmentação, as redes baseadas emConvolu-

tional Neural Network (tradução livre, redes neurais convolucionais) são as mais utilizadas.

Uma CNN é um modelo, constituído principalmente por camadas convolucionais, as quais

efetuam a operação de convolução entre a entrada e os �ltros de uma camada convolucional.

O primeiro modelo neural orientado à tarefa de segmentação semântica de imagens,

foi a arquitetura Fully Convolutional Network (FCN) proposta por Long, Shelhamer

e Darrell (2015). A FCN popularizou o uso de arquiteturas CNN para o problema de

segmentação. Uma arquitetura que também usa camadas convolucionais é a U-net, proposta

por Ronneberger, Fischer e Brox (2015), sendo aplicada na tarefa de segmentação semântica

de imagens biomédicas. A U-net está dividida em dois blocos principais:

ˆ Encoder (tradução livre, codi�cador). Tem como função extrair as características

da imagem de entrada e está constituído por blocos de camadas convolucionais.

Em cada bloco são realizadas duas convoluções3 � 3 cada uma seguida por uma

função de ativação ReLU e uma operação deMax Pooling 2 � 2 com stride igual

a 2 que efetua uma redução do tamanho dos mapas de características gerado por

cada camada convolucional. Cabe indicar que, oEncoder também é chamado de

�caminho de contração dos dados� pois a cada passagem por um bloco, o tamanho

dos correspondentes mapas de características diminui, mas seu número dobra.

ˆ Decoder (tradução livre, decodi�cador). A função doDecoderé localizar precisa-

mente as características extraídas. Tem blocos semelhantes aoEncoder, entretanto,

cada bloco inicia com um incremento do tamanho dos mapas de características de en-
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trada via uma operação deupsamplingseguida por uma convolução2� 2 que diminui

pela metade o número de canais, depois é efetuada uma concatenação com o mapa de

características do bloco correspondentemente doEncoder, e �nalmente, são efetuadas

duas convoluções3 � 3, cada uma seguida por uma função de ativação ReLU. Cabe

indicar que, oDecoder também é chamado de �caminho de expansão simétrica dos

dados� pois a cada passagem por um bloco, o tamanho dos correspondentes mapas

de características aumenta, mas seu número cai a metade.

A forma em que interagem oEncoder e oDecoder dão o formato em �U� para a rede. A

Figura 3 ilustra a arquitetura da U-net destacando os dois caminhos e blocos de operações

que constituem cada ramo.

Figura 3 � Arquitetura da U-net

Fonte: Imagem traduzida e adaptada de (RONNEBERGER; FISCHER; BROX, 2015)

2.3 Técnicas de Data Augmentation

As técnicas de DA aplicadas em imagens normalmente usam um conjunto de funções

de transformação. As funções mais simples consistem em realizar rotações, inversões,

deslocamentos e até aumentar e diminuir ozoom. Entretanto, ela pode torna-se mais

complexa aplicando um conjunto diferente de máscaras e/ou então usando algoritmos

orientados a aumentar o desempenho do modelo.
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A seguir, serão explicados um conjunto de transformações comumente aplicadas para DA.

2.3.1 Transformações geométricas

Transformações geométricas são em geral transformações que modi�cam geometricamente

a imagem sem a alteração do mapa de cores ou inserção de dados na imagem. Esse tipo de

transformação é uma das mais fáceis de implementar, entretanto, são necessários alguns

cuidados em que tipo de manipulação pode ser feita.

A inversão, também conhecida comoFlipping, é um tipo de transformação onde a imagem

é invertida em um determinado eixo, as inversões horizontais1 são as mais comuns e mais

aplicadas nesse caso. A Figura 4 contém um exemplo de inversão horizontal e inversão

vertical a partir de uma imagem. Dependendo do caso, como por exemplo identi�cação de

texto, essas inversões podem causar problemas com a correspondência da classi�cação (o

número �6� e o número �9� se tornam similares depois de aplicar uma inversão vertical).

Figura 4 � Aplicação da técnica de inversão imagem sendo: a) imagem original, b) com
inversão horizontal e c) com inversão vertical.

Fonte: Imagens adaptadas de (GUTMAN et al., 2016).

A translação, é um tipo de transformação onde a imagem é deslocada em uma das direções.

Essa transformação é bastante útil em DA pois é possível evitar posições enviesadas no

conjunto de dados, como por exemplo o centro de imagem onde é costume �car a maior

parte das informações. O espaço restante resultante do deslocamento pode ser preenchido

por valores constantes, como0 ou 255, em imagens de 8 bits, ou então por uma média

dos valores presentes na borda oposta ao sentido de deslocamento, ou ainda então por

algum ruído aleatório ou gaussiano (SHORTEN; KHOSHGOFTAAR, 2019). A Figura 5

contém um exemplo de translação horizontal e vertical considerando um preenchimentos

com zeros.
1 Estas onde o eixo de inversão é o eixo das ordenadas tomando como um sistema de coordenadas

cartesiano e o referencial como o centro da imagem.
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Figura 5 � Aplicação da técnica de translação imagem sendo: a) imagem original, b) com
translação horizontal de10% e preenchimento e c) com translação vertical de10% e
preenchimento.

Fonte: Imagens adaptadas de (GUTMAN et al., 2016).

A rotação, é um tipo de transformação onde a imagem é rotacionada no ângulo de1o a

359o para a esquerda ou para a direita utilizando o centro da imagem como o referencial.

Para classi�cação de imagens, o ângulo impacta no resultado da classi�cação, já que,

dependendo do angulo, em texto por exemplo, o dígito �8� pode virar a ser o simbolo �1 �.

A Figura 6 contém um exemplo de uma rotação no sentido horário de10o e no sentido

anti-horário de 10o aplicando preenchimentos com zeros.

Figura 6 � Aplicação da técnica de rotação imagem sendo: a) imagem original, b) com rotação
de � 10o e c) com rotação de+10o.

Fonte: Imagens adaptadas de (GUTMAN et al., 2016).

2.3.2 Transformações no espaço de cor

A maioria das imagens são codi�cadas em três matrizes diferentes, com cada uma delas

com as mesmas dimensões, essas dimensões indicam a altura e a largura da imagem. Cada

uma dessas matrizes representa um dos canais de cor, sendo o mais comum a representação

em RGB (Red, Green e Blue), onde o valor de cada um dos elementos da matriz é o valor

da intensidade de cada pixel.

Existem outras representações de cores que podem ser trabalhadas, como CMYK (Cyan,

Magenta, Yellow e Key), HSI (Hue, Saturation e Intensity) ou outras e, como destaca o

trabalho de Jurio et al. (2010), o espaço de CMY obtém melhor desempenho na segmentação
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de imagens em relação aos outros espaços, entretanto, a transformação das imagens de

RGB, ou qualquer outra representação, para CMY pode não ser vantajoso se a rede for

previamente treinado porTransfer Learning2 ou então quando a arquitetura da rede foi

projetada para RGB. A Figura 7 ilustra algumas das diferentes representações de espaço

de cores citadas.

Figura 7 � Representação de espaço de cores.

Fonte: Produção do próprio autor.

Outra opção seria transformar as imagens para escala de cinza, seja por média entre os três

canais ou por uma soma ponderada que considera a percepção humana. A vantagem que

isso traria é que resultaria em menos dados para se processar e consequentemente diminuiria

o tempo de treinamento. Entretanto, como é pontuado pelo trabalho de Chat�eld et al.

(2014), isso faz com que o desempenho do modelo possa diminuir (aproximadamente3%

para classi�cação de imagens).

Uma desvantagem presente nas técnicas que trabalham em cima do espaço de cores é

que, algumas informações importantes podem ser perdidas. Por exemplo, aumentar ou

diminuir o brilho de uma imagem, pode ser que di�culte observar o objeto na imagem. Por

outro lado, as transformações de cores podem ser um fator que ajude a eliminar o viés da

cor, importante em tarefas de classi�cação de imagens (SHORTEN; KHOSHGOFTAAR,

2019).

Pode-se aplicar diversas transformações para alterar o valor do brilho, contraste ou

redistribuir estas propriedades em cima de uma característica especi�ca. Uma técnica

utilizada para isso é a equalização de histograma, onde a partir do histograma normalizado
2 Método onde é utilizado um modelo pré-treinado como um ponto inicial para o novo modelo em uma

nova tarefa.
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