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RESUMO

Avangos tecnoldgicos possuem um papel importante no tratamento, prevencao e melhoria de
vida de pessoas com doencas neurologicas. A epilepsia ¢ uma das doengas neuroldgicas mais
comuns no mundo, que causa um grande impacto negativo na vida de pessoas que possuem esta
doenga devido aos ataques epiléticos recorrentes. A detec¢do de convulsdes com antecedéncia
pode dar tempo ao paciente para que ele possa tomar medidas, tais como medicamentos
anticonvulsivantes ou se colocando em um ambiente seguro, com o intuito de diminuir os
efeitos colaterais causados pela crise. Diversas abordagens em aprendizado de maquinas
utilizando sinais de eletroencefalograma (EEG) estdo sendo estudadas para realizagcdo de
algoritmos capazes de predizer as crises com melhores desempenhos. Uma abordagem que foi
pouco explorada, mas que possui grande potencial de gerar bons resultados nos estudos da
epilepsia, ¢ a analise de microestados. Nesta abordagem, o sinal de EEG ¢ dividido em
intervalos quase estaveis, sendo que cada intervalo ¢ associado a uma topografia do sinal de
EEG. Neste trabalho, um estudo € proposto para analisar o uso de microestados para a predi¢ao
de crises em pacientes com epilepsia. Foram estudadas técnicas de andlise de dados e
aprendizado de maquina para extrair informagdes relevantes. Observou-se que o melhor
resultado de classificacao foi obtido quando utilizou-se 16 microestados e o algoritmo maquina
de vetores de suporte (SVM, do inglés support vector machine) utilizando o kernel fungao de
base radial gaussiana (RBF, do inglés radial basis function) e com a técnica de selecdo de
atributos analise de componentes vizinhos (NCA, do inglés neighborhood component analysis),
atingindo uma acuracia de 92,37%, 92,15% de sensibilidade e 92,58% de especificidade.
Também foi possivel prever quando uma crise convulsiva iria ocorrer com mais de 12 minutos
de antecedéncia, usando as mesmas técnicas. Essa proposta pode contribuir de modo
significativo para obtencao de algoritmos que possam ser utilizados em pacientes epilépticos,
tendo potencial também para colaborar em abordagens que aplicam microestados para analisar

outras doengas neuroldgicas.

Palavras-chave: Epilepsia. Predicdo. Eletroencefalograma. Processamento de sinais.

Aprendizado de maquinas. Analise de microestados.



ABSTRACT

Technological advances have an important role in the treatment, prevention and improvement
of life of people with neurological diseases. Epilepsy is one of the most common neurological
diseases in the world, which has a major negative impact on the lives of people who have this
disease due to recurrent epileptic seizures. The detection of seizures in advance can give the
patient time to take measures, such as anticonvulsant medications or placing themselves in a
safe environment, in order to reduce the side effects caused by the crisis. Several approaches in
machine learning using electroencephalogram (EEG) signals are being studied for the
realization of algorithms capable of predicting crises with better performances. An approach
that has been little explored, but which has great potential to generate good results in studies of
epilepsy, is the analysis of microstates. In this approach, the EEG signal is divided into almost
stable intervals, each interval being associated with a topography of the EEG signal. In this
work, a study is proposed to analyze the use of microstates to predict seizures in patients with
epilepsy. Data analysis and machine learning techniques were studied to extract relevant
information. It was observed that the best classification result was obtained when 16 microstates
and the support vector machine (SVM) algorithm using the kernel radial basis function (RBF)
were used with the neighborhood component analysis (NCA) attribute selection technique,
reaching an accuracy of 92.37%, 92.15% sensitivity and 92.58 % specificity. It was also
possible to predict when a seizure would occur with more than 12 minutes in advance, using
the same techniques. This proposal can contribute significantly to obtaining algorithms that can
be used in epileptic patients, having the potential also to collaborate in approaches that apply

microstates to analyze other neurological diseases.

Keywords: Epilepsy. Prediction. Electroencephalogram. Signal processing. Machine learning.

Analysis of microstates.
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1 INTRODUCAO

1.1 Apresentacio e Objetivo da Pesquisa

A epilepsia ¢ um distarbio neuroldgico caracterizado por gerar ataques epilépticos recorrentes
nos individuos afetados, resultando em diversos efeitos cognitivos, psicoldgicos e
consequéncias sociais. Um ataque epilético ¢ descrito como uma mudan¢a comportamental
passageira que pode apresentar sinais objetivos (convulsdo) ou sintomas subjetivos (como perda
de consciéncia e enrijecimento dos membros), causada por alteracdes na atividade neural do

cérebro (DEVINSKY et al., 2018).

Estima-se que existam cerca de 50 milhdes de pessoas ao redor do mundo que sofram com a
epilepsia, sendo aproximadamente 80% cidaddos de paises subdesenvolvidos ou em
desenvolvimento, e cerca de 5 milhdes de novos casos sdao diagnosticados a cada ano (WORLD
HEALTH ORGANIZATION, 2020). Os pacientes sofrem constantemente por conta da falta de
informagdo que o resto da populacdo tem sobre a doenga, fazendo com que portadores da
epilepsia e seus familiares sejam alvos de discriminagdo, impactando diretamente em suas
qualidades de vida. Além do efeito social, pessoas afetadas pela epilepsia tendem a ter mais
problemas fisicos (causados pelas convulsdes), psicologicos (como ansiedade e depressdo) e
possuem o triplo da taxa de mortalidade prematura se comparado ao resto da populacao

(WORLD HEALTH ORGANIZATION, 2020).

Os avangos tecnoldgicos nas areas de aprendizado de maquina estdo ajudando o homem a
conseguir detectar, com antecedéncia, quando crises epilépticas irdo ocorrer. Um dos grandes
problemas desta doenca ¢ que a perda de consciéncia e subita perda do controle motor
geralmente ocorrem sem aviso. Com isso, a capacidade de prever crises epiléticas ajudaria a
tranquilizar e reduzir a ansiedade dos pacientes, melhorando assim a qualidade de vida. Como
atualmente ndo ¢ possivel controlar completamente os ataques epilépticos de um paciente, a
previsdo de crises se torna uma alternativa importante do manejo clinico e tratamento

(MORMANN et al., 2007).

Um método bem estabelecido para caracterizar as atividades do cérebro humano usando

eletroencefalografia (EEG) multicanal, e que estd ganhando muita repercussao, ¢ o de andlise
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de microestados. Ele envolve o exame de microestados elétricos no cérebro, definidos como
curtos periodos sucessivos durante os quais a configuragdo do campo potencial do couro
cabeludo permanece semi-estavel, sugerindo quase simultaneidade de atividade entre os n6s da
rede neural cerebral, ou seja, entre os neurdnios do cérebro. Alguns prototipos de microestados,
recorrentes ao longo do tempo, podem ser identificados de forma confiavel entre diversos

pacientes, indicando a possibilidade de identificagdao de padrdes (MICHEL; KOENIG, 2018).

A andlise de microestados de EEG tornou-se uma popular ferramenta para caracterizar a
dinamica espaco-temporal de dados eletrofisiologicos em larga escala. Foi bastante usada em
varios estudos de EEG e os microestados descobertos foram associados a diversas fungdes e
doengas cerebrais. Presume-se que os microestados de EEG apresentam a caracteristica de que,
em um determinado momento, a topografia estd em um estado apenas e possuam transi¢ao

discreta de um estado para outro (MISHRA; ENGLITZ; COHEN, 2019).

Uma ferramenta computacional para a obtencdo e andlise de microestados de sinais de EEG ¢
o EEGLAB (POULSEN et al., 2018). Essa foolbox, desenvolvida para o Matlab e com codigo
aberto, foi projetada especificamente para facilitar o desenvolvimento de novos métodos. A
Figura 1, obtida através da foolbox, mostra um sinal de EEG apos ser rotulado em 5
microestados. Este mapeamento ocorre durante o processo de backfit, uma das etapas de
processamento dos sinais. Cada faixa de cor do sinal ¢ associada a um microestado, conforme
pode ser observada na Figura 1. Embora o EEGLAB possa ser controlado com uma interface
grafica do usuario (GUI, do inglés guided user interface), o Matlab permite aos usuarios
criarem seus proprios scripts para modificar a analise conforme desejarem. Este trabalho tem
como objetivo propor uma nova abordagem de analise, com base em mudangas no codigo
executado, possibilitando assim uma simulagao de um processamento on-/ine dos dados, uma
vez que o algoritmo original ndo possui essa funcionalidade. Isso ird proporcionar veracidade

ao modelo da predi¢do de crises epilépticas.



14

Figura 1 — Exemplo de cinco microestados obtidos utilizando o EEGLAB
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Fonte: Poulsen e outros (2018).

1.2 Justificativa

A andlise de microestados ¢ uma representacdo alternativa do sinal de EEG, sendo cada vez
mais aplicada e baseada em uma analise topografica (POULSEN et al., 2018). Existem relagdes
comprovadas em estudos entre as classes de microestados de EEG e alteracdes psicopatoldgicas

em doencas cerebrais (NISHIDA et al., 2013).

Nishida e outros (2013) destacam a importancia da dindmica cerebral de subsegundos para a
compreensao dos distirbios psiquiatricos, como a deméncia, esquizofrenia ¢ a doenca de
Alzheimer. Estudos publicados mostram a existéncia de certos padrdes na distribuicdo dos

microestados, dependendo da doenca neurolédgica analisada (Quadro 1).
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Quadro 1 — Resultados de estudos utilizando analises de microestados de sinais de EEG

Estudo Ano Doenga Medica-  Pacien- Microestados

¢cao tes A B C
Nao 9

Konig 1999

Esquizofre-
nia
Strelets

Lehmann Esquizofre-
nia

Kikuchi

Nishida Esquizofre-
nia

Andreaou

Tomescu Esquizofre- Sim 1Dur 1Occ
nia 10cc 1Cov
1Cov |GEV
TGEV

Irisawa

Kindler 2011 | Halucina- Sim | Dur
¢ao

Andreaou

Tomescu 22q11DS 30 1Dur |Dur
10cc 1Occ
1Cov 1Cov
TGEV |GEV

Nishida

Kikuchi Transtorno 18 1Cov 1Occ

do panico Occ

Gschwind

Corradini Ferimento 26 | Dur | Dur | Dur

na cabeca

Drissi

Gao 2016 | Diplegia Nao 15 1O0cc | |Dur | 1Occ
espastica

Zappasodi

Fonte: Michael e Koenig (2018).

Nota!: Adaptado pelo autor.

Nota?: Resultados de diversos estudos para diferentes doengas neuroldgicas utilizando método de agrupamento
k-means e 4 microestados.

Nota®: Dur = Duragio, Occ = Ocorréncia, Cov = Cobertura, Topo = Topografia.
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Nos ultimos anos, as pesquisas sobre a previsao da crise relacionada a pacientes com epilepsia
aumentaram por ser um problema mais desafiador, devido a dificuldade de extrair detalhes
minuciosos dos sinais do eletroencefalograma (EEG) para antecipar com precisdo uma
convulsdo. Acharya, Hagiwara e Adeli (2018) revisaram diferentes algoritmos de previsdo de
crises e seus desafios apresentados nas atuais pesquisas. Um dos problemas relacionados a esse
estudo ¢ a generalizagdo do algoritmo que possa ser aplicado em todos os pacientes,
independentemente do tipo de convulsdo. Portanto, ainda se apresenta a necessidade de criar
modelos com maior precisdo e confiabilidade e que possam ser aplicados em dispositivos
portateis para uso didrio dos pacientes (ACHARYA; HAGIWARA; ADELI, 2018). Para tal
finalidade, uma metodologia que possa ser implementada de forma on-/ine esta mais proéximo

da realidade esperada pelos pacientes com epilepsia.

Foram identificados poucos trabalhos que usaram a analise de microestados para epilepsia.
Recentemente, Raj e outros (2018) elaboraram um estudo exploratério para investigar a
possibilidade de distinguir 21 pacientes com epilepsia de 21 pessoas saudaveis, por meio de
analise de microestados. Pardmetros como a duracdo média, frequéncia de ocorréncia e a
porcentagem de cobertura de tempo de 4 classes de microestados foram utilizados para
realizacao da classificagdo. Para avaliacao da utilidade dos microestados em registros de EEG
epiléptico, dois algoritmos de aprendizado de méquina foram empregados, a saber: a andlise
discriminante linear de Fisher, que resultou em uma acuricia geral de 73,80%, com
sensibilidade de 81,0% e especificidade de 66,7%, e a regressdo logistica, que obteve, para as

mesmas métricas, 66,7%, 71,4% e 61,9%, respectivamente (RAJ et al., 2018).

Piorecka e outros (2018) também demonstraram que a analise do microestado ¢ viavel para os
registros de EEG de pacientes com atividade epiléptica. Eles realizaram um estudo com 10
pessoas saudaveis e 6 diagnosticadas com epilepsia para distinguir entre gravagoes de EEG
epilépticas e ndo epilépticas usando a analise de microestados. Os parametros duragdo,
ocorréncia e cobertura foram calculados a partir de 4 classes de microestados, entretanto, nao
foram utilizados métodos de classificagdao para avaliar o desempenho do método. A pesquisa
contribuiu para comprovar que a dinamica dos microestados ¢ diferente entre o grupo de
controle € os pacientes com epilepsia, possibilitando maiores estudos sobre a aplicacao de
microestados na epilepsia e a implementacao de aprendizado de méquina usando microestados,

visto que ¢ uma abordagem nova para essa area de estudo (PIORECKA et al., 2018).
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1.3 Objetivos

1.3.1 Objetivo Geral

O objetivo geral deste trabalho de graduacao foi desenvolver um algoritmo para a predicao de
crises em pacientes com epilepsia, baseado em algoritmos de classificagdo, a partir de
microestados do sinal de EEG. A analise foi realizada empregando-se abordagens estatisticas e

de aprendizado de maquina.

1.3.2 Objetivos Especificos

e Obter um banco de dados publico de sinais de EEG de pacientes com epilepsia;
e Alterar o algoritmo de Poulsen e outros (2018) para permitir a realizagdo de analises on-
line de sinais de EEG por meio de microestados;

e Avaliar a qualidade das analises realizadas por meio de métricas adequadas.

1.4 Organizacao do Trabalho

Este projeto esta dividido em 5 sec¢des, cada um com o contetido exposto a seguir.

A secdo 1 apresenta uma introducdo aos assuntos abordados ao longo do trabalho. Sao
evidenciados estudos sobre epilepsia, andlise de microestados e como a utiliza¢ao de técnicas
de aprendizagem de maquina estd sendo empregada para entender e diagnosticar melhor
doengas neuroldgicas. Também sdo expostos os objetivos almejados durante a realizagdo deste

trabalho.

Na se¢do 2 sdo apresentados os embasamentos tedricos das técnicas empregadas durante o
desenvolvimento do projeto. Nele sdo explicados o funcionamento de diferentes classificadores
utilizados, métodos de validacdo e processamento de dados, bem como o que sdo sinais de
eletroencefalograma e suas particularidades quando se trata de pacientes que sofrem com

epilepsia, e como ¢ feito o procedimento de analise de microestados.
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A secdo 3 expde qual foi a metodologia empregada durante o desenvolvimento deste projeto,
descrevendo o banco de dados utilizado, o pré-processamento dos dados, como foi feita a
separa¢do dos sinais em janelas amostrais e a analise de microestados aplicada. Também estao
presentes a forma como foram extraidas as caracteristicas utilizadas e as técnicas de validacao

cruzada e otimizag¢ao de atributos adotadas durante o desenvolvimento dos classificadores.

A se¢do 4 exibe os resultados obtidos com a metodologia apresentada na se¢do 3, utilizando 4,
8 e 16 microestados. Com isso, torna-se possivel uma comparag¢do dos diferentes cendrios

desenvolvidos.

A secdo 5, por fim, ¢ apresentada a conclusdo do projeto seguido pelas observacgdes finais. Nela
sdo apresentadas consideragdes a respeito das diversas andlises realizadas durante o
desenvolvimento. Também sdo expostas sugestdes para futuros estudos na area que podem

auxiliar na obten¢ao de melhores resultados.
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2 EMBASAMENTO TEORICO

Esta secdo ird apresentar a base teorica utilizada na elaboracao do trabalho. Nela, serdo expostas
as defini¢des gerais dos algoritmos k vizinhos mais proximos, maquina de vetores de suporte,
métodos de validagao cruzada hold-out, k-fold e leave-one-out (LOO), o método de analise de
componentes para sele¢do de atributos, eletroencefalograma, andlise de microestados e como ¢
feito o mapeamento que faz um sinal de EEG ser representado por microestados, chamado de

backfit.

2.1 Algoritmo k Vizinhos Mais Proximos

Dentre as diversas técnicas de aprendizado de maquinas presentes na literatura, o algoritmo k
vizinhos mais proximos (kKNN, do inglé€s k-nearest neighbors) se caracteriza por ser um método
simples porém efetivo para ser utilizado como classificador. Ele ¢ um modelo de aprendizado
supervisionado baseado em célculos de distancia e que possui como unico parametro para ser
otimizado o valor de vizinhos mais proximos (k). Além disso, ¢ considerado um algoritmo
“preguicoso” (lazy learning), pois o aprendizado ndo ocorre até a etapa de classificagao (GUO

etal., 2003).

O kNN faz a classificacdo de um novo dado usando os dados vizinhos a ele. Para cada amostra
sem rétulo a ser classificada, encontra-se quais sdo os k elementos mais proximos a ela usando
uma métrica de distancia como a Euclidiana. A equagao (1) ilustra como ¢ calculada a distancia
Euclidiana (Dg) entre pontos (x; € Xj) com d dimensdes. Em seguida, verifica-se, entre os k
vizinhos, qual ¢ a classe mais comum entre eles e classifica-se o dado analisado como
pertencente a esse conjunto Na Figura 2, tem-se um exemplo onde o algoritmo classifica uma
amostra (losango azul) como pertencente a uma das duas classes (quadrados vermelhos ou
triangulos verdes). Definindo &£ = 3, encontram-se os 3 elementos cujas distancias (linhas pretas)
sdo as menores da amostra. O classificador ird rotular o dado novo como pertencente a classe
mais comum entre os & vizinhos mais préximos, no caso, a classe 1. Como o resultado ¢ obtido
através de um sistema de votagdo, ¢ boa pratica utilizar valores impares na hora de selecionar

o numero de k, a fim de evitar um empate (XIAO, 2018).
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Figura 2 — Exemplo de um classificador do modelo kNN
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Fonte: Produzido pelo proprio autor.

2.2 Maquina de Vetores de Suporte
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(M

Miquina de vetores de suporte (SVM, do inglés support vector machine) tem demonstrado ser

uma ferramenta eficaz para atuar em problemas de classificagdo. Seu funcionamento transforma

os dados de entrada, geralmente elevando sua dimensionalidade, para possibilitar que eles

sejam linearmente separaveis (CORTES; VAPNIK, 1995).

Na Figura 3 ¢ possivel visualizar como um modelo SVM consegue obter um hiperplano que

separe linearmente os dados de duas classes. Em um plano 2-D as classes ndo sdo linearmente

separaveis (Figura 3(a)), ou seja, ndo € possivel tragar uma reta que separe completamente os

dados da classe A dos dados da classe B. A utilizagdo de um kernel para aumentar a

dimensionalidade, levando os dados para um plano 3-D, torna possivel determinar um

hiperplano que realize a separacdo das classes (Figura 3(b)).
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Figura 3 — Altera¢do de dimensionalidade dos dados de (a) classes ndo linearmente separaveis para (b) classes
separaveis por um hiperplano, realizada pelo algoritmo SVM
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Fonte: Produzido pelo proprio autor.

Uma das principais vantagens do SVM ¢ a sua capacidade de generalizagdo bem robusta, com
alta precisdo de previsdo de classificagdo. O SVM ¢ formulado como um problema de
otimizagao, onde busca-se encontrar o melhor hiperplano que separe as amostras de cada classe
e cuja distancia dos vetores de suporte seja a maior possivel (margem 6tima), conforme
ilustrado na Figura 4. Os vetores auxiliares sdo determinados a partir das amostras mais

proximas do plano de decisdo (CORTES; VAPNIK, 1995).

Algoritmos SVM usam diferentes conjuntos de fungdes matematicas, definidos como o kernels,
para realizar transformagdes nos dados de entrada. Existem diversos tipos de kernels, sendo os
mais comuns o linear, polinomial e fun¢do de base radial gaussiana (RBF, do inglés radial basis

function) (XIAO, 2018).

A capacidade de um SVM predizer dados futuros estd relacionada a alta competéncia de
generalizacdo do algoritmo. Quando um novo dado, ndo utilizado durante a fase de treinamento,
¢ alimentado ao classificador, o modelo consegue classifica-lo mesmo sendo a primeira vez que
aquele registro ¢ analisado pelo SVM. Um modelo SVM que utiliza o kernel RBF possui dois
parametros que podem ser otimizados durante a fase de validacdo, sendo eles y (gamma) e a
funcdo de custo, enquanto que um modelo linear possui apenas a funcao de custo (OLIVEIRA

JUNIOR, 2010).
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Figura 4 — Representacdo de um SVM e seu hiperplano 6timo separando amostras de duas classes

Classe 1
X

\\\ Hiperplano

Classe 2 étimo

Fonte: Cortes ¢ Vapnik (1995).
Nota: Adaptado pelo autor.

2.3 Métodos de Validacao Cruzada

A validagdo cruzada ¢ um procedimento de validagdo utilizado como forma de se obter uma
estimativa do desempenho geral do modelo, visto que a sua qualidade estd diretamente
associada a sua capacidade de generalizacdo. Existem diversas técnicas de validacao cruzada,
que separam os dados em subconjuntos complementares de treino e teste de diferentes formas

(MORENO-TORRES; SAEZ; HERRERA, 2012).

2.3.1 Validagao Hold-Out

Uma das técnicas de validacao cruzada utilizada no desenvolvimento deste projeto foi a hold-
out validation. Seu procedimento consiste em dividir os dados em conjuntos de treino e de teste,
conforme mostrado na Figura 5, utilizando-os separadamente para cada etapa. Desta forma,
pode-se avaliar como o modelo ird se comportar quando confrontado com dados nunca antes

vistos durante o seu treinamento (KOHAVI, 1995).
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Figura 5 — Validacdo cruzada hold-out sendo aplicada a um conjunto de dados

TESTE

Fonte: Produzido pelo proprio autor.

2.3.2 Validagao Cruzada k-Fold

O método k-fold cross-validation também foi utilizada neste projeto. Essa técnica divide os
dados em k conjuntos de tamanhos aproximadamente iguais e mutuamente exclusivos, cada um
com seu subconjunto de treino e teste. Em seguida, treina-se o modelo & vezes, utilizando, em
cada iteragdo, os diferentes dados para treinar e testar o classificador, de acordo com a Figura
6. Ao final do procedimento, o resultado ¢ obtido calculando-se as médias das métricas de

desempenho individuais obtidas em cada iteragao (KOHAVI, 1995).

Figura 6 — Validagao cruzada k-fold aplicada a um conjunto de dados
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Fonte: Produzido pelo proprio autor.
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2.3.3 Validagao Cruzada Leave-One-Out

A leave-one-out (LOO) cross-validation foi outra técnica utilizada no desenvolvimento deste
projeto. Ela ¢ um caso especial do método k-fold cross-validation, quando o valor de & ¢ igual
ao numero total de amostras do banco de dados. Sendo assim, utiliza-se todas as amostras para
treino, exceto uma que sera utilizada para teste. Esse processo se repete para todas as amostras.
Algumas vantagens desse método ¢ que ele ndo precisa separar os dados de maneira aleatéria e
nele sdo utilizados o maximo possivel de dados para o treinamento (WONG, 2015). A Figura

7 ilustra a aplicagdo do LOO em uma base de dados.

Figura 7 — Validagdo cruzada leave-one-out aplicada a um conjunto de
dados
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Fonte: Produzido pelo proprio autor.
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2.4 Analise de Componentes Vizinhos

Durante o desenvolvimento de modelos, especialmente se tratando de dados de alta
dimensionalidade, pode-se optar por estudar os atributos utilizados pelos classificadores com o
intuito de obter um subconjunto que otimize os resultados obtidos. Uma das técnicas de
obtencdo desse grupo ¢ a analise de componentes vizinhos. Esse algoritmo ¢ baseado em
distancia e ¢ muito utilizado em sele¢des de atributos de dados multidimensionais por sua alta
escalabilidade. Ele recebe um vetor de atributos e concede um peso, utilizando um parametro
de regularizacdo, a cada um deles baseado em resultados obtidos em classificacdes
randomizadas. Ao final, se a caracteristica possuir um peso baixo, significa que ela ndo agrega

informacao ao modelo em desenvolvimento (GOLDBERG et al., 2005).

A analise de componentes vizinhos (NCA, do inglés neighborhood component analysis) foi
desenvolvida para resolver dois problemas presentes no classificador kNN, por consequéncia
disso, as classificagoes randomizadas realizadas pelo algoritmo sdo semelhantes ao método do
algoritmo de k vizinhos mais proximos. Os desafios a serem resolvidos eram a necessidade de
utilizar todos os dados de treinamento para classificar uma nova amostra e qual a melhor
métrica de distancia a ser utilizada. Para resolver essas questdes, foi aplicada uma técnica
chamada de leave-one-out. Primeiro, classifica-se apenas um dado usando como base os seus
k-vizinhos mais proximos, utilizando uma medida de distdncia como métrica, em geral a
Mahalanobis (Du), descrita pela equagdo (2), onde x; e x; sdo dois pontos e S ¢ a matriz de
covariancia entre eles. Em seguida, determina-se o raio 6timo de distdncia para maximizar a
acuracia obtida pelo classificador. Por fim, baseado nos resultados obtidos nas classificacoes,
o algoritmo concede um peso ao vetor de atributos, quanto melhor for o resultado, maior o peso,
e vice versa. As caracteristicas que possuirem um peso baixo sdo consideradas de pouca
relevancia e podem entdo ser desconsideradas, com isso, o algoritmo ira selecionar os atributos

que mais agregam informacoes tuteis para a classificagdo (HANOUSEK, 2018).

Dy (x,,x5) = /(x, —x ) 57 (x, = x,) )
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2.5 Eletroencefalograma

Um eletroencefalograma registra as oscilagdes dos potenciais elétricos do cérebro através de
eletrodos ligados ao couro cabeludo humano, conforme indicado na Figura 8. Existe a
possibilidade de se obter os sinais de maneira intracraniana, porém existe uma preferéncia de
conectar os eletrodos no couro cabeludo por ser uma técnica nao invasiva. Os sinais de EEG
tém origem, em sua maioria, na camada externa do cérebro (cortex cerebral), considerado ser
responsavel por grande parte dos pensamentos, emogdes € comportamento de um individuo. O
EEG consegue monitorar o estado de consciéncia de uma pessoa e a andlise do sinal da
diferenca de potencial do couro cabeludo conta uma parte do funcionamento do cérebro.
Métodos de analise de sinais de EEG permitem identificagdes robustas de estagios distintos do

sono, profundidade de anestesias e convulsdes epilépticas (NUNEZ; SRINIVASAN, 2007).

Figura 8 — EEG realizado em um individuo com uma rede
contendo 128 eletrodos

Fonte: Nunez e Srinivasan (2007).

Para o desenvolvimento de modelos de predicdo e detecgdo de crises epilépticas, sdo

importantes trés estagios de uma crise: o preictal (que a antecede), o ictal (onde ela ocorre) e o
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interictal (periodo entre crises). A deteccdo de uma crise epiléptica emprega algoritmos que
visam detectar o periodo ictal. Enquanto para previsao da crise geralmente sdo estudadas as
diferengas entre o periodo de convulsdes (estados interictais) e periodo de transi¢do para o
estado ictal, também conhecido como estado preditivo (estado preictal) (KILL et al., 2019). Na
Figura 9 sao mostrados dois sinais de EEG, um para periodo interictal e outro para um periodo

preictal.
Figura 9 — Exemplos de sinais de EEG para os periodos (a) interictal e (b)
preictal de um canal
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Fonte: Kill e outros (2019).
Nota: Adaptado pelo autor.

2.6 Analise de Microestados

O EEG do couro cabeludo corresponde a atividade cerebral superficial e fornece informagoes
sobre o estado geral do cérebro, ao invés de informacdes localizadas (ASSI et al., 2017). Um
determinado eletrodo detectara, além da atividade neural local, outras atividades de fontes
potencialmente remotas. Isso ocorre devido a uma correlacdo intrinseca entre os sinais

registrados nesses eletrodos (MICHEL; KOENIG, 2018).
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A atividade cerebral observada pelo EEG pode ser descrita por um conjunto de prototipos de
topografias de potenciais elétricos do couro cabeludo, em que cada topografia ¢ definida por
um periodo curto de tempo, entre 60 a 120 ms, podendo-se considerar um momento em que a
configura¢do do campo potencial do couro cabeludo permanece estavel (MICHEL; KOENIG,
2018). Esses estados discretos estaveis, chamados de microestados, reflete o estado
momentaneo da atividade neuronal global, pois essa analise considera simultaneamente o sinal

de todos os eletrodos presentes no escalpo (KHANNA et al., 2015, MICHEL; KOENIG, 2018).

Neste trabalho, a obtencdo dos microestados foi feita através do too/box EEGLAB, o qual
segmenta as gravacoes individuais de EEG de cada paciente em microestados usando um
método de agrupamento, no caso uma versao modificada do k-means. O nimero ideal de cluster
¢ calculado para cada conjunto de dados a partir de critérios robustos de otimizagao (MICHEL;
KOENIG, 2018). O niamero de microestados determinado deve ser o suficiente para que os

clusters sejam capazes de explicar e se ajustarem aos sinais de EEG (POULSEN et al., 2018).

Para definir o prototipo de microestado mais semelhante a cada amostra, deve ser encontrado o
valor da variacao global explicada (GEV, do inglés global explained variation), que ¢ calculada

como mostrado na equacao (3) (POULSEN et al., 2018).

_ (Corr (x,,a,)GFP,)’

GEV ¢ obtido por meio da correlacao (Corr) ao quadrado entre a amostra de canais de EEG em
um instante (x;) € seu prototipo de microestado (aii), ponderado pela fracao da amostra de EEG
do total da GFP ao quadrado. Assim, para extrair os microestados, € necessario também calcular
o global field power (GFP), que ¢ a raiz da média das diferencas de potencial ao quadrado de
todos os C eletrodos. Na equacao (4) ¢ apresentado o célculo de GFP, sendo V; o potencial
instantaneo no eletrodo i € Vimean @ média de potenciais instantaneos nos eletrodos (KHANNA

etal., 2015).

GFP = [ V() =V o (1)) C 0
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O GFP mede a resposta global do cérebro a um evento, em que as topografias do campo elétrico
nos maximos locais da curva GFP sdo consideradas os microestados do EEG (KHANNA et al.,

2015).

Para analisar estatisticamente os microestados, existem métodos validados e bastante utilizados
em estudos (MICHEL; KOENIG, 2018). O emprego desses métodos € importante para que se
possa extrair informagdes a partir dos dados. Depois que os clusters sdo determinados, eles sao
ajustados aos dados de EEG do paciente para definir os microestados. Em seguida, os diferentes
parametros temporais sao obtidos para cada individuo e sdo comparados entre condigdes

experimentais ou entre grupos de participantes (MICHEL; KOENIG, 2018).

As caracteristicas utilizadas como atributos no modelo do classificador foram obtidas por meio
do EEGLAB. Apos os sinais serem mapeados por microestados, calcula-se, além do GEV,
outros 5 parametros para cada microestado, obtidos pelas equacdes (4) a (7) (FU; CHEN;

XIONG, 2018):

e Durag¢do média (milissegundos): periodo, dentro do tempo total analisado (WT), onde
existe a presenca do microestado (MST) dividido pela quantidade de vezes seguidas que o

microestado aparece (CON), conforme mostrado na equacao (5).

Dur = M5T_ (5)
CON
e Ocorréncia (1/s): quantidade de ocorréncias do microestado por segundo;
e Tempo de cobertura (%): periodo onde existe a presenca do microestado, dividido pelo

tempo total de andlise, conforme a equacao (6);

TC = M (6)
wr

e Picos de poténcia do campo global (1V): quantidade de microestados de uma classe (picos
de poténcia de campo global, GFPP) dividido pelo tempo total (em segundos) em que essa

classe estd presente no periodo analisado, exposto na equacao (7);
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(7

e C(Correlagao espacial média: métrica que analisa o ajuste espacial entre o mapa do

microestado e as amostra de EEG atribuidas. Essa relacdo ¢ calculada pela equagao (8).

| M (8)
Corr , = N_z Corr (a,,x,

k n

onde a; € o mapa prototipo para o k-¢zimo microestado e Ni; € a quantidade de amostras

rotuladas.

2.7 Backfit

Apo6s gerar o GFP a partir dos sinais de EEG e fazer a segmentagdo em microestados, €
necessario realizar o backfit nos sinais dos pacientes com os prototipos gerados. Essa etapa
consiste em mapear um sinal de EEG para que ele seja descrito como sequéncias dos
microestados obtidos. Para que a representagdo do sinal seja a melhor possivel, calcula-se o
GMD (do inglés, global map dissimilarity) que representa a similaridade entre o sinal do EEG
e a topografia do prototipo (POULSEN et al., 2018). Para duas amostras de EEG, x; e xj, obtém-
se o valor do GMD a partir da equagdo (9).

X xi

GFP, GFP,

Nral

9)

GMD =

onde C ¢ a quantidade de eletrodos captando o sinal de EEG. O GMD ¢ uma medida de distancia
que calcula qudo similares s3o os mapas topograficos, sem se preocupar com a poténcia do

sinal.

A Figura 10 ilustra como € o processo de obten¢ao dos microestados € como o sinal original de
EEG ¢ rotulado. Primeiramente, a partir dos sinais captados dos eletrodos (Figura 10(a)),
calcula-se o sinal GFP (Figura 10(b)). Em seguida, sdo identificados os picos do sinal de GFP

e, a partir deles, sdo determinadas as diversas topografias de microestados para cada pico
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(Figura 10(c)). Depois, sao estabelecidos quais os prototipos que melhor representam as varias
topografias (Figura 10(d)). Por fim, estes prototipos sdao utilizados para rotular os sinais
originais. As faixas de cores nos sinais de EEG na Figura 10(a) sinalizam quais dos
microestados finais (protétipos) sdo utilizados para representar aquele trecho do sinal

(MICHEL; KOENIG, 2018).

Figura 10 — Processo de segmentacdo de microestados: captagdo do sinal (a), calculo do GFP (b), obtengdo das
topografias (c), determinag@o dos microestados (d)
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3 METODOLOGIA

A metodologia adotada neste trabalho ¢ caracterizada como sendo de abordagem quantitativa e
natureza aplicada, pois tem como objetivo utilizar métodos de aprendizado de maquinas e
analises estatisticas de dados para a obtencdo de resultados de um problema especifico: a
previsdo de crises convulsivas em pacientes epilépticos. Quanto aos objetivos, ela ¢ definida
como sendo do tipo de pesquisa explicativa, cuja finalidade ¢ a exploragdo dos dados de sinais
de eletroencefalogramas para encontrar padrdes que permitam a previsdo de futuras crises
convulsivas. Em relacdo aos procedimentos, possui carater experimental, onde varidveis
decorrentes das andlises estatisticas serdo analisadas e testadas na busca de resultados que

permitam a deteccdo do estado preditivo da convulsdo epiléptica.

3.1 Descricao do Banco de Dados

O banco de dados utilizado ¢ o CHB — MIT, que contém registros coletados no Children's
Hospital Boston (SHOEB, 2009). Ele ¢ um banco de dados publico que consiste em gravacdes
do EEG adquiridos de diferentes regides do escalpo de 22 pacientes pedidtricos com convulsdes
intrataveis. Os individuos foram monitorados por véarios dias apos a retirada da medicagao
anticonvulsivante e tiveram as suas crises convulsivas anotadas com horario de inicio e fim. O

banco de dados ndo fornece o estado dos pacientes durante a obtencao dos sinais.

Todos os sinais de EEG sao amostrados a 256 amostras por segundo e apresentam 23 canais
bipolares, com gravacdes de 1, 2 ou 4 horas. Para essas gravacoes, o Sistema Internacional 10-
20 foi utilizado para posi¢des e nomenclatura dos eletrodos. Assim, os canais 1 a 23 sdo
respectivamente: Fpl-F7, F7-T7, T7-P7, P7-O1, Fpl1-F3, F3-C3, C3-P3, P3-O1, Fp2-F4, F4-
C4, C4-P4, P4-02, Fp2-F8, F8-T8, T8-P8, P8-02, Fz-Cz, Cz-Pz, P7-T7, T7-FT9, FT9-FT10,
FT10-T8 e T8-P8.

Conforme o estudo anterior de classificacdo dos estados interictais e preictais de Kill e outros
(2019), para selecionar os estados interictais, sdo selecionados intervalos de 40 minutos,
aproximadamente, 4 horas antes ou depois das crises epilépticas (estado ictal). Para o pré-ictal,

sdo escolhidos intervalos de 40 min, até 1 segundo antes do ictal. Desse modo, apenas 20
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pacientes possuem gravagdes que atendem a esses requisitos e sdo utilizadas na pesquisa

(Quadro 2).

Quadro 2 — Pacientes do Children's Hospital Boston
analisados neste trabalho

Paciente Sexo Idade (anos)
1 Masculino 11
2 Masculino 11
3 Feminino 14
4 Masculino 22
5 Feminino 7
6 Feminino 1.5
7 Feminino 14.5
8 Masculino 3.5
9 Feminino 10
10 Masculino 3
11 Feminino 12
12 Masculino 16
13 Feminino 9
14 Feminino 7
15 Feminino 12
16 Feminino 18
17 Feminino 19
18 Feminino 6
19 Feminino 3
20 Feminino 9

Fonte: Produzido pelo proprio autor.

Os dados sao importados através do software Matlab e, para o estudo de microestados, sdo
processados usando a caixa de ferramentas EEGLAB. Neste trabalho foram feitas adaptacdes
no codigo de Poulsen e outros (2018) para que pudesse ser possivel simular um método on-line.
Os canais inicialmente bipolares sdao transformados em monopolares, calculando a diferenga de
potencial de cada par de eletrodos, usando como referéncia o canal F7 (circulado em azul na
Figura 11) que foi escolhido aleatoriamente. Esse procedimento ¢ realizado porque o EEGLAB
requer o uso de canais monopolares com uma referéncia comum. Entretanto, a referéncia média
¢ mais comumente utilizada em andlise de microestados para gravacdes do EEG espontaneo,
por isso, os sinais sdo referenciados, novamente, para a referéncia média com os 15 canais

monopolares formados (circulados em vermelho na Figura 11) (POULSEN et al., 2018).
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Figura 11 — Canais utilizados na analise de microestados
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Fonte: Produzido pelo proprio autor.

3.2 Pré-Processamento

O sinal do EEG ¢ uma série temporal de uma sequéncia de valores reais, que sao registrados ao
longo do tempo. Inicialmente, os sinais sdo filtrados usando um filtro notch de 60 Hz para
reduzir o ruido da rede de alimentag@o do equipamento. Para a andlise de microestados, estudos
anteriores mostraram que a segmentagao do sinal do EEG com menos de 60 segundos de dados

resultam em topografias estaveis do couro cabeludo (BARADITS; BITTER; CZOBOR, 2020).

A série temporal ¢ entdo dividida em um conjunto de subsequéncias, denominados aqui de
segmentos, usando uma fun¢dao de janela deslizante. Uma série temporal ¢ dividida em
segmentos de tamanho fixo de comprimento w usando a fun¢do de janela deslizante,
convertendo o sinal em segmentos, conforme a Figura 12. A andlise ¢ realizada em segmentos
de w = 40 segundos de dados de EEG, uma vez que estudos anteriores mostraram que isso
satisfaz os requisitos de qualidade para a andlise de microestado (ANDREOU et al.,

2014; BARADITS; BITTER; CZOBOR, 2020).

Desse modo, para cada paciente, os registros de 40 minutos interictais e de 40 minutos preictais
foram divididos em 60 segmentos de 40 segundos cada, para os dados interictais e preictais.
Como sao 20 pacientes analisados, tem-se 1200 segmentos de 40 segundos interictais ¢ 1200
segmentos de 40 segundos preictais, que sdo posteriormente processados simulando um método

on-line com a caixa de ferramentas EEGLAB.
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Figura 12 — Exemplo de uma série temporal dividida em 8 segmentos
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Fonte: Produzido pelo proprio autor.

3.3 Analise em Microestados

Para a andlise de microestados foi seguido o procedimento padrdo para segmentacdo de
microestados apresentado em Poulsen et al. (2018). Para obtencdo dos microestados, 40
segmentos de 40 segundos do estado interictal e 40 segmentos de 40 segundos do estado preictal
sdo carregados ao EEGLAB. Em seguida, para cada conjunto (interictal e preictal) de dados, ¢
calculado o GFP dos segmentos. Apds isso, a foolbox retorna uma faixa de quantidades de
microestados a se utilizar. A quantidade de microestados utilizada foi escolhida aleatoriamente
para avaliar o impacto da quantidade de prototipos nos resultados obtidos pelos classificadores.
Encontrar o numero ideal de microestados € crucial para capturar os atributos informativos dos

dados e evita ajustes excessivos/insuficientes (AHMADI et al., 2020).

Neste trabalho, o numero ideal de microestados sera avaliado de acordo com o critério de maior
acuracia encontrada na classificacdo dos estados interictal e preictal. As andlises sdo feitas com
4 microestados (2 interictais e 2 preictais), 8 microestados (4 interictais e 4 preictais) e 16
microestados (8 interictais e 8 preictais), conforme mostra a Figura 13. Para cada quantidade
de prototipos, serdo feitas classificacdes utilizando as caracteristicas estatisticas de cada

microestado, obtidas através do EEGLAB.
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Figura 13 — Microestados criados para andlise do nimero ideal de microestados
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Fonte: Produzido pelo proprio autor.

Uma vez que os mapas de agrupamento global foram determinados, eles sdo ajustados para o
sinal EEG de cada segmento de acordo com os valores de GFP(¢) correspondentes para definir
os microestados e assim, extrair diferentes caracteristicas entre eles. Nessa etapa, os
microestados sdo ajustados aos 1160 segmentos de 40 segundos interictal e aos 1160 segmentos
de 40 segundos preictais, segmentos que ndo foram utilizados na etapa de obtencdo dos

microestados.

O procedimento de ajuste atribui rotulos de microestados a pontos de dados do EEG com base
em qual mapa de cluster eles sdo mais topograficamente semelhantes com o uso da medida de
dissimilaridade de mapa global (GMD). Tal procedimento permite representar a série temporal
do EEG em termos de sequéncias de microestados e assim ¢ possivel extrair caracteristicas
estatisticas para cada microestado, como duracao, ocorréncia e cobertura (AHMADI et al.,

2020).

3.4 Extracao e Selecao de Caracteristicas

Um total de 24 atributos (considerando 4 microestados), 48 atributos (utilizando 8
microestados) e 96 atributos (usando 16 microestados) sdo analisados neste trabalho. Esses
atributos sdo calculados pelo EEGLAB para cada microestado, de acordo com as equagoes (2)
a (7). A selegdo de caracteristicas ¢ de consideravel importancia em aprendizado de maquina,
especialmente para dados de alta dimensionalidade. Neste trabalho foi usado o algoritmo NCA,
um método ndo paramétrico que ¢ amplamente insensivel ao aumento no niimero de atributos
irrelevantes e tem um desempenho melhor do que outros métodos na maioria dos casos (WEI

etal., 2012).
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3.5 Modelos de Classificacao

Os atributos que foram selecionados pelo NCA sdo entdo alimentados nos classificadores SVM
e kNN para discriminagdo dos estados interictais e preictais. A valida¢do cruzada hold-out
(separando os dados em 80% para treino e 20% para teste) ¢ utilizada para testar a generalizagao
do modelo enquanto que a k-fold atua na validagdo e otimizagdo dos parametros dos modelos.
O procedimento de hold-out foi aplicado por 10 vezes enquanto que para o k-fold foi definido
um valor de k = 5. O resultado final ¢ a média dos resultados obtidos para cada métrica de

desempenho: acurécia, sensibilidade e especificidade.

3.6 Método de Previsao da Crise Epiléptica

A previsdo da crise é conduzida somente com os atributos selecionados pelo NCA e utilizando
o classificador que apresentou melhor acuricia na etapa de classificagdo. Para determinar o
tempo de previsao da antecedéncia de uma crise, o alarme preditivo, que informa que uma crise
epiléptica esta para acontecer, ¢ acionado apos a identificagdo do periodo preictal por 7
segmentos consecutivos de 40 segundos para aumentar a precisdo do algoritmo e diminuir os
falsos positivos. Na Figura 14 tem-se um sinal de 80 minutos, sendo os primeiros 40 minutos
do periodo interictal e os 40 minutos seguintes do preictal, ¢ uma representagao do alarme
preditivo. O uso de uma sequéncia de classificagdes do preictal aumenta a confianga nos
resultados, pois se um classificador tem acuracia de 80%, por exemplo, a probabilidade de errar
7 vezes em seguida a classificagdo de um sinal interictal como preictal ¢ menor do que 0,01%
(0,27), enquanto que a probabilidade de classificar corretamente 7 vezes em seguida o sinal de
preictal é de 20,97% (0,87). Embora a probabilidade seja pequena, se considerar os primeiros
20 minutos do sinal preictal, serdo analisadas 30 janelas de 40 segundos e a probabilidade de
identificar corretamente ao menos 7 vezes em seguida o sinal preictal em 30 janelas ¢ de

aproximadamente 84%.

O método de validagdo utilizado € o leave-one-out, em que o classificador ¢ treinado com todos
os segmentos de 19 pacientes e o teste ¢ realizado com todos os segmentos do paciente retirado
do conjunto de treinamento, simulando uma analise on-line. Sinais continuos do EEG sao

selecionados e ordenados, contendo 40 minutos interictais seguidos de 40 minutos preictais,
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com a finalizagcdo do preictal 1 segundo antes da crise. Esses periodos estdo segmentados em

janelas de 40 segundos.

Figura 14 — Sinal continuo de EEG

Periodo Interictal Periodo Preictal Crise

‘ alarme preditivo

Amplitude (V)

8 16 24 32 40 48 56 64 72 80 tempo (min)

Fonte: Produzido pelo proprio autor.
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4 RESULTADOS

A classificagdo dos estados interictais e preictais foi realizada para 3 métodos de analise de
microestados diferentes, a partir da obtencao de 4, 8 e 16 microestados. Para cada quantidade
de microestado utilizada, o algoritmo foi executado 10 vezes, dividindo as amostras em 80%
para treino (928 amostras) e 20% para teste (232 amostras). A selecdo dos atributos ocorreu
aplicando-se o NCA para fazer uma avaliagdo 5-fold cross validation sobre os dados de treino
com o objetivo de determinar os melhores atributos. Em seguida, os mesmos 5-fold sdo
utilizados para fazer a calibracdo dos hiperparametros de cada algoritmo, encontrando os
melhores parametros para cada classificador. Nesta etapa, variou-se o valor de £ do kNN de 1
a 15, utilizando apenas os nimeros impares, e para os classificadores SVM linear ¢ RBF foram
usados valores do parametro de custo C de 0,25 a 2, em intervalos de 0,25. Em ambos os casos,
foi utilizada a otimizagao da métrica acuracia, ja que a base de dados € equilibrada. Nos Quadros
3 a 5 tem-se a média dos resultados das métricas de desempenho obtidos por cada classificador

sobre o conjunto de teste depois das 10 execugdes.

Quadro 3 — Resultados dos modelos utilizando atributos de 4 microestados

Classificador Acurécia (%) Especificidade (%) Sensibilidade (%)
kNN 86,40 85,60 87,19
SVM linear 67,58 76,25 58,92
SVM RBF 89,35 89,69 89,00
Fonte: Produzido pelo proprio autor.
Quadro 4 — Resultados dos modelos utilizando atributos de 8 microestados
Classificador Acuracia (%) Especificidade (%) Sensibilidade (%)
kNN 89,93 91,07 88,79
SVM linear 68,44 71,33 65,56
SVM RBF 91,14 92,54 89,74

Fonte: Produzido pelo proprio autor.
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Quadro 5 — Resultados dos modelos utilizando atributos de 16 microestados

Classificador Acurécia (%) Especificidade (%) Sensibilidade (%)
kNN 90,32 91,25 89,39
SVM linear 68,92 73,23 64,61
SVM RBF 91,35 91,85 90,86

Fonte: Produzido pelo proprio autor.

A partir dos resultados obtidos, observa-se que o SVM RBF se apresentou como melhor
classificador neste estudo, alcancando aproximadamente 91,4% de acurdcia utilizando 16

microestados.

Uma andlise sobre os atributos que contribuem de forma mais significativa com a distin¢do dos
estados interictal e preictal, € que se apresentaram mais recorrentes nos resultados do NCA,
também foi feita. O algoritmo de selecao de caracteristicas foi executado 100 vezes utilizando
as informagdes de todos os 96 atributos, referentes a analise com 16 microestados. A observagao
foi feita com os atributos que apareceram mais de 60 vezes como saida do algoritmo. A Figura
15 mostra o grafico da ocorréncia dos atributos em cada iteragdo, sendo a linha horizontal um
limiar para selecionar aqueles que apareceram mais de 60 vezes como saida do algoritmo e o

Quadro 6 mostra quais sao esses atributos.

Figura 15 — Representagdo grafica da quantidade de vezes que cada atributo apareceu no resultado do NCA

Frequencia dos atnbutos

Atnbutos

Fonte: Produzido pelo proprio autor.
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Quadro 6 — Representagdo dos atributos e seus respectivos microestados

Microestados

Atbutos -y 3 4 s 6 7 8 9 10 11 12 13 14

15 16

Ocorréncia X X X X X X X X X X X X X X X

Duragdo X
Cobertura X X X X X X X X X X X
GEV X X X
GFP X X X X X
Correlagao
espacial X X X X X
média

Fonte: Produzido pelo proprio autor.
Nota: Os atributos que estdo marcados com um “X” estavam presentes no minimo 60 vezes nos resultados do
algoritmo NCA.

A partir dessa analise, entre os 96 atributos totais, apenas 40 demonstraram ter maior peso para
uma boa classificacdo, como pode ser observado com mais detalhe no Quadro 2. Os atributos
de duragao média e do GEV mostraram serem medidas pouco eficientes na distingao dos
estados interictal e preictal. Também se observa que os atributos associados aos primeiros
microestados do interictal (1 e 3) e do preictal (9 e 10) sdo os mais frequentemente selecionados.
Neste estudo ndo foi abordado o possivel motivo dos atributos desses microestados possuirem
maior relevancia para a classificagcdo. Desse modo, uma nova classificagao foi feita utilizando
os atributos mais frequentes das medidas de ocorréncia, cobertura, GFP e correlagdo espacial

média, a média dos 10 resultados é mostrada no Quadro 7.

Quadro 7 — Resultados dos modelos utilizando 16 microestados e os atributos selecionados pelo NCA

Classificador Acuracia (%) Especificidade (%) Sensibilidade (%)
kNN 91,85 92,24 91,46
SVM linear 67,11 72,15 62,07
SVM RBF 92,37 92,58 92,15

Fonte: Produzido pelo proprio autor.
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Como pode ser observado, os resultados do SVM RBF e kNN apresentados no Quadro 7

melhoraram ligeiramente em relagdo aos obtidos no Quadro 6, indicando a relevancia dos

atributos selecionados.

A analise subsequente foi realizada com os 20 pacientes para verificar o tempo de antecedéncia
para prever uma crise epiléptica, utilizando os 40 atributos mais recorrentes, cujos resultados
estdo mostrados no Quadro 8. O menor tempo de previsao foi de 13,33 minutos antes da crise,
enquanto que o maior, desconsiderando os alarmes falsos, foi de 18,67 minutos. Para os
pacientes 6, 7, 9 e 17 houve a presenga de falsos negativos, uma vez que quaisquer sinais com
mais de 40 minutos antes da crise sdo sinais interictais. Na Figura 16, pode-se observar as
janelas classificadas pelo SVM RBF para os pacientes 1 e 2. Apo6s detectar 7 segmentos

seguidos como pertencentes a classe preictal, dispara-se o alarme preditivo.

Quadro 8 — Resultados das predigdes para os 20 pacientes

Paciente | Tempo de predigdo antes da crise (em minutos)

1 13,33

2 18,67

3 36,64 /27,97 /17,97

4 36,64 /27,31/21,31/9,97
5 36,64 /23,97 /17,97

6 59,97/39,31/3,97

7 71,31/31,31/25,31

8 27,31

9 63,97 /36,64 /5,97

10 36,64 /19,31

11 30,64 /19,31

12 36,64 /23,31/12,64/7,31
13 33,97/ 8,64

14 36,64 /9,31

15 36,64 /17,97

16 36,64 /5,31

17 59,31/51,31/35,31/19,97/5,97
18 31,97/ 8,64

19 38,64 /25,97 / 8,64
20 15,97

Fonte: Produzido pelo proprio autor.

Apesar da literatura fornecer valores maiores de sensibilidade (THARA; PREMASUDHA;
XIONG, 2019), o método aqui proposto apresenta uma identificagdo prévia do periodo preictal
com alta precisdo da breve ocorréncia de uma convulsdo, e com um tempo de previsao

suficiente para que o mesmo se coloque em segurancga ou tome os medicamentos necessarios.
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Figura 16 — Sinal dos pacientes 1 (a) e 2 (b) segmentados em janelas de 40 segundos e classificados pelo SVM
RBF
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Fonte: Produzido pelo proprio autor.

Comparando o melhor resultado deste trabalho, com os resultados de outro estudo que utiliza a
analise de microestados para epilepsia (RAJ et al., 2018), pode-se observar que este projeto

obteve valores superiores para as métricas de desempenho (Quadro 9). Vale ressaltar, no
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entanto, que as bases de dados utilizadas foram diferentes, podendo ser um motivo que

impactou nos valores de acuracia, sensibilidade e especificidade.

Quadro 9 — Comparacgdo de resultados obtidos por Raj e outros (2018) e o melhor classificador deste trabalho

Algoritmo Acuracia (%) | Especificidade (%) | Sensibilidade (%)
Analise discriminante linear de Fisher
73,80 66,70 81,00
(RAJ etal.; 2018)
Regressao logistica
66,70 71,40 61,90
(RAJ et al., 2018)
SVM RBF 92,37 92,58 92,15

Fonte: Produzido pelo proprio autor.
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5 CONCLUSOES

Neste trabalho foi apresentado um estudo de um projeto de aprendizado de maquinas voltado
para a area da saude. Nele, sdo explicitados diversas etapas de projetos de AM, sendo eles: a
obtencdo dos dados, o pré-processamento, a extragdo de caracteristicas, a constru¢ao de

modelos e suas otimizagdes até, por fim, chegar em um resultado conclusivo.

Durante o desenvolvimento, foram feitas as devidas modificagdes no algoritmo de Poulsen e
outros (2018) para que uma analise on-/ine de sinais de EEG de pacientes epilépticos pudesse
ser realizada. Esse feito tem capacidade de auxiliar no surgimento de novas pesquisas focadas
na andlise de microestados para a classificagdo de outras doengas neurologicas, visto que a

deteccao on-line ¢, em muitos dos casos, bem significativa para uma possivel aplicacao.

A toolbox EEGLAB, desenvolvida por Poulsen e outros (2018) para o software Matlab,
mostrou-se util ao longo do projeto. A capacidade de geracdao do sinal de GFP, junto com a
segmentacdo em microestados e backfit dos sinais de EEG sdo apenas algumas das diversas
ferramentas presentes no algoritmo. A extragdo dos dados estatisticos de cada microestado,
feito pelo proprio EEGLAB, foi fundamental para a criagao dos modelos, pois, usando-os como
caracteristicas distintas, foi possivel treinar, validar e testar os classificadores. Além disso,
foram usadas técnicas para a obtencdo do melhor conjunto de atributos, visando a otimizacao

dos resultados obtidos.

Os resultados finais, apresentados nos Quadros 3 a 5 e Quadro 7, foram considerados
satisfatorios. Analisou-se trés tipos de classificadores, amplamente utilizados na literatura,
neste projeto: o kNN, o SVM linear e o SVM RBF. O algoritmo SVM linear foi o que
apresentou o resultado inferior, obtendo uma acuracia maxima de 68,92% (8 microestados),
especificidade maxima de 76,25% (4 microestados) e sensibilidade maxima de 65,56% (4
microestados), valores baixos considerando-se se tratar de uma aplicacdo voltada para a area da
saude. Os algoritmos kNN e SVM RBF, no entanto, apresentaram uma acuracia maxima de
91,85% e 92,37, especificidade maxima de 92,24 % e 92,58% e sensibilidade maxima de
91,46% e 92,15%, respectivamente (resultados obtidos utilizando 16 microestados e os

atributos selecionados pelo NCA).
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Cita-se também que a quantidade de microestados utilizado na andlise afeta ligeiramente os
resultados obtidos. Contudo, foi notada uma tendéncia na melhora dos resultados, conforme
aumentou-se o nimero de atributos para os classificadores KNN e SVM RBF, porém o mesmo
ndo pode ser afirmado para o SVM linear. Uma andlise feita sobre os atributos obtidos de 16

microestados indica que nem todas as medidas estatisticas usadas como atributos sao uteis.

Adicionalmente, a previsdo da crise para os 20 pacientes foi realizada com o tempo de previsao
acima de 12 minutos antes do acontecimento da crise. O que mostra uma eficacia do método
em facilitar a vida dos pacientes com um alarme que fornece tempo suficiente para se colocarem
em uma situacao segura ou se prevenirem por meio de medicamentos. Analises futuras poderao

ser realizadas com maior nimero de pacientes.

Uma sugestao para futuros trabalhos para a anélise de microestados ¢ a obtencdo de novas
caracteristicas para se utilizar na constru¢ao dos modelos. Ao se realizar o backfit, mapeia-se o
sinal de EEG em vetores rotulados de acordo com o microestado atribuido. Desse vetor, €
possivel obter-se novos atributos que podem auxiliar na melhora dos resultados das
classificagcdes. Além disso, pode-se utilizar métodos, aplicados em projetos de aprendizado de
maquinas, chamados de Engenharia de Atributos, que consiste em manipular atributos ja
obtidos para criar novas caracteristicas para alimentar o modelo.

Outra sugestdo seria na exploragao de outros classificadores nao abordados durante este estudo.
Conforme mostrado, diferentes classificadores obtiveram diferentes resultados utilizando os
mesmo dados para treino e teste. Pode-se realizar um estudo que explora os diferentes modelos
presentes na literatura na busca por um que apresente melhores resultados que os obtidos neste

projeto.

A ultima sugestao seria o desenvolvimento de uma métrica para avaliar a semelhanga entre
microestados. Durante a execu¢do deste trabalho, na etapa de obten¢do de microestados, ¢
possivel perceber que algumas topografias sdo parecidas. Um futuro estudo pode analisar se
esses microestados equivalentes podem ser representados por apenas uma Unica topografia,

reduzindo a quantidade de protétipos utilizada.
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