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RESUMO

Com a evolucdo da tecnologia, as pessoas buscam maneiras humanamente naturais de trocar
informacdes com as maqguinas. Nesse contexto, deseja-se que a maguina compreenda nédo so a
linguagem humana como também suas emocdes. O presente estudo utiliza um arranjo de
classificadores para identificacdo de sentimento em voz, de forma a obter resultados melhores
do que o uso de um unico classificador individual. Propde-se uma méaquina de vetores de
suporte para processar caracteristicas espectrais, de energia e de frequéncia extraidas dos audios
analisados, de forma a obter uma saida com a probabilidade de pertinéncia a cada classe. Em
paralelo, uma rede convolucional bidimensional € usada em conjunto com uma rede recorrente
para a andlise do Mel espectrograma dos sinais de voz, obtendo também uma saida
probabilistica. Ambos os resultados sdo agregados por uma maquina de vetores de suporte que
compde o ultimo nivel de classificacdo. Para se aproximar de uma configuracdo de
hiperparametros eficaz para cada classificador, emprega-se um algoritmo de otimizacao
bayesiana. As andlises sdo realizadas com os audios da base de dados Berlin, base essa que
possui um significativo desbalanceamento de classes. Para amenizar essa caracteristica,
implementa-se um aumento de dados baseado na adigdo de ruido gaussiano branco e alteragédo
da velocidade do sinal de voz. Obteve-se ao fim dos experimentos um valor médio de 0,86 na
métrica de desempenho F1, valor maior do que o obtido no artigo utilizado como referéncia.
Observou-se que a otimizacao bayesiana é efetiva para se estimar os valores de hiperparametros
de algoritmos de aprendizado de maquina, enquanto o aumento de dados pouco contribuiu para

a melhoria de desempenho do arranjo de classificadores.

Palavras-chave: ldentificacdo de sentimento. Processamento de sinais. Classificagdo. Redes

neurais profundas.



ABSTRACT

Along with the technological development, people look for natural ways to exchange
information with machines. In this context, it is desirable that the machine understands not only
human language but also their emotions. This research uses an arrange of classifiers for speech
emotion recognition aiming to obtain better results than the use of a single classifier. The use
of a support vector machine is proposed to process spectral, energy and frequency features from
analyzed audios, in order to obtain the belonging probability of the audio with respect to each
class. In parallel, a two-dimensional convolutional neural network is used along with a recurrent
neural network to analyze the Mel spectrogram of audio signals, resulting in a probabilistic
output too. Both results are joined by a support vector machine that composes the last
classification level. To estimate an effective hyperparameter configuration of each classifier, a
Bayesian optimization algorithm is applied. The analysis are made using audios from the Berlin
database, which has a meaningful class unbalance. To soften this characteristic, a data
augmentation approach is implemented using white gaussian noise addition and audio time-
stretch. In the end of the experiments, a mean value of 0,86 for the F1 performance metric is
obtained, a bigger value than the observed in the article used as reference. It was noticed that
the Bayesian optimization is effective to estimate the machine learning algorithms
hyperparameter values, while the data augmentation techniques brought a small contribution to

the performance improvement of the classifier arrangement.

Keywords: Speech emotion recognition. Signal processing. Classification. Deep neural

networks.
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1 INTRODUCAO

1.1 Apresentacéo e Objeto de Pesquisa

A voz € um meio atraves do qual as pessoas se relacionam e trocam informagGes. As mensagens
sdo transmitidas de duas principais maneiras: a linguagem verbal e a ndo verbal (PATHAK;
KOLHE, 2016). Para compreender as interacfes com seus semelhantes, as pessoas aprendem
desde criancas a interpretar ambas as linguagens e a conecté-las para identificar com clareza a
mensagem transmitida. Com 0s avancos da tecnologia e a popularizacdo da relacdo homem-
maquina, torna-se conveniente gque maquinas também sejam capazes de interpretar a
comunica¢do humana e suas nuances, area de estudo da ciéncia da computacéo conhecida como
processamento de linguagem natural (PLN). Sob essa 6tica, Hirschberg e Manning (2015)
destacam que ferramentas de PLN para analisar a parte verbal da comunicagdo ja existem na
forma de produtos bem difundidos no mercado, como a Siri da Apple e o Google Tradutor. Por
outro lado, a identificacdo do sentimento do locutor ganha destaque ao se mostrar uma parte
complexa e relevante da analise ndo-verbal da mensagem, dado que uma mesma palavra dita

com entonac0es diferentes pode trazer diferentes significados (PATHAK; KOLHE, 2016).

E importante notar, todavia, que o sentimento de uma pessoa n&o é naturalmente bem definido,
visto que as emogdes sdo normalmente expressas em conjunto. Heider (1920, p. 175) afirma
que cada sentimento tende a incluir em seu sistema todas as emocgdes, pensamentos, processos
volitivos e qualidades de carater que sdo vantajosos para o locutor realizar seus fins. Além disso,
a forma como uma dada emocédo é expressa depende, de forma geral, da cultura e do ambiente
do locutor (AYADI; KAMEL; KARRAY, 2011). Ainda assim, torna-se necessaria a distingdo
de sentimentos através de um modelo simplificado para viabilizar o aprendizado de maquina.
Uma modelagem popular no ramo da PLN é a de Russell (1980), que utiliza um modelo
bidimensional para caracterizar as emoc@es, conforme a Figura 1. Nessa, 0 eixo horizontal
caracteriza a valéncia, que mede o nivel de prazer do sentimento, de forma que a valéncia
negativa indica descontentamento e a valéncia positiva indica prazer. O eixo vertical indica a
excitacdo (ou intensidade) do sentimento, numa escala que varia entre baixa e alta excitacéo.
Nesse contexto, nota-se que 0s sentimentos possuem carater continuo, podendo assumir

qualquer valor em ambos os eixos. Ainda na Figura 1, Russell (1980) propde diversas classes



16

discretas que representam uma gama de emocg0es e seus respectivos termos utilizados pelos

humanos.

Figura 1 — Mapa de afeto de Russell

@ Atdnito

Receoso Alarmado ® Animado
B bl .
O e * @ Excitado o Alegre
i .
rhad fenso ®Deleitado
Frustrado ®
Angustiado e o Feliz
® Satisfeito
Miseravel . . Contente
A vontade @ Satisfeito
Triste o B
Deprimido *® %

Calmo

Sombrio . ® Relaxado

Cansado
Entediado * .

. ® Sonolento
Caido

Fonte: Russell (1980).
Nota: Adaptado pelo autor.

Em posse de um conjunto de classes de sentimentos bem definido, procuram-se alternativas
para ensinar a maquina como realizar essa tarefa de classificacdo. Na area da PLN, diversos
métodos de aprendizado de maquina adquiriram grande popularidade devido ao aumento do
poder computacional observado nas ultimas décadas (HIRSCHBERG; MANNING, 2015).
Dentre eles, os mais comuns sdo: maquinas de vetores de suporte (SVM, do inglés support
vector machines), como se observa nos trabalhos de Eray, Tokat e Iplikci (2018) e Shen,
Changjun e Chen (2011); e redes neurais convolucionais (CNN, do inglés convolutional neural
network) de uma e duas dimensdes (1D e 2D), como descrito nos artigos de Zhao, Mao e Chen
(2019) e Badshah e outros (2017). Essas metodologias possuem acurdcias comparaveis e,

dependendo do caso especifico, uma pode se mostrar mais eficiente do que as outras.

Nesse contexto, Gering, Ciarelli e Salles (2019) propuseram a combinacdo de diversos
algoritmos de aprendizado de maquina (incluindo os supracitados) para tratar o reconhecimento
de sentimento em voz (SER, do inglés speech emotion recognition), com o entendimento de
que cada classificador pudesse contribuir com alguma informacéo relevante para a decisao
final. Dada a pluralidade de métodos utilizados, a complexidade e a atualidade da tarefa, optou-

se no presente projeto por dar continuidade a esse trabalho, principalmente no que diz respeito
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as sugestdes feitas para projetos futuros. Convém destacar que, doravante, esse trabalho sera
chamado de artigo base. Em sua dissertacdo, Gering (2019) traz mais detalhes a respeito desse
estudo. Os autores utilizaram a base de dados Berlin (BURKHARDT et al., 2005) em suas
avaliacOes. Ela ¢ de dominio publico e composta por audios que representam 7 classes de
emoc0es (alegria, desgosto, medo, raiva, tédio e tristeza), cujas posi¢des foram registradas no
mapa de afeto de Russell da Figura 2, juntamente com 0s nomes dados aos quadrantes.

Figura 2 — Modelo bidimensional de emo¢des para a base

Berlin
EXCITACAO
ALTA
Q 2 C'dcsgosto Q 1
Tvmed° C“alcgria
f C\raiva y. i \\\ .
VALENCIA [ ® VALENCIA
i | neutro, ~
NEGATIVA \ J POSITIVA
'nm:teza e e
Q3
®:édio
Q3 Q4
EXCITACAO
BAIXA

Fonte: Gering, Ciarelli e Salles (2019).

Zhao, Mao e Chen (2019) também realizaram um relevante trabalho utilizando a base de dados
Berlin para seus estudos. Duas redes neurais foram implementadas: uma contendo camadas
convolucionais 1D para extrair informagdes do sinal de voz e outra que utilizava camadas
convolucionais 2D para extrair caracteristicas dos log-mel espectrogramas dos sinais de voz.
Ambas possuiam uma camada recorrente no final da rede neural para realizar a classificacdo
dos sentimentos. Nos resultados apresentados pelos autores, a maior acuracia de classificacdo

foi obtida com a utilizagdo dos log-mel espectrogramas nas redes neurais convolucionais 2D.

Apesar dos bons resultados apresentados em ambos os trabalhos supracitados, sabe-se que uma
caracteristica marcante da Berlin € o numero nao uniforme de gravacdes de voz por classe, 0
que é chamado de base de dados desbalanceada. Mountassir, Benbrahim e Berrada (2012)
afirmam que essa caracteristica € muito comum em situacBGes préaticas, de forma que a

equalizacdo da quantidade de amostras por classe se torna imprescindivel para obter melhores
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desempenhos no aprendizado de maquina. Para esse fim, o aumento de dados (mais popular na
forma em inglés, data augmentation) tem sido muito utilizado por pesquisadores da area (ZHU
et al., 2018). No contexto da analise de fala, verifica-se ser benéfica a transformacao dos sinais
existentes, comumente na forma de adi¢do de ruido ou alteracédo da frequéncia do sinal de voz
(FUKUDA et al., 2018). Em posse dessas informacdes, propde-se, nesse trabalho, a aplicacdo
de técnicas de aumento de dados para sinais de audio com o intuito de amenizar o impacto da

quantidade desbalanceada de amostras por classe de sentimento.

Dentre as arquiteturas de aprendizado de maquina implementadas no artigo base, encontram-se
as redes neurais convolucionais 1D e 2D, bem como uma méaquina de vetores de suporte e uma
combinacéo das suas saidas por meio de uma arvore de decisdo. No presente estudo, decidiu-
se por concentrar o foco dos estudos na maquina de vetor de suporte e na rede convolucional
bidimensional, sabendo que essas obtiveram os melhores desempenhos conforme o relato
presente no artigo base. Sabe-se também que é de suma importancia assegurar que 0S
hiperparametros de cada arquitetura sejam os mais adequados, processo conhecido como
otimizacdo de hiperparametros. Essa etapa € fundamental na constru¢cdo de um modelo de
aprendizado de méaquina, pois pode trazer um grande impacto positivo no desempenho obtido
(ZHAO; MAO; CHEN, 2019). Assim, o presente estudo também engloba uma etapa de
otimizacdo de hiperpardmetros com o intuito de melhorar o desempenho dos modelos

implementados.

1.2 Justificativa

Diversas situaces podem exigir o conhecimento do estado emocional do locutor para a correta
interpretacdo da fala. No ensino a distancia, por exemplo, conhecer a emocao do aluno pode
auxiliar na percepc¢éo das dificuldades do estudante e contribuir para a melhoria do método de
ensino (SHEN; CHANGJUN; CHEN, 2011). Outra significante aplicacéo é a identificacdo do
estresse mental de motoristas (PATHAK; KOLHE, 2016), uma vez que sentimentos de baixa
excitacdo podem indicar cansaco e um alerta pode ser emitido para que o motorista dé uma

pausa em seu trajeto.

Também se encontram aplica¢Ges em centrais de atendimento. Nesse contexto, pode-se utilizar

a informacdo adquirida para identificar o grau de satisfagdo do cliente ou repassar os mais
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insatisfeitos para atendentes mais experientes (XIA; LIU, 2015). Pode-se salientar também que
isso pode vir a eliminar a necessidade de questionarios ap6s o término do atendimento, o que
aumenta a quantidade de feedbacks recebidos e melhora a satisfacdo do cliente quanto ao

processo de atendimento.

No ramo da medicina, uma importante aplicacdo é a identificacdo de autismo. Sabe-se que
pacientes nesse quadro demonstram pouca excitacdo na maior parte de suas falas e, por isso, 0
monitoramento das demonstragcdes de emocdes pode ser relevante. Cabe, porém, ressaltar que
alguns autistas ndo conseguem falar, o que inviabiliza 0 uso dos métodos propostos no
monitoramento desses individuos. Além disso, € possivel 0 acompanhamento de pacientes com
estresse ou depressdo e até mesmo monitorar 0 avango de um aconselhamento psicolégico
(REDDY; VIJAYARAJAN, 2017).

Levando em conta essas informacgdes, espera-se que o presente estudo possa contribuir para o
avanc¢o da SER e até mesmo do aprendizado de maquina em geral, de maneira a proporcionar
melhores ferramentas de comunicacdo entre humanos e maquinas e facilitar a criacdo de

dispositivos que tragam mais seguranca e bem-estar para as pessoas.

1.3 Objetivos

1.3.1 Objetivo Geral

Este projeto tem como objetivo utilizar um arranjo de classificadores para identificacdo de
sentimento em voz, baseando-se, para isso, nas sugestdes de trabalhos futuros apresentados por
Gering, Ciarelli e Salles (2019), que foram a utilizacdo de técnicas de aumento de dados para
equalizacdo da base de dados e na aplicacdo da otimizacdo de hiperparametros para encontrar

uma configuracdo eficaz dos métodos propostos.

1.3.2 Objetivos Especificos

Para alcancar o objetivo geral, definem-se os objetivos especificos, os quais auxiliam a
acompanhar o desenvolvimento do projeto. Séo eles:

e Analisar a contribui¢do nos resultados ao se utilizar dois niveis de classificadores;
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e Verificar o efeito da aplicacdo de técnicas de aumento de dados para equalizacao de
base de dados;
e Identificar possivel melhoria de desempenho de classificagdo resultante da otimizacao

de hiperparametros dos classificadores.

1.4 Estrutura do Trabalho

Este trabalho estd organizado da seguinte forma: a se¢do 2 aborda sobre a base de dados
utilizada, de forma a identificar suas principais caracteristicas. A sec¢do 3 detalha os algoritmos
de aprendizado de maquina, aumento de dados e otimizacdo de hiperparametros utilizados, de
forma a apresentar uma breve explicacdo da teoria e dos casos de aplicacédo de cada um. A secédo
4 descreve a metodologia utilizada. Os experimentos e resultados sdo apresentados na se¢ao 5
e, por fim, a secdo 6 traz as conclusdes obtidas, bem como sugestdes para trabalhos futuros.



21

2 BASE DE DADOS

A base de dados utilizada foi a Berlin (BURKHARDT et al., 2005). Disponibilizada ao publico
de forma aberta, ela € amplamente utilizada em estudos cientificos, o que garante que havera
significativas referéncias de desempenho para comparar com o método proposto no atual
projeto. Conforme indicado na Figura 2, ela é composta por sete classes de sentimentos: alegria,

desgosto, medo, neutro, raiva, tédio e tristeza.

Para a criacdo da Berlin, foram escolhidos dez atores (5 homens e 5 mulheres) que
pronunciaram 10 frases em alemao (5 curtas e 5 longas). As gravacOes foram realizadas numa
camara anecoica e com a taxa de amostragem de 48 kHz, sendo depois subamostradas para 16
kHz. Cabe destacar, nesse cenério, que as emogdes foram simuladas, dada a dificuldade de se
obter as emoc0es desejadas em situacdes da vida real e com as mesmas condi¢Oes de qualidade
de gravacdo (BURKHARDT et al., 2005). Além disso, para garantir que as emocdes estavam
bem representadas, os autores realizaram um teste de percepc¢éo que consistiu em selecionar 20
pessoas para escutarem os audios uma vez e classificarem as emocGes. O resultado esta

representado na Figura 3.

Figura 3 — Taxas de reconhecimento e diferencas
significantes entre emocdes

Alegria
Tristeza

Desgosto

Fonte: Burkhardt e outros (2005).
Nota: Adaptado pelo autor.
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Fica clara a diferenga significativa na taxa de reconhecimento das diferentes classes, o que pode
impactar no desempenho dos modelos desenvolvidos. Outro ponto muito relevante é que apenas
os audios gque obtiveram mais de 80% de taxa de reconhecimento (ou seja, aquelas que foram
corretamente classificadas por pelo menos 16 pessoas) no teste de percepcdo foram mantidos
na base. Esse processo fez com que, das 800 gravacOes inicialmente feitas, apenas 535
estivessem presentes no conjunto final. A média e desvio padréo da duracgdo desses audios sao
de 2,78 s e 1,03 s, respectivamente, sendo que o maior audio possui 8,97 s de duracdo. A

distribuicdo dos audios por classe se encontra na Tabela 1.

Tabela 1 — Distribuicdo dos audios por classe

Sentimento N° de dudios % do total
Raiva 127 23,7
Tédio 81 15,1
Neutro 79 14,8
Alegria 71 13,3

Medo 69 12,9
Tristeza 62 11,6
Desgosto 46 8,6

Fonte: Burkhardt e outros (2005).
Nota: Adaptado pelo autor.

Observa-se que a quantidade de &udios por classe é acentuadamente desbalanceada. VVanucci e
Colla (2017) destacam que esse desbalanceamento da base de dados torna a tarefa de
classificagcdo complexa, pois os algoritmos de aprendizado de maquina partem do pressuposto
de que o numero de exemplos de cada classe € uniforme. Se esse ndo for o caso, vé-se resultados
enviesados para as classes majoritarias e, como consequéncia, as classes minoritarias sdo

classificadas incorretamente.

Para lidar com essa situacdo, foram implementados os métodos de otimizacdo de

hiperparametros e balanceamento de base de dados descritos na secéo 3.
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3 REFENCIAL TEORICO

3.1 Algoritmos de Aprendizado de Maquina

3.1.1 Magquinas de Vetores de Suporte (SVM)

As SVM podem ser utilizadas para distinguir dados provenientes de duas classes diferentes.
Conforme destacam Shen, Changjun e Chen (2011), esse algoritmo consiste, de forma mais
abrangente, nas seguintes etapas: primeiro, utiliza-se uma fungdo nédo-linear (conhecida como
nucleo) para mapear dados nas condi¢des originais para um espaco de alta dimensdo. Em
seguida, tracam-se dois hiperplanos que representem a fronteira dos dados de cada classe. Por
fim, otimiza-se a configuracdo que maximiza a distancia entre os hiperplanos anteriores, de
forma a obter um hiperplano que separe os dados de diferentes classes com a maior margem

possivel.

O modelo mais simples desse algoritmo é a SVM linear com margens rigidas. Nele, ndo é
utilizada nenhuma funcéo nucleo (kernel, em inglés) e a divisao entre as classes é realizada por
meio de hiperplanos no espaco dos dados. Para exemplificar o algoritmo, seja um conjunto T
de treinamento com n dados x; € X com rétulos y; € Y, de forma que X constitua o espago dos
dados e Y = {—1,+1}. A equacdo basica de um hiperplano se encontra em (1). Para esse
conjunto de dados, as margens de separagdo sao H, e H,, definidos nas equagdes (2) e (3), na
qual w € o vetor normal as fronteiras, - representa a operacdo de produto escalar e b um escalar
real (LORENA; CARVALHO, 2007). A Figura 4 contém uma representacdo grafica desse

exemplo.

fx)=w-x+b 1)
H:w-x+b=1 (2)
Hy:w-x+b=-1 3)

Como H; e H, sdo as fronteiras de separacao, as inequacfes em (4) descrevem a posicao dos

dados em relacéo aos hiperplanos. As inequacdes presentes em (4) estdo resumidas em (5).
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{w-xl-+b >+1lsey; = +1 (@)
w: x;+b <—1lsey;, = —1
yl'(W -x,-+b) —-1= O,V(xi,yi) eET (5)

Figura 4 — Separacdo de classes com SVM de margens rigidas

Hi:wx+b=1

wx+h=0
Hywx+b=-1

Fonte: Lorena e Carvalho (2007).

Considerando pontos x; e x, pertencentes a H; e H,, respectivamente, pode-se projetar o vetor
x; - X, na direcdo do vetor w que € normal aos hiperplanos. Na Figura 4, essa projecao é
chamada de d e possui comprimento 2 /||w||. Assim, para se maximizar a margem de separacéo
dos dados, deve-se minimizar ||lw|| com a restricdo em (5), 0 que esta descrito em (6)
(LORENA; CARVALHO, 2017).

1
Minimizar > [lw]|? (6)

Comrestricoes: y;(w -x; +b) —1=>0,V(x;,y;) €T

Nesse contexto, as restricbes ndo permitem nenhum dado de treino entre H; e H,, 0 que é um
caso raro na pratica devido a natureza dos sinais reais, nos quais se observa ruido, pontos fora
da curva ou mesmo dados ndo linearmente separaveis (LORENA; CARVALHO, 2017). Para
suavizar as margens de separacao, pode-se introduzir uma variavel de folga ¢ em (4), de forma

a obter a nova restri¢do que se vé em (7).



25

yi(w-xl-+b)21—fi,fiZO,Vizl,...,n (7)

Esse modelo é conhecido como SVM de margens suaves, que se destaca pela capacidade de
aceitar que alguns elementos fiquem entre as margens de separacdo. Ainda assim, esse
algoritmo néo é capaz de modelar dados com forte caracteristica ndo-linear. Uma maneira de
contornar essa adversidade, segundo Bishop (2006, p. 326), é utilizar uma fungdo n&o-linear
para mapear os dados para um espago de dimensdo maior e entdo aplicar a SVM linear nesse
espaco de caracteristicas. A equacdo (8), modificacdo de (1), mostra como se define um

hiperplano nesse novo espaco, em que ¢ é a funcdo aplicada. Dessa maneira,

fxX)=w-¢(x)+b (8)

Computacionalmente falando, esse mapeamento pode ser extremamente custoso, pois 0 espacgo
de caracteristicas pode ter dimensdo muito alta. Na pratica, sabe-se que a Unica informacao
necessaria sobre esse mapeamento é como realizar produtos escalares entre dois dados no
espaco de caracteristicas (LORENA; CARVALHO, 2017). Para isso, lanca-se méo da funcéo
kernel. Como ela ndo realiza 0 mapeamento direto para o espaco de caracteristicas, diz-se que
ela realiza 0o mapeamento implicito para esse novo espago. A equacdo (9) descreve
matematicamente o que foi dito, sendo K o kernel, x; e x; dados no espaco de entradas. Alguns
kernels presentes no ramo de SER sdo o gaussiano e o linear, que estdo representados nas
equacOes (10) e (11), respectivamente. Eles serdo utilizados no presente estudo, conforme se

explica na secdo 4.3. Ressalta-se que y € um hiperparametro desse kernel.

K(xi%;) = ¢(x) - $(xy) )
K(xi' x]) — e(_}’“xi_xjnz) (10)
K(x,-, xj) = X" Xj (11)

Em posse das ferramentas citadas, possui-se um classificador binario. Ocorre que, na prética, €
comum a presenca de problemas que envolvem separacdo de multiplas classes. Como a SVM
é, por definicdo, um classificador binario, existem duas abordagens que sdo comumente

implementadas para o caso multi-classe: um contra todos e um contra um.
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A abordagem um contra todos consiste em criar k SVM distintas, sendo que o0 modelo y, (x) é
treinado utilizando os dados da k-ésima classe como exemplos positivos e os dados de todas as
outras k — 1 classes como exemplos negativos. Um dado a ser analisado é testado em todos os
modelos e considera-se que sua classe é a que obtiver o maior valor de y,. Um problema para
essa alternativa é que os classificadores foram treinados em tarefas diferentes e ndo ha garantia
que os valores de y,, para diferentes classificadores terdo escalas apropriadas. Além disso, nessa
abordagem, os conjuntos de dados de treino sdo desbalanceados, ja que, por exemplo, para um
problema com 10 classes, 90% dos dados de treino seriam exemplos negativos e apenas 10%
exemplos positivos (BISHOP, 2006, p. 338).

Por outro lado, a abordagem um contra um requer o treino de (k2 - k)/2 SVM de duas classes
para todos os pares possiveis de classes e entdo classificar os dados de teste de acordo com a
classe que possuir maior nimero de “votos”. O ponto negativo dessa abordagem ¢ que, para
grandes valores de k, o tempo de treino se torna significativamente maior, assim como o tempo
para realizar testes. Todavia, estudos apontam que essa abordagem tem obtido melhores

resultados (CHANG; LIN, 2013) e, por essa razdo, ela seréa utilizada no presente estudo.

3.1.2 Redes Neurais Convolucionais

Redes neurais convolucionais (CNN) sdo tipos especiais de redes neurais especializadas no
processamento de dados com topologia de grade. Alguns exemplos sdo séries temporais, vistos
como uma grade unidimensional (1D) com espacamento uniforme, e imagens, que sdo grades
bidimensionais (2D) de pixels (GOODFELLOW,; BENGIO; COURVILLE, 2016, p. 326). As
CNN possuem esse nome por utilizarem a opera¢do matemaética de convolucao em pelo menos
uma camada ao invés de multiplicacdo matricial. A formulacdo matematica para a convolucao
discreta 1D se encontra na equacgéo (12), sendo x o sinal de entrada, * a operacao de convolucgéo,
k um vetor nucleo (kernel, na lingua inglesa), s o sinal de saida e t o indice da grandeza

(normalmente tempo).

o

5@ =@ = Y x(@k(t - a) (12)

a=—oo
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Quanto a convolugédo discreta 2D, sua equagdo se encontra em (13), na qual I é o sinal de
entrada, K a matriz nacleo (kernel), m o tamanho da primeira dimensdo, n 0 tamanho da
segunda dimenséo, i o indice da primeira dimensdo, j o indice da segunda dimenséo e S o sinal

de saida.

SGN) = UGN = ) D 1mmKG—m,j—n) (13

Como uma forma de representar de maneira mais visual o calculo descrito, a Figura 5 ilustra
uma operacao de convolugdo sobre uma imagem, onde o termo input corresponde ao dado de
entrada e output ao dado de saida. Como mostra a Figura 5, o kernel, por ser aplicado em regides
da imagem, é capaz de extrair caracteristicas locais dos dados. Isso é muito Util por permitir que
uma mesma funcgéo extraia essas informac6es em toda a imagem (ZHAO; MAO; CHEN, 2019).
Os pesos que definem um kernel de uma rede neural tipicamente comecam aleatérios e séo

ajustados durante a fase de treino.

Além de camadas que realizam operagdes convolucionais, redes neurais convolucionais
possuem outros tipos de camada como pooling e batch normalization. Uma camada de pooling
é utilizada para substituir a saida da camada anterior por uma estatistica de seus dados de saida
(GOODFELLOW,; BENGIO; COURVILLE, 2016, p. 335). Isso é proveitoso porque, ao
considerar toda a vizinhanga e ndo apenas o elemento central, as caracteristicas de saida serdo
robustas no que diz respeito ao ruido e a distor¢cdo (ZHAO; MAQO; CHEN, 2019). O max pooling
€ uma variante bastante popular, que consiste em manter apenas o maior valor da vizinhanga
analisada. A Figura 6 esclarece a aplicacdo de uma camada de pooling, onde cada retangulo
continuo corresponde a um pixel de uma imagem e a regido tracejada € a vizinhanca em analise,

Nno caso uma vizinhanga 2 x 2.

Por sua vez, a batch normalization é uma camada aplicada para normalizar a saida da camada
precedente, subtraindo a média e dividindo pelo desvio padréo os valores de entrada. Apesar da
aparente simplicidade do método, Zhao, Mao e Chen (2019) afirmam que ele é capaz de

aumentar o desempenho e a estabilidade de redes neurais.
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Figura 5 — Uma operacéo de convolugdo
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Fonte: Goodfellow, Bengio e Courville (2016), p. 330.
Nota: Adaptado pelo autor.

Figura 6 — Esquema de uma operagdo de max pooling 2D
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Fonte: Zhao, Mao e Chen (2019).

3.1.3 Redes Neurais Recorrentes

Uma rede neural recorrente € um tipo de arquitetura especializada no processamento de dados
sequenciais. Goodfellow, Bengio e Courville (2016, p. 369) destacam que, dados uma fungéo
f parametrizada por um vetor de parametros 6 e o estado do sistema s no instante t — 1, deseja-

se encontrar os valores de 6 de maneira a estimar de forma precisa o estado do sistema s no
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instante t. Nessas condig0es, f corresponde ao mapeamento que uma rede neural recorrente faz

da entrada para a saida. Vé-se em (14) essa descricao genérica na forma de equacéo.

s® = f(stD;9) (14)

Isso justifica a utilizacdo de redes neurais recorrentes para o tratamento de séries temporais,
posto que essas possuem forte dependéncia do instante anterior. Vale observar, nesse quadro,
gue uma caracteristica indesejada é que a composi¢do da mesma funcdo multiplas vezes, como
se observa em redes recorrentes, pode resultar em comportamentos extremamente ndo-lineares.
Além disso, se 0 0s pesos de f forem muito pequenos, multiplica-los por eles mesmos repetidas
vezes levara ao desaparecimento do valor (GOODFELLOW; BENGIO; COURVILLE, 2016,
p. 369).

Dentre os algoritmos propostos para resolver as dificuldades citadas, um tipo de rede recorrente
gue ganhou destaque nos ultimos anos é a LSTM (do inglés long short-term memory), que
possui a capacidade de memoria de longo termo (ZHAO; MAO; CHEN, 2019). Através de suas
portas (que séo pontos de entrada de dados), a LSTM ¢é capaz de modelar dados novos, esquecer
dados indesejados e guardar caracteristicas de longo termo. A Figura 7 traz uma visdo
simplificada de uma célula da LSTM. Nela, t é o instante atual, E representa o vetor de entrada,
O representa o vetor de estado oculto que contém o agrupamento dos vetores memorizados por
cada célula da LSTM, C representa uma Unica célula da LSTM e S indica o agrupamento da
saida de todas as celulas da LSTM. Um ponto a se destacar é a presenca da recursdo, conforme
indicado na parte esquerda da Figura 7, pois cada célula recebe os estados ocultos e as saidas
anteriores. Essa abordagem faz com que esse tipo de rede neural possua meméria dos dados

anteriores e, com isso, aprenda caracteristicas globais dos dados.

Figura 7 — Esquema simplificado de uma célula da LSTM
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Fonte: Elaborado pelo autor.
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Para demonstrar de forma mais especifica a estrutura de uma célula da LSTM, tem-se a Figura
8. Destaca-se que cada bloco da imagem é uma mesma célula da LSTM em instantes de tempo

diferentes.

Figura 8 — Diagrama interno de uma célula LSTM

® ® ®

t t |
e D & N
——®) 1
A Lebstl A
—» >
\I y, J \l
&) (x) &

Fonte: Olah (2015).

Cada célula possui um vetor de estado, um vetor de entrada e um de saida. Além disso, todas
as portas tém como entrada as saidas anteriores de todas as células do sistema e os dados de
entrada atuais. Assim, da esquerda para a direita na Figura 8, destacadas em amarelo, tem-se a
porta do esquecimento (forget gate, em inglés), a porta de entrada (input gate, em inglés), uma
camada com tangente hiperbdlica e a porta de saida (output gate, em inglés). As portas utilizam,
por padrdo, uma sigmoide, como descreve a equacgédo (15). O novo estado da célula em questao
e o calculo da camada com tangente hiperbolica sdo definidos na equacéo (16), enquanto a saida

é calculada através da equacao (17).

fO =0 -x®+V-htD) (15)
s® = fFOsE-D 4 gOtanh(U - x® + V- D) (16)
h® = tanh(s®)q® (17)

Nas equacgdes acima, f(t) é o valor da porta de esquecimento, g(t) € o valor da porta de entrada,
q(t) é o valor da porta de saida, s(t) é o vetor estado da célula, x(t) o vetor de entrada, h(t)

é 0 vetor de saida de todas as células, U(t) e V(t) sdo, respectivamente, 0s pesos para 0s dados
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de entrada e as saidas anteriores, aprendidos separadamente para cada porta e o(?) € a funcao

sigmoide.

Nos dltimos anos, diversos estudos apontam que o uso da LSTM traz um bom desempenho
quando comparado a metodos tradicionais de processamento de fala. Graves e Jaitly (2014)
propuseram o uso da LSTM com o objetivo de minimizar a necessidade da utilizacdo prévia de
técnicas de extracdo de caracteristicas quando da andlise do sinal de voz. Em seus experimentos,
concluiram que é viavel a utilizacdo de redes LSTM para realizacdo dessa tarefa e que ela é
capaz de processar o sinal de voz diretamente, sem necessidade de utilizar outros artificios para
extracdo de caracteristicas. Mais recentemente, Zhao, Mao e Chen (2019) propuseram camadas
convolucionais como forma de extracdo de caracteristicas locais do espectrograma do sinal (2D)
e a LSTM em sequéncia para modelar correlacdes locais e de contexto global. Ao término dos
estudos, os autores concluiram que essa arquitetura € capaz de obter desempenho de
classificacdo superior se comparada a outros métodos estabelecidos na literatura.

3.2 Algoritmo de Otimizacao de Hiperparametros

E comum que algoritmos de aprendizado de maquina precisem de alguns parametros antes de
serem iniciados, os quais sdo chamados de hiperparametros. Nessa subsecéo, deseja-se escolher
um conjunto de hiperpardmetros que minimize o erro de generalizacdo de um modelo
(BERGSTRA; BENGIO, 2012). Na prética, a otimizacdo de hiperparametros é dificultada pelo
fato de que se trata de uma otimizacédo interna, posto que a prépria tarefa de aprendizado ja €
um problema de otimizacdo. Sabendo disso, Bergstra e Bengio (2012) afirmam que é usual a
adocdo de métodos iterativos e aproximados. Nesses, a tarefa critica € a escolha do conjunto de
valores que serdo testados a cada iteracdo. Nesse contexto, 0S mesmos autores citam os dois

métodos mais populares para essa escolha: a busca em grade e a busca aleatoria.

A busca em grade consiste na definicdo de um conjunto de valores a serem testados para cada
hiperparametro. Por sua vez, a busca aleatoria consiste na definicdo da distribuicdo de
probabilidade que guiara a amostragem de valores aleatdrios para cada parametro. E
indispensavel pontuar que, na pratica, ndo se sabe, inicialmente, qual pardmetro € mais
importante para o desempenho do algoritmo. Sabendo disso, cabe afirmar que o ponto negativo

da busca em grade é o fato de que, sem informac&o a priori, a mesma variagcdo é considerada
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para todos os parametros. 1sso torna possivel que parte das execugfes ndo contribua para

encontrar melhores configuragdes dos hiperparametros.

Em seu trabalho, Bergstra e Bengio (2012) demonstraram que a curva de desempenho do
aprendizado em fungdo dos hiperparametros costuma ter baixa “dimensionalidade efetiva”, ou
seja, poucos hiperparametros possuem influéncia significativa nos resultados. Bergstra e
Bengio (2012) escolheram diversos conjuntos de dados e observaram que, para todos eles, a
busca aleatdria foi mais eficiente computacionalmente e obteve melhores resultados do que a

busca em grade.

Um ponto a se verificar, em virtude das informacdes apresentadas, € a eficacia da distribuicdo
de probabilidade escolhida para a busca aleatéria. Como a amostragem tem carater
probabilistico, o resultado obtido numa otimizacdao aleatéria ndo é reprodutivel e pode resultar
em alta variabilidade de desempenho caso o nimero de iteracOes seja insuficiente (BERGSTRA
et al., 2011). Mesmo que ainda ndo tdo difundida quanto as anteriores, uma abordagem que
contorna essa dificuldade ¢é a otimizacdo bayesiana (BERGSTRA et al., 2011). Como 0 nome

sugere, ela € baseada na célebre formula de Bayes, que se observa na equacao (18).

_ p(alu)p(u)

pula) === 8

(18)
Cabe notar que (18) esta no formato para aplicacdo na otimizagdo bayesiana, na qual a é um
vetor de hiperparametros, u ¢ a medida de desempenho do algoritmo de aprendizado de
maquina, p(a) é a probabilidade de se escolher o vetor de hiperpardmetros a, p(u) é a
probabilidade de se obter um desempenho de aprendizado de maquina u, p(alu) é a
probabilidade condicional de escolha de a dado u e p(u|a) a probabilidade condicional de se
obter u utilizando a. Bergstra e outros (2011) trazem a formulagao de um otimizador bayesiano,
comegcando pela defini¢do da funcao de custo a ser otimizada: a melhoria esperada (El, do inglés
expected improvement), que tem sua equacao registrada em (19). Assim como em (18), a é um
vetor de hiperpardmetros, u é a medida f(a) de desempenho do algoritmo de aprendizado de
maquina f e u* 0 menor valor de custo ja encontrado (posto que ¢ uma funcédo de custo, quanto
menor esse valor, melhor o resultado). Nesse caso, a El representa a esperanca de que um

modelo de aprendizado de maquina f possua custo u menor que u*.



33

El,.(a) = f max(u* —u, 0) p(ula)du (19)

—00

Bergstra e outros (2011) escolheram como abordagem de otimizacdo o estimador de Parzen
com estrutura em arvore (TPE, do inglés tree-structured Parzen estimator). Para que a
otimizacdo seja possivel, é necessario possuir os 3 termos do lado direito da equacédo (18) de
forma a realizar a substituicdo de (18) em (19). O TPE define o p(a|u) segundo a equacéo (20),
em que [(a) ¢ a densidade de probabilidade formada usando as observacGes que resultam em

um valor de u maior que u*, enquanto g(a) é formada com o restante das observagoes.

l(a) seu < u*

gla) seu > u* (20)

plal) = |
O TPE escolhe u* para ser um quantil g dos valores obtidos tal que p(u < u*) = q, de maneira
a ndo necessitar de uma definigdo especifica de p(u). Em posse dessas informacdes, encontra-
se (21) pela substituicao de (18) em (19). Lanca-se mao também das equacdes (22) e (23), sendo
que esta ultima aplica a definicdo de (20). Com essas informacgGes, Bergstra e outros (2011)

realizam mais algumas opera¢des matematicas e, entdo, chegam em (24).

o el ,
El,.(a) = _L (u* —u) @ du (21)
¢ =pu<u) (22)
p(@) = f plalwpu)du = ql(@) + (1 - @)g(@) 23)

R

EIu* (“) =

qul(a) — () [ p(u)du g(a) -
(q Tl

I 1 24
ORI PIC) ( ‘”) ¢4

O ponto importante a se notar aqui € que para minimizar a El, desejam-se vetores a com alta
probabilidade em [(«) e baixa probabilidade em g(a). Assim, a partir da analise de diversos
vetores de hiperparametros a, o algoritmo busca minimizar a esperanca de que um resultado

melhor seja alcangado. Bergstra e outros (2011) realizaram 4 experimentos com bases de dados
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diferentes e puderam comprovar que em todos os testes o TPE teve desempenho igual ou

superior a busca aleatoria e, por isso, esse algoritmo foi utilizado no presente estudo.

3.3 Algoritmos de Aumento de Dados

E comum encontrar bases de dados desbalanceadas no dominio de SER, segundo Chatziagapi
e outros (2019). Isso significa que, para melhorar o desempenho do aprendizado de maquina,
algumas técnicas podem ser implementadas. Nesse contexto, uma opg¢do comum € a utilizacao
do aumento de dados (CHATZIAGAPI et al., 2019). Essa abordagem consiste na criacdo de

dados artificiais, normalmente a partir de transformacdes aplicadas sobre os dados existentes.

No que tange ao aumento de dados na analise de sinais de fala, Fukuda e outros (2018)
propuseram a insercdo de ruido gaussiano branco, posto que € uma abordagem simples e que
adiciona robustez ao ruido no processo de aprendizagem. Nesse caso, uma nova amostra é
gerada a partir da escolha aleatéria de um elemento ja existente na base de dados seguido da
adicdo de ruido gaussiano branco em uma poténcia tal que o &udio ndo deixe de ser

interpretavel.

Ainda nesse contexto, outro trabalho notavel é o de Aldeneh e Provost (2017). Os autores
realizaram o aumento de dados através da alteragdo da velocidade do sinal de voz para SER e
obtiveram melhora no desempenho de classificagédo. Dois fatores de velocidade foram
utilizados: 0,9 e 1,1. Fatores abaixo de 1 promovem retardo na velocidade do sinal enquanto
fatores acima a aceleram. Uma maneira simples de implementar esse algoritmo consiste na
conversdo da frequéncia de amostragem: o sinal é reamostrado para uma frequéncia menor ou
maior, dependendo do fator de velocidade. Isso provoca também a modificacdo da frequéncia
do sinal escutado, visto que altera¢6es no sinal no dominio do tempo também o modificam se
observado no dominio da frequéncia, o que pode ser considerado um efeito colateral. Alguns
métodos mais complexos procuram amenizar esse efeito atraves da analise da fase da

decomposicdo em frequéncia, porém tal aprofundamento foge ao escopo do presente projeto.

3.4 Métricas de Desempenho

No contexto de algoritmos de aprendizado de maquina, € interessante o uso de métricas para

avaliar o desempenho dos metodos propostos. Isso possibilita a identificacdo de pontos de
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melhoria e verificar se o projeto em desenvolvimento tem desempenho proximo ao de trabalhos
similares que ja se encontram na literatura. Para tarefas de classificagdo, as metricas sdo
baseadas nos valores obtidos na matriz de confusdo, como o exemplo demonstrado no Quadro
1, onde se tem a possibilidade das amostras pertencerem ou néo a classe analisada. O valor real
indica a condicdo das amostras analisadas por seres humanos: 0 caso positivo engloba as
amostras que pertencem a classe em questdo e 0 caso negativo engloba as amostras que nao
pertencem a essa classe. Por outro lado, o valor previsto mostra o resultado do classificador: o
positivo indica as amostras que foram classificadas como pertencentes a classe analisada e o
negativo aponta as amostras classificadas como néo pertencentes a essa classe. Dessa forma, 0s
verdadeiros positivos (VP) sdo amostras positivas rotuladas corretamente pelo classificador,
assim como os verdadeiros negativos (VN) sdo as amostras negativas identificadas de modo
correto. Os falsos positivos (FP) e os falsos negativos (FN) acontecem quando as amostras

negativas e positivas, respectivamente, sdo identificadas de forma erronea.

Quadro 1 — Exemplo de matriz de confusdo

Valor Real

Positivo Negativo
_ Positivo VP FN
Valor Previsto -
Negativo FP VN

Fonte: Elaborado pelo autor.

Com base nos valores obtidos para a matriz de confusdo, pode-se calcular a métrica de

desempenho F1 de acordo com a equacéo (25).

B VP
~ VP +0,5(FP + FN)

F1 (25)
A partir de (25), calcula-se o valor F1 para cada classe separadamente. Para resumir o
desempenho do algoritmo em apenas um numero, € usual a adocdo de algum tipo de média.
Uma escolha tipica, como se observa no trabalho de Gering, Ciarelli e Salles (2019), é o F1
ponderado, que consiste na média dos valores F1 de cada classe ponderados pela quantidade de

amostras verdadeiras de cada uma.
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4 METODOLOGIA

O presente estudo tem como objetivo principal otimizar um arranjo de classificadores criados
com base no método proposto por Gering, Ciarelli e Salles (2019). Como se trata de um estudo
de caso, pode-se dizer que a pesquisa € de natureza aplicada. Quanto aos objetivos, identifica-
se que a pesquisa é explicativa, pois busca-se encontrar um método eficaz e justificar porque
cada etapa realizada foi bem-sucedida ou ndo. Além disso, a forma de abordagem do problema
tem carater quantitativo, pois a avaliacdo do desempenho do trabalho e de cada método

especifico se da por medidas numéricas.

A abordagem proposta neste trabalho se baseia em classificadores utilizados em dois niveis. No
primeiro nivel, dois classificadores sdo aplicados sobre os dados, cada um recebendo
caracteristicas diferentes do sinal como entrada. No segundo nivel ha um classificador que

utiliza as saidas dos classificadores anteriores para identificar a emocao no sinal.

Para melhor compreensao da abordagem proposta, seu esquematico é apresentado na Figura 9.
Ressalta-se que uma SVM e uma CNN-LSTM-2D compdem, em paralelo, o primeiro nivel de
classificacdo e possuem saidas que contém a probabilidade de o dudio pertencer a cada classe.
O classificador de segundo nivel também é uma SVM e possui como entrada a concatenagao
das probabilidades obtidas por cada elemento do nivel anterior, sendo que sua saida indica a
classificacdo final. Essa abordagem em dois niveis de classificacdo foi inspirada no trabalho de
Gering, Ciarelli e Salles (2019).

A fim de validar o desempenho dos classificadores, é importante realizar a validacao cruzada.
Nela, separam-se diversos grupos de dados de treino, validagéo e teste. Os algoritmos de
aprendizado de maquina sdo treinados nos grupos de treino, ajustados sobre o grupo de
validacdo e, por fim, avaliados sobre o grupo de teste. Cada divisdo da base de dados em grupos

de treino, validacdo e teste sera chamada de execucdo.
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Figura 9 — Esquema explicativo do classificador proposto

Caracteristicas extraidas Mel Espectrograma
do sinal de voz do sinal de voz

¥ ¥

SVM CNN-LSTM
2D

Vetor de Vetor de
probabilidades ‘ probabilidades

$

Classificagado Final

Fonte: Elaborado pelo autor.

No presente trabalho, escolheu-se a metodologia k-fold cross validation para validacdo dos
resultados, conforme descrita por Gering, Ciarelli e Salles (2019). Nesta metodologia, os dados
da base sdo divididos em k partes (folds) de aproximadamente mesmo tamanho. Na primeira
execucao dos algoritmos, uma destas partes serd usada para teste, uma para validacdo e as
demais para treino. Na proxima execucao partes diferentes serdo usadas para teste e validacdo
e o resto para treino. Esse procedimento se repete k, ou seja, havera k execucdes, de forma que
todas as partes sejam usadas uma vez como teste e validacao. Neste trabalho sera utilizado o
valor de k =5. A Figura 10 ilustra o procedimento. Doravante, serd utilizado o termo inglés fold
para se referir a parte de validacdo ou teste, sabendo que cada um corresponde a uma subdivisdo
dos dados da execucdo. Dessa forma, fold O de validacdo, por exemplo, se refere ao conjunto

de validacéo da execucao 0.

E importante destacar que a divisdo em folds ocorre de forma estratificada, ou seja, de maneira
a manter a distribuicdo de amostras por classe constante. Ocorre que, dada a pequena quantidade
de amostras da base, ndo foi possivel fazer a estratificacdo de maneira precisa. Em todas as
execucgOes, o conjunto de validagédo ficou com distribuicdo um pouco diferente dos conjuntos
de treino e teste. O Quadro 2 mostra como ficou a porcentagem de amostras para a primeira

execucao a titulo de exemplo.
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Figura 10 — Procedimento do k-fold cross validation para k =5

Fold
Teste

Fonte: Elaborado pelo autor.

Quadro 2 — Porcentagem de amostras por classe em cada conjunto da execucdo 0

Sentimento Original Berlin | Treino | Validaco

Raiva 23, 7% 24,0% 26,2% 24,3%
Tédio 15,1% 14,3% 13,1% 15,0%
Neutro 14,8% 14,6% 17,8% 14,0%
Alegria 13,3% 12,5% 15,9% 14,0%
Medo 12,9% 15,3% 7,5% 13,1%
Tristeza 11,6% 10,6% 15,0% 11,2%
Desgosto 8,6% 8,7% 4.7% 8,4%

Fonte: Elaborado pelo autor.

Tendo em mente a arquitetura proposta, a ordem de realiza¢do das tarefas foi a seguinte:
i.  Pré-processamento dos audios;
ii.  Extracdo de caracteristicas do sinal de voz;
iii.  Implementacdo e ajuste da SVM do primeiro nivel (superior);
iv.  Extracdo do mel espectrograma dos sinais de voz (entrada da CNN-LSTM 2D);
v. Implementacdo e ajuste da CNN-LSTM 2D;
vi.  Aumento de dados (data augmentation);

vii.  Implementacdo e ajuste da SVM do segundo nivel e classificacdo do audio.

4.1 Pré-processamento dos Audios

Os sinais de voz analisados nesse estudo estdo presentes na base de dados Berlin, conforme

secdo 2. Um dado importante é a duracdo desses audios que ndo é a mesma para todos 0s
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elementos da base de dados. Isso é um impeditivo para a utilizagdo de redes convolucionais,

pois ela exige que todos os dados analisados possuam mesmo tamanho em todas as dimensdes.

Zhao, Mao e Chen (2019), que também utilizaram redes neurais convolucionais no estudo de
SER na base Berlin, propuseram a utilizacdo de audios com duracdo de 8 segundos. As
gravacgdes com duracdo menor que 8 segundos seriam preenchidas com valor 0 e as gravagoes
mais longas do que 8 segundos seriam segmentadas para possuir a mesma durac¢do. Um possivel
problema dessa abordagem é a presenca de muitos sinais pequenos na base de dados Berlin, ja
que, conforme dito na se¢do 2, a média de duracdo dos sinais é de 2,78 segundos e desvio padrdo
de 1,03.

Por sua vez, Gering, Ciarelli e Salles (2019) utilizaram uma janela de 1,2 segundos centralizada
na metade do sinal de dudio para gerar o mel espectrograma utilizado na rede convolucional.
Apesar dos bons resultados indicados pelos autores, nota-se que o valor de 1,2 segundos é
menor que a duracdo média dos sinais da base Berlin. Isso faz com que uma parte significativa

dos dados néo seja considerada nessa analise.

Como forma de encontrar uma abordagem que diminua a utilizagdo de preenchimento com
zeros ou a ndo consideracdo de parte significativa do sinal de voz, escolheu-se o uso da
segmentacdo dos audios através do uso de janelas de mesmo tamanho com sobreposicao
(utilizando janelas de Hamming). Fukuda e outros (2018) destacam que € comum 0 uso de
janelas do sinal de audio para a analise desses em diversas areas que envolvem processamento
de audio. Como o tamanho da janela e o passo utilizado nessa segmentacdo nao é de trivial
escolha, utilizaram-se métodos de otimizacdo bayesiana para estimar os valores que

proporcionam o melhor desempenho de classificagéo.

4.2 Extracdo de Caracteristicas do Sinal de Voz

No dominio de SER é usual que se faga a extracdo de caracteristicas do sinal de voz para que
um algoritmo de aprendizado de méaquina realize a classificacdo. Assim como se observa no
artigo base, a implementacdo da SVM de primeiro nivel foi baseada no trabalho de Shen,
Changjun e Chen (2011). Esses autores relatam que o melhor desempenho foi alcangado com

as caracteristicas de energia, frequéncia e os coeficientes da predicdo linear dos coeficientes
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mel cepstrais (LPCMCC, do inglés linear prediction coefficients mel cepstrum coefficients) dos
audios. Isso se d& porque todas elas possuem variagdes significativas em fungdo da emocao
expressa pelo locutor. Antes do calculo desses valores, o audio é fragmentado em pequenas
janelas para entdo aplicar os calculos sobre cada janela e se extrair as estatisticas dos valores
obtidos. Dessa forma, utilizou-se a metodologia proposta em Shen, Changjun e Chen (2011)

para a extracdo de todas as caracteristicas usadas na SVM de primeiro nivel.

Quanto as caracteristicas de energia, calculou-se a energia de cada janela de dudio. Em seguida,
extraem-se as 19 caracteristicas de interesse. S&o elas:
e O méaximo, a média e a variancia da energia;
e A duracdo maxima, media e mediana de inclinagdes ascendentes e descendentes de
energia;
e Os valores méaximos, médios e medianos de inclinacGes ascendentes e descendentes de
energia,;
e O intervalo interquartil de inclinagdes ascendentes e descendentes de energia;
e O intervalo interquartil da duracdo de inclinagdes ascendentes e descendentes de

energia.

No que tange as caracteristicas de frequéncia, o parametro a ser considerado é a frequéncia
fundamental do sinal de voz. Para isso, utiliza-se 0 método Yin, que é baseado em funcdes de
autocorrelagio (DE CHEVEIGNE; KAWAHARA, 2002). Em posse da frequéncia fundamental
de cada janela, calculam-se as mesmas 19 estatisticas que foram utilizadas para a energia,

conforme descrito acima.

Por fim, tem-se a LPCMCC. Essa é uma caracteristica espectral que combina os pontos
positivos de dois outros métodos de analise de caracteristicas espectrais: coeficientes cepstrais
de predicdo linear e coeficientes mel-cepstrais (SHEN; CHANGJUN; CHEN, 2011). Extraem-
se 0s coeficientes LPCMCC até a décima quarta ordem para cada janela do sinal e entdo
calculam-se as seguintes estatisticas: média, varidncia, médximo e minimo valor de cada

coeficiente ao longo das janelas. Assim, verifica-se que o vetor resultante tera 56 valores.

Ao todo, sdo extraidas 94 caracteristicas para o sinal de voz. Durante a realizagdo dos

experimentos, porém, algumas dessas caracteristicas apresentaram uma distribuicdo muito
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assimétrica, conforme se nota no exemplo da Figura 11, onde a simbologia 60 - 70 indica que
valores entre 60 Hz e 70 Hz foram os mais comuns, mas existem valores de frequéncia muito
mais elevados (por exemplo, maiores que 200 Hz). Essa distribuicdo assimétrica afeta muito a
padronizacdo dos dados pela média e desvio padrdao, como se observa na Figura 12, devido a
presencga de pontos fora da curva (outliers, em inglés), como se vé na Figura 11. De forma a
obter uma normalizagcdo mais robusta a ruidos, substitui-se a média pela mediana e o desvio
padrdo pelo desvio padrdo em relacdo a mediana no momento da normalizacdo. O resultado se

observa na Figura 13. Nota-se que os dados ganharam aspecto menos disperso.

Figura 11 — Histograma de uma caracteristica com distribui¢cdo assimétrica
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Fonte: Elaborado pelo autor.

Figura 12 — Histograma da caracteristica normalizada com desvio padrdo
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Fonte: Elaborado pelo autor.
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Figura 13 — Normalizacdo da caracteristica com o desvio padrdo da mediana
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Fonte: Elaborado pelo autor.

4.3 Implementacéo e Ajuste da SVM do Primeiro Nivel

Conforme descrito na secdo 4.2, os dados de entrada da SVM do primeiro nivel sdo as
caracteristicas extraidas dos sinais de voz. Nos estudos de Gering, Ciarelli e Salles (2019), a
funcdo kernel utilizada foi a gaussiana. Sabendo disso, para verificar se essa é a melhor escolha,
decidiu-se ajustar a SVM com kernel gaussiano e linear. A seguinte ordem foi seguida para o

ajuste desses algoritmos:

I.  Ajuste conjunto do parametro de regularizagdo (normalmente representado pela letra C)
e, para o caso do kernel gaussiano, o parametro gama (inverso do raio de influéncia dos
vetores suporte);

ii.  Ajuste da escolha de caracteristicas mais importantes;
iii.  Ajuste do tamanho da janela a se utilizar na segmentacéo;

iv.  Ajuste do tamanho do passo entre janelas na segmentacéo.

Convém salientar que o passo entre janelas é definido como o deslocamento em segundos que
se faz, a partir do inicio da janela anterior, para delimitar o inicio da janela seguinte. Destaca-
se também que, a partir da segunda etapa, apenas o kernel gaussiano foi ajustado, posto que foi
verificado que seu desempenho é normalmente superior. Além disso, a implementacdo do

otimizador bayesiano utilizada foi a da biblioteca hyperopt para a linguagem python.
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Como é necessario adotar algum valor inicial para o tamanho da janela e o passo entre janelas
para fazer os ajustes até a terceira etapa, utilizou-se uma janela de 0,7 s e passo 0,3 s. Conforme
descrito na primeira etapa, comecgou-se pelo ajuste dos hiperparametros das SVM linear e
gaussiana. O Quadro 3 mostra a faixa de valores estudada para cada parametro. Vale mencionar
que, para todas os ajustes realizadas, a distribuicéo a priori utilizada no otimizador bayesiano

foi a uniforme.

Quadro 3 — Faixa de valores do ajuste de hiperparametros da SVM de primeiro nivel

Pardmetro Valor minimo Valor maximo
C da SVM Linear 0 2
C da SVM Gaussiana 0 2
gama 0 1

Fonte: Elaborado pelo autor.

Quanto a segunda etapa, a andlise visa identificar se todas as 94 caracteristicas sdo relevantes
para a classificacdo. Para realizar essa analise, a otimizacdo bayesiana permite que cada
caracteristica, de forma independente, seja escolhida ou ndo para a classificacdo. O critério de
escolha seguiu essas etapas: primeiro, executar a otimizacdo bayesiana com 150 iteracdes para
cada uma das 5 execug0es (utilizando os conjuntos de treino e validagdo). Em seguida, tomam-
se os resultados das ultimas 30 iteracfes de cada execucdo, pois ao final do ajuste os resultados
tendem a convergir em torno da melhor escolha. Logo apds, une-se os resultados do passo
anterior realizados em todas as execuc0es, totalizando 150 escolhas. Por fim, as caracteristicas

presentes em pelo menos 40% das escolhas sdo consideradas relevantes.

Um importante parametro a se ajustar € o tamanho da janela para a segmentacdo do sinal de
audio. Como ndo se tem nenhuma informacéo a priori, escolhe-se na etapa 3 uma ampla faixa
de valores para a otimizacdo bayesiana. Juntamente com o tamanho da janela, o passo entre
janelas também foi ajustado, mas esse parametro demonstrou sofrer grande influéncia do
tamanho da janela e, por isso, foi ajustado em uma outra etapa. O Quadro 3 contém a faixa de

valores utilizada nesse ajuste.

Por fim, a quarta etapa consiste no ajuste do tamanho do passo entre janelas. Apds a definicdo

do tamanho de janela que proporciona o melhor desempenho, pode-se escolher uma faixa de
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valores para otimizar o valor do passo. Os valores maximo e minimo considerados estdo no
Quadro 4.

Quadro 4 — Faixa de valores do ajuste do tamanho da janela de audio

Paradmetro Valor minimo Valor maximo
Tamanho da janela 0,3s 0,9s
Tamanho do passo 0,15s 05s

Fonte: Elaborado pelo autor.

E de suma importancia ressaltar que a SVM do primeiro nivel possui saida probabilistica. Como
esse algoritmo é, por natureza, um classificador binario, é necessaria a implementacdo de
alguma abordagem que estime as probabilidades. Platt (1999) propds uma regressao logistica
para o calculo das probabilidades em um caso de classificacdo binaria. Alguns anos depois, Wu,
Lin e Weng (2004) conseguiram generalizar o método de Platt para classificadores de multiplas
classes. Esse ultimo estd implementado na popular biblioteca scikit-learn para a linguagem

python, a qual foi utilizada no presente estudo.

4.4 Extracao do Mel Espectrograma dos Sinais de Voz (Entrada da SVM)

O espectrograma € uma ferramenta para analise das frequéncias presentes em um sinal. Nele, é
possivel observar a poténcia presente em uma gama de frequéncias ao longo do tempo. Essa é
uma poderosa ferramenta para fins de SER, como indicam Zhao, Mao e Chen (2019) e seus
bons resultados. No caso de &udios, € comum a visualizacdo do espectrograma nao na escala
linear, mas na escala Mel, o que é conhecido como Mel espectrograma. A equacdo (26) indica
0 procedimento para converter um valor Fy, de frequéncia em Hertz para o equivalente Mel
F,,.;. Essa escala de frequéncia foi obtida experimentalmente por Stevens, Volkmann e
Newman (1937) e foi baseada na forma como a audicdo humana distingue diferentes
frequéncias. Pode-se observar também um exemplo de Mel espectrograma de uma janela de
audio da Berlin na Figura 14.

F,
Foner = 2295l0g1(1 + 76’(2)) (26)
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Na pratica, utilizou-se a biblioteca computacional Librosa para o célculo dos Mel
espectrogramas com janelas de Hamming.

Figura 14 — Mel espectrograma de uma janela de audio
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Fonte: Elaborado pelo autor.

4.5 Implementacéo e Ajuste da CNN-LSTM 2D

A CNN-LSTM 2D é o classificador que utiliza os Mel espectrogramas como sinal de entrada.
Ao contrario da ideia da SVM que realiza apenas a classificacdo, o objetivo desse método é
realizar ambas as tarefas de extracéo de caracteristicas e classificacdo. Zhao, Mao e Chen (2019)
frisam que isso se da através das camadas convolucionais que permitem o ajuste dos pesos que
compdem os filtros, tendo esses Ultimos a responsabilidade de extrair as caracteristicas locais
do sinal de voz. A camada LSTM, por sua vez, tem a capacidade de identificar dependéncias

de longo termo, o que permite o aprendizado de caracteristicas do udio em um contexto global.

A CNN-LSTM 2D utilizada no presente projeto foi baseada nos estudos de Gering (2019) e
Zhao, Mao e Chen (2019). A fim de esclarecer a arquitetura do algoritmo, a Figura 15
demonstra o que foi chamado de um bloco de aprendizado de caracteristicas locais (BACL).
Em seguida, tem-se a Figura 16 que traz um diagrama de blocos da arquitetura implementada
e 0 Quadro 5 que indica as dimensfes de cada camada. No Quadro 5, percebe-se que os Mel

espectrogramas gerados possuem dimensdes 218 x 213 e vé-se a descri¢do de todas as camadas
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utilizadas para a construcdo da rede neural em questdo. Ele foi colorido de forma a facilitar a
distingéo de cada BACL.

Figura 15 — Bloco de aprendizado de caracteristicas locais (BACL)
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Fonte: Zhao, Mao e Chen (2019).
Nota: Adaptado pelo autor.
Figura 16 — Diagrama de blocos da CNN-LSTM 2D
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Fonte: Zhao, Mao e Chen (2019).
Nota: Adaptado pelo autor.

E conveniente destacar que a camada densa apresentada na Figura 16 e no Quadro 5 é uma
camada de neurbnios totalmente conectados. Outrossim, a camada de remodelagem é a
transformacéo da saida da ultima camada de max pooling de trés para duas dimensdes, de forma

que a matriz se torne compativel para a utilizagdo na LSTM.

Posto que ambos os autores obtiveram bons resultados quando da utilizacdo dessa arquitetura,
optou-se por conservar a estrutura geral e apenas ajustar a taxa de aprendizado através da
otimizac&o bayesiana, percorrendo o intervalo de valores de 0 a 0,003. Destaca-se também que
a saida dessa rede € um vetor com 7 valores que indicam a probabilidade de o dudio analisado
pertencer a cada uma das classes. Isso se obtém a partir da utilizacdo da funcdo softmax como
funcdo de ativacao da camada densa. A formula da softmax esta representada na equacao (27),

dado que x é o vetor de entrada e C o conjunto das classes de emogdes.
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Quadro 5 — Descricdo das camadas da CNN-LSTM 2D

Dimensao de saida Tamanho do kernel

Convolucional 1 218 x 213 x 64 3x3 1x1
Batch Normalization 1 218 x 213 x 64 - -
ELU 1 218 x 213 x 64 - -
Pooling 1 109 x 106 x 64 2X2 2X2
Convolucional 2 109 x 106 x 64 3x3 1x1
Batch Normalization 2 109 x 106 x 64 - -
ELU 2 109 x 106 x 64 - -
Pooling 2 27 X 26 X 64 4x4 4x4
Convolucional 3 27 X 26 x 64 3x3 1x1
Batch Normalization 3 27 X 26 x 64 - -
ELU 3 27 X 26 X 64 - -
Pooling 3 6 x6x128 4x4 4x4
Convolucional 4 6 X 6x128 3x3 1x1
Batch Normalization 3 6 X 6x128 - -
ELU 3 6 x6x128 - -
Pooling 4 1x1x128 4x4 4x4
Remodelagem 1x128 - -
LSTM 256 256 -
Densa 7 7 -
Fonte: Zhao, Mao e Chen (2019).
Nota: Adaptado pelo autor.
Xi
o(x); = ST o5 parai=1,..,Cex = (xq,..,x;) €ER (27)

j=1

4.6 Aumento de Dados (Data Augmentation)

A secdo 3.3 trouxe uma breve elucidagéo de alguns algoritmos de aumento de dados utilizados
na area de SER. Para o presente estudo, escolheu-se aplicar a adi¢do de ruido gaussiano branco
e alteracdo da velocidade do audio. Para ambos os métodos, sabendo que o intuito é diminuir o
desbalanceamento da base de dados (assim como aumentar a quantidade de dados para treino),
calculou-se a quantidade de janelas de audios a serem geradas em cada método com base na
diferenca entre a quantidade de dados presentes em cada classe. Nesse contexto, a equacgéo (28)
foi utilizada para calcular a diferenca da quantidade de janelas de audio por classe, a equacao
(29) traz a quantidade de janelas de audio geradas para a classe majoritaria e a equagédo (30) a

quantidade de janelas de audio geradas para as classes minoritarias.

n; = O,B(jM - ji); iecC (28)
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= —minz("i); i€ (C—M) (29)

Ni=ni+B;iEC (30)

Destaca-se que C € o conjunto das 7 classes, M ¢ a classe majoritaria, j; € a quantidade de
janelas iniciais da classe i, B é o valor base de janelas a serem geradas, n; é a quantidade de
janelas a serem geradas para a classe i em funcédo da diferenca entre o0 nimero de janelas de M
e i, enquanto N; é a quantidade de janelas a serem geradas. Cabe ressaltar também a presenca
do valor 0,3 (ou 30%) que indica a quantidade de amostras a serem geradas em funcdo da
diferenca do numero de janelas entre as classes. Ele foi escolhido porque, para alguns folds, a
diferenca da quantidade de janelas da classe majoritaria para a minoritaria se mostrou muito
expressiva, por exemplo, nos dados de treino da execugdo 0: 949 janelas na classe majoritaria
contra 463 na minoritaria. A diferenca entre elas € maior que a propria quantidade de janelas
da classe minoritaria. Para que o niumero de janelas geradas ndo fosse muito expressivo em

comparacao a quantidade inicial, escolheu-se esse fator de projeto de 0,3.

Convém pontuar que os dados base utilizados para aplicar as técnicas de aumento de dados sdo
escolhidos aleatoriamente (com distribuicdo uniforme) entre os dados da classe em quest&o.
Assim, é possivel que um audio néo seja escolhido, seja escolhido apenas para um dos métodos
ou para ambos, de forma que nesse ultimo caso, ambas as técnicas serdo aplicadas em

sequéncia.

No que tange ao método de adicdo de ruido, para cada classe, obtém-se valores aleatérios (um
para cada audio a ser gerado) entre 50 e 80 decibéis para a relacdo sinal-ruido desejada. Logo
apos, calcula-se a amplitude média das janelas daquela classe e, em seguida, encontra-se a
amplitude do ruido a ser adicionado a elas. A equacdo (31) traz a definicdo da relacdo sinal
ruido, enquanto a operacdo descrita anteriormente esta na equacéo (32), sendo que (32) resulta
da manipulagdo de (31). Nelas, A, é a amplitude do ruido a ser inserido, A,, a amplitude média
dos sinais da classe em questdo, SNR € a relacdo sinal ruido em decibéis e S o conjunto de

amostras de dudio base escolhidas.

A
SNR = 20l0g10(A—m) (31)

r
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A
A, =——— s€ES (32)

SNR;’
10 20

O outro método estudado para aumento de dados € a alteracdo da velocidade do sinal de voz,

conforme técnicas descritas na se¢ao 3.3. Para a escolha do fator de velocidade, valores foram

amostrados de uma distribuicao uniforme entre 0,9 e 1,1, valores esses baseados no trabalho de

Aldeneh e Provost (2017). Assim, cada audio gerado tera um fator de velocidade distinto.

E importante pontuar que esse método altera o tamanho do sinal resultante, o que poderia ser
um empecilho para a rede convolucional. Fatores maiores do que 1 diminuem a duragéo do
sinal, enquanto fatores menores do que 1 a aumentam. Para corrigir essa caracteristica
indesejavel, sinais maiores do que a duracdo padréo serdo segmentados e sinais menores terdo
adicdo de zeros. Para esse Ultimo caso, escolheu-se aleatoriamente se a adicdo ocorreria no
inicio ou no fim do audio. A implementacdo desse método se deu atraves dos recursos da

biblioteca librosa para a linguagem python.

4.7 Implementacdo e Ajuste da SVM de Segundo Nivel e Classificagdo do Audio

Em posse das saidas de ambos os classificadores do primeiro nivel, torna-se necessaria a
implementacdo do classificador do segundo nivel. Cada vetor de entrada possui 14 valores (7
vindas da SVM e 7 da CNN-LSTM 2D) que indicam as probabilidades de pertinéncia da
amostra as 7 classes do problema em questdo. Como se escolheu uma SVM com kernel
gaussiano, fez-se necessario o ajuste dos parametros C e gama, de maneira similar ao ajuste da

SVM do primeiro nivel descrita na se¢éo 4.3. O Quadro 6 demonstra os valores analisados.

Quadro 6 — Faixa de valores do ajuste de hiperparametros da SVM de segundo nivel

Parametro Valor minimo ‘ Valor méximo

C 0 2
gama 0 10

Fonte: Elaborado pelo autor.

Obteve-se a saida probabilistica dessa SVM para cada janela dos audios da base de dados. Em
seguida, todos os resultados das janelas de cada audio foram agrupados e calculou-se a mediana

das probabilidades de todas as janelas em relacdo a cada classe. Por fim, a classificagdo foi
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realizada tomando como resposta a classe com maior valor entre as 7 medianas. A Figura 17

traz, a titulo de exemplo, o detalhamento completo dessas operacdes para um sinal de audio

completo dividido em 2 janelas.

Figura 17 — Classificacdo no segundo nivel para um audio segmentado em 2 janelas

Resultado da SVM de 12 nivel

Resultado da CNN-LSTM 2D

Vetor de
probabilidades
daJanela 1 Tédio Desgosto Medo Alegria Tristeza Neutro | Raiva Tédio Desgosto Medo Alegria Tristeza Neutro
Classes
Vetor de
probabilidades
da JanEIa 2 Raiva Tédio Desgosto Medo Alegria Tristeza MNeutro | Raiva Tédio Desgosto Medo Alegria Tristeza Neutro
Y
Vetor de SVM DE 2°
probabilidades » NIVEL »
da JarIEIa 1 Raiva Tédio Desgosto Medo Alegria Tristeza Neutro
Mediana
Y
Vetor de SUM DE 2°
probabilidades » NIVEL ‘
da Janela 2 IVE
\ J Raiva Tédio Desgosto Medo Alegria Tristeza Neutro
0.04 0.07 0.16 0.04 0.47 0.14 0.06
Raiva Tédio Desgosto Medo | Alegria |Tristeza Neutro

Fonte: Elaborado pelo autor.
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5 RESULTADOS E DISCUSSAO

5.1 Recursos Computacionais Utilizados

Todos os experimentos foram realizados no computador pessoal do autor do trabalho, que
possui as seguintes configuracdes: sistema operacional Windows 10 Home; processador Intel
Core i7-8750H, 2,20 GHz com 6 nucleos fisicos; memoéria RAM de 8 GB; unidade de
armazenamento de 1 TB (disco rigido); placa de video Nvidia Geforce GTX 1060, com 6 GB

de memoria dedicada.

Quanto a execucdo de codigos de programacdo, optou-se pela linguagem Python e suas
bibliotecas: Scikit-Learn (que contém a implementacdo utilizada da SVM), Hyperopt (que
contém a implementacéo utilizada da otimizacao bayesiana com o TPE), Keras (que contém a
implementacdo utilizada para CNN e LSTM), plotly e matplotlib (para gerar os graficos

apresentados).

5.2 Ajuste de Hiperparametros da SVM do Primeiro Nivel

Tendo a segmentacdo dos sinais de dudio em janelas e a extracdo de caracteristicas do sinal de
voz, conforme procedimentos descritos na secdo 4, iniciou-se 0 ajuste dos hiperparametros da
SVM do primeiro nivel. Para a verificacdo do desempenho do algoritmo, calcularam-se os
valores F1 ponderados de acordo com a quantidade de janelas por classe. Ocorre que apenas
observando o comportamento do F1 em funcdo das escolhas de valores do hiperpardmetro ndo
fica claro quais escolhas resultam em melhores resultados, pois os folds de validacdo de cada
execucdo possuem dados diferentes. Isso faz com que a média do F1 das iteracdes de ajuste de
uma execucdo especifica seja diferente dos outros. Para uma melhor visualizacdo, definiu-se o
valor Fm, que consiste no valor de F1 apds a subtracdo da média do F1 de todas as iteracdes
daquela execugdo. Assim, o intuito é que Fn demonstre o desempenho de uma escolha de
hiperparametros em relacdo a execucdo analisada. As Figuras 18 e 19 exemplificam o que foi
dito. Verifica-se que, para o grafico com valores de F1, a faixa de valores de C que resulta em
melhores resultados fica mascarada pela diferenca entre o desempenho das execucdes, enquanto

o grafico com valores de Fm a torna mais visivel.
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No momento da escolha da faixa de valores a ser utilizada para o ajuste de cada hiperparametro,
percebeu-se que essa tarefa ndo € trivial. Faixas maiores tendem a indicar o comportamento
global da curva de desempenho, mas nao se obtém os valores adequados de forma precisa. Por
outro lado, uma faixa pequena pode revelar apenas o comportamento em torno de um minimo
local, o que também ndo é desejado. Uma alternativa seria permitir muitas iteracdes até que o
algoritmo convergisse para uma faixa estreita de valores, mas isso resultaria num elevado tempo
de execucdo. Nesse quadro, a solucdo encontrada foi executar duas vezes o ajuste do
hiperparametro: primeiro com valores abrangentes, o que revela o comportamento global da
curva de desempenho e, depois, com valores mais refinados, o que auxilia na deteccdo dos

valores adequados de forma mais precisa.

Figura 18 — Ajuste global do hiperpardmetro C da SVM linear
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Fonte: Elaborado pelo autor.

A Figura 18 contém também a analise global do hiperparametro C da SVM linear, que foi
realizada com 50 iteragfes. Em seguida, reduziram-se os valores permitidos para uma faixa
menor, a fim de se obter um resultado mais preciso. Essa segunda analise esta registrada na

Figura 19.

A partir da interpretacdo da Figura 19, verifica-se que o melhor desempenho foi obtido com C

entre 0,02 e 0,04, de forma que 0,03 foi escolhido como valor a ser utilizado.
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Figura 19 — Ajuste local do hiperpardametro C da SVM linear
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Fonte: Elaborado pelo autor.

Para a SVM gaussiana, otimizam-se dois hiperparametros: o gama e o C. As Figuras 20 e 21
trazem andlise global e local do gama, respectivamente, enquanto as Figuras 22 e 23 mostram
as mesmas analises para o C. Como a anélise global para o C da SVM gaussiana ndo foi
conclusiva, a anélise local foi refeita com a mesma faixa de valores, mas fixando o valor de

gama.

Figura 20 — Ajuste global do pardmetro gama da SVM Gaussiana

0.6

p 04 9,
®
0. L
0.3
0.4
© 0.2
o
o
g oz £
] w
o
o 0.1
0.2
0
L] .
» ° e ° e ® °
°
0.1 ]
B LR ® o L @
L ] L ° L] L L =] ° 200 o
L] L © ° L e o e o —0
@ L
0
0 0 0.4 0 ).8 0.2 0.4 0.6 0.8
Gama Gama

Fonte: Elaborado pelo autor.
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Figura 21 — Ajuste local do pardmetro gama da SVM Gaussiana

e FoldOF1
0.62 oios L4 e Fold0Fm
> ’ &5 o2 ® Fold1F1
e o o® et 2 ° e Fold1Fm
% A 5 o . 8 CPaubee 2% ° Fold 2 F1
e
25 °e% G o0 § elguie & s O e Fold2Fm
. o, ol =S N ¢ o . ® odod™ s * Fold3F1
.‘. o oy ° L] ° . ¢ ~ .u. e ® Fold 3 Fm
. e ...0.. ... S e ° o ® Fold 4 F1
0.58 ° ¢ ., = Ve oo ° ° Fold 4 Fm
~ PO ) -0.02
° P L . 8
o . o .
o L ’ e
2
g o056 e -
L L] L]
= o T 004 e
Q L]
A °
i . ° L
0.54
-0.06
052 B
-0.08
0.5
*
L] ~0.1 L]
0 0.002 0.004 0.006 0.008 0 0.002 0.004 0.006 0.008
Gama Gama
Fonte: Elaborado pelo autor.
Figura 22 — Ajuste global do parametro C da SVM Gaussiana
0.6 e Fold0F1
L4 e Fold 0 Fm
04 ° - e Fold1F1
¢ © 3 °
° e Fold1Fm
0.5 . Fold 2 F1
' e Fold2Fm
0.3 e Fold3F1
. Fold 3 Fm
Fold 4 F1
0.4 Fold 4 Fm
- 0.2
e
&
T 03 £
5 &
Q
o 0.1
w
0.2
L ] L L
0
L]
. o % °o® o, w® o
0.1 o °
e o R gee o .- L ] L] .- L1 L L] s L
L ) L] . o - L -0.1 ] ®
L] L] L]
0 L]
0 0.5 1 1.5 2 0 0.5 1 15 2
c c

Fonte: Elaborado pelo autor.



55

Figura 23 — Ajuste local do hiperparametro C da SVM Gaussiana
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Fonte: Elaborado pelo autor.

A partir das observagdes desses resultados, pode-se construir o Quadro 7 com os valores

escolhidos para cada hiperparametro.

Quadro 7 — Valores escolhidos para os hiperparametros

‘ Parametro Valor obtido ‘
C da SVM Linear 0,03
C da SVM Gaussiana 15

gama da SVM Gaussiana | 0,005

Fonte: Elaborado pelo autor.

O proximo passo consiste no ajuste da escolha das variaveis a serem utilizadas pela SVM do
primeiro nivel. O procedimento utilizado foi descrito na se¢do 4.3. As Figuras 24 e 25 contém
0 comportamento do valor F1 em funcdo do numero de iteragfes paraa SVM linear e gaussiana,

respectivamente.

O primeiro fato que se observa é a quantidade de iteracfes bem mais escassa no ajuste da SVM
linear. Isso ocorreu porque ambas as otimiza¢6es das Figuras 24 e 25 foram feitas de uma sé
vez. Permitiu-se ao otimizador escolher ambos kernel e hiperparametros que resultassem no

melhor desempenho. Entende-se, pelos valores alcangcados de F1 e pela quantidade de iteragfes
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de cada algoritmo, que a SVM gaussiana possui resultados consistentemente melhores que a

linear para os 4 primeiros folds de validagdo.

Figura 24 — Ajuste das variaveis a serem utilizadas na SVM Linear
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Figura 25 — Ajuste das variaveis a serem utilizadas na SVM Gaussiana
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Fonte: Elaborado pelo autor.

Quanto as caracteristicas selecionadas nesse processo, seu nimero foi reduzido de 94 para 67 e
o melhor valor de F1 obtido foi de 0,648, um aumento consideravel em relagcdo aos 0,62

observados antes do ajuste da escolha das variaveis a serem utilizadas.
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A préxima etapa foi o ajuste conjunto do tamanho da janela e do tamanho do passo da janela.

Como dito na secéo 4.3, a partir desse ponto, apenas a SVM gaussiana foi avaliada. As Figuras

26 e 27 informam os resultados obtidos.

Figura 26 — Ajuste do tamanho da janela de dudio
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Fonte: Elaborado pelo autor.

Figura 27 — Primeiro ajuste do tamanho do passo da janela
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Fonte: Elaborado pelo autor.
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Uma caracteristica que fica evidente é a preferéncia do algoritmo por tamanhos maiores de

janela de audio. A fim de garantir que todos os audios possuissem pelo menos 2 janelas, fez-se

necessario limitar o tamanho da janela a 0,85 s, valor esse que foi a escolha final. Por sua vez,



58

o tamanho do passo da janela ndo demonstrou ter relevancia significativa se comparada ao

tamanho da janela e, por isso, a etapa seguinte de ajuste considera apenas variagdes nesse

hiperparametro, como demonstrado na Figura 28.

Figura 28 — Segundo ajuste do tamanho do passo da janela
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Fonte: Elaborado pelo autor.
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Como se pode notar, duas faixas de valores de tamanho do passo da janela podem ser

escolhidas: ou os valores em torno de 0,3 s ou valores proximos a 0,15 s. Decidiu-se pelo valor

de 0,15 s em funcéo da maior consisténcia de resultados no seu entorno. Dessa forma, todos 0s

hiperparametros da SVM do primeiro nivel foram ajustados. A configuracéo final se encontra

no Quadro 8.

Quadro 8 — Resultado do ajuste de hiperparametros da

SVM de primeiro nivel

Parametro Valor obtido
kernel Gaussiano
C 15
gama 0,005
Tamanho da janela de 0,85s
audio

Fonte: Elaborado pelo autor.
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Nesse momento, realizaram-se testes a fim de verificar o desempenho obtido quando do
agrupamento de todas as janelas de cada audio para a classificacdo do conjunto de validagéo.

O resultado esta disposto no Quadro 9.

Quadro 9 — Desempenho da SVM ajustada sobre o
conjunto de validacdo

Fold de validacéo F1 ponderado
0,67
0,70
0,72
0,69
0,69

Al W N | O

Fonte: Elaborado pelo autor.

5.3 Ajuste dos Hiperparametros da CNN-LSTM-2D

No caso da CNN-LSTM-2D, o Unico parametro a ser ajustado é a taxa de aprendizado, posto
que a arquitetura foi baseada em Gering (2019) e em Zhao, Mao e Chen (2019). A Figura 29

traz o ajuste da taxa de aprendizado.

Figura 29 — Ajuste da taxa de aprendizado da CNN-LSTM-2D
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Fonte: Elaborado pelo autor.
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A primeira observagdo a se realizar ¢ a faixa de valores F1 obtidos durante o ajuste. Eles sdo
bem superiores aos da SVM para todos os folds de validacdo. Porém, cabe ficar atento ao fato
de que, em cada fold, um valor distinto de taxa de aprendizado é mais eficiente e, ao se escolher
um unico valor, ocorrera um decréscimo de desempenho. Pode-se avaliar também que os
resultados mais consistentes ficam entre 2 x 10 e 4 x 10*. Dessa maneira, escolheu-se o valor
de 3 x 10* como a taxa de aprendizado a ser utilizada. Essa informagdo estd também

representada no Quadro 10.

Quadro 10 — Resultado da otimizag&o de
hiperparametros da CNN-LSTM-2D

Parametro Valor obtido

Taxa de aprendizado 3x10*

Fonte: Elaborado pelo autor.

Para verificar o desempenho da rede ajustada, ela foi executada 5 vezes nos conjuntos de
validacao de cada execucdo para que o valor médio e desvio padrdo de F1 fossem anotados. O
valor da média esta registrado na frente, seqguido pelo desvio padrdo entre parénteses, como se
encontra no Quadro 11. Destaca-se que o procedimento foi 0 mesmo realizado para a SVM:
agrupam-se todas as janelas do mesmo audio para obter, através da mediana das probabilidades

de cada janela, a classe final.

Quadro 11 — Desempenho da CNN-LSTM 2D ajustada
no conjunto de validagdo

‘ Fold de validacio F1 ponderado ‘
0,64 (0,05)
0,71 (0,10)
0,76 (0,03)
0,64 (0,01)
0,76 (0,14)

Al W N | O

Fonte: Elaborado pelo autor.
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5.4 Ajuste da SVM do Segundo Nivel

No caso da SVM do segundo nivel, escolheu-se otimizar apenas o kernel gaussiano. Dessa
forma, o procedimento foi o ajuste dos parametros C e gama, conforme as Figuras 30 e 31,

respectivamente.

Observa-se que C ndo demonstrou possuir uma faixa de valores que resulte em melhorias
consistentes de desempenho. Dessa maneira, escolheu-se com base na repetibilidade, ou seja,
muitas iteracGes de execucgdes diferentes resultando em valores proximos de Fm. As escolhas

feitas estdo na Quadro 12.

Figura 30 — Ajuste do pardmetro C da SVM de segundo nivel
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Fonte: Elaborado pelo autor.

Para verificar o desempenho do sistema ajustado, realizaram-se 5 execucdes para cada fold de
teste. A média e o desvio padrao dos desempenhos obtidos estdo no Quadro 13. Destaca-se que,
a partir desse momento, todos os resultados mostrados foram aferidos sobre o conjunto de teste,
visando obter os desempenhos finais. E interessante também avaliar como o algoritmo se
comporta em relacdo a cada classe. Como varias iteracdes foram realizadas, o0 Quadro 14 traz a

média e o desvio padrdo do F1 por classe.



Figura 31 — Ajuste do parametro gama da SVM de segundo nivel
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Quadro 12 — Resultado do ajuste da SVM do segundo
nivel

Valor obtido

Parametro

C

gama

0,7
8,0

Fonte: Elaborado pelo autor.

Quadro 13 — Desempenho do algoritmo completo
ajustado nos conjuntos de teste

‘ Fold de teste F1 ponderado ‘
0,90 (0,01)
0,84 (0,03)
0,85 (0,03)
0,85 (0,02)

0,90 (0,02)

Al W N | O

Fonte: Elaborado pelo autor.
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Quadro 14 — Desempenho por classe do algoritmo

completo

Classe F1
Raiva 0,92 (0,03)
Tédio 0,84 (0,06)
Neutro 0,88 (0,07)
Alegria 0,80 (0,05)
Medo 0,86 (0,07)
Tristeza 0,92 (0,06)
Desgosto 0,82 (0,04)

Fonte: Elaborado pelo autor.

Cabe salientar, nesse contexto, que a abordagem proposta para a otimizacao de hiperparametros
foi a analise isolada dos hiperparametros de forma sequencial. 1sso pode ter influenciado na
escolha dos hiperparametros que foram ajustados por ultimo e, consequentemente, resultado
em um decréscimo de desempenho. Uma abordagem de ajuste conjunto de todos os
hiperparametros seria ideal para garantir a eliminacdo desse efeito, mas para o presente
trabalho, seria necessario possuir maior capacidade de computacdo e mais tempo disponivel

para a execucdo dos algoritmos.

5.5 Aumento de Dados

O aumento de dados foi feito conforme os procedimentos da se¢éo 4.6. Para se ter uma melhor
visualizacao do efeito das transformacdes realizadas, as Figuras 32, 33, 34 e 35 trazem o Mel
espectrograma de uma janela sem adi¢do de ruido, com adicdo de ruido, com diminui¢do na

velocidade do dudio e com aumento na velocidade do 4udio, respectivamente.

Pode-se notar que a adicdo do ruido gaussiano branco diminui a clareza das caracteristicas de
frequéncia do audio, enquanto a alteracdo da velocidade do audio ou expande ou contrai 0
espectrograma em relacdo ao eixo do tempo. Em posse desses resultados, testou-se o
desempenho de cada algoritmo quando da utilizagdo de cada um dos métodos e da combinacédo
de ambos. O Quadro 15 compara 0s desempenhos do aumento de dados na SVM do primeiro
nivel, o Quadro 16 compara os desempenhos na CNN-LSTM 2D e o Quadro 17 mostra 0s

desempenhos do arranjo de classificadores.
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Figura 32 — Mel espectrograma original de uma janela de &udio
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Fonte: Elaborado pelo autor.

Figura 33 — Mel espectrograma de uma janela de audio com adicéo de ruido
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Fonte: Elaborado pelo autor.

Avaliando os resultados dos Quadros 15, 16 e 17, verifica-se que, paraa SVM do primeiro nivel
e paraa CNN-LSTM 2D, a melhor técnica foi utilizar apenas a adi¢do do ruido. Como indicado
anteriormente na Figura 33, o ponto positivo da adicdo do ruido é que ele mascara as
caracteristicas de frequéncia do sinal de &dudio que possuem menor amplitude. 1sso pode ter
colaborado para uma maior capacidade de generalizacdo dos algoritmos.
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Figura 34 — Mel espectrograma de uma janela de dudio com diminuic&o de
velocidade
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Fonte: Elaborado pelo autor.

Figura 35 — Mel espectrograma de uma janela de audio com aumento de
velocidade
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Fonte: Elaborado pelo autor.

Por sua vez, o arranjo completo dos classificadores ndo observou melhoria expressiva de
desempenho quando da aplicacdo do aumento de dados. Um raciocinio plausivel é o de que,
por mais que tenha ocorrido alguma melhoria no desempenho, ela foi menor que o desvio
padrdo do desempenho dos algoritmos do primeiro nivel, o que faz com que o ganho de

desempenho global seja inexpressivo.
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Quadro 15 — Resultado da aplicacdo do aumento de dados na SVM de primeiro nivel analisada nos folds
de teste

Fold F1 anterior F1 com ruido

F1 com alteracéao

F1 com as duas

da velocidade técnicas
0 0,67 0,72 (0,01) 10,68(0,02) | 0,71(0,02)
1 0,70 0,67 (0,01) 0,71 (0,02) 0,70 (0,03)
2 0,72 0,72 (0,01) 0,72 (0,01) 0,70 (0,03)
3 0,69 0,73 (0,02) 0,72 (0,02) 0,71 (0,01)
4 0,69 0,71 (0.01) 0,67 (0,01) 0,70 (0,02)

Fonte: Elaborado pelo autor.

Quadro 16 — Resultado da aplicacdo do aumento de dados na CNN-LSTM 2D analisada nos folds de teste

F1 anterior F1 com ruido F1 com alteracdo | F1 com as duas
da velocidade técnicas
0 0,64 (0,05) 0,73 (0,04) 0,71 (0,04) 0,71 (0,08)
1 0,71 (0,10) 0,76 (0,05) 0,73 (0,03) 0,76 (0,02)
2 0,76 (0,03) 0,75 (0,06) 0,66 (0,09) 0,75 (0,05)
3 0,64 (0,02) 0,74 (0,10) 0,74 (0,06) 0,68 (0,02)
4 0,76 (0,01) 0,72 (0,07) 0,67 (0,05) 0,70 (0,07)

Fonte: Elaborado pelo autor.

Quadro 17 — Resultado da aplicacdo do aumento de dados no arranjo de classificadores

F1 anterior F1 com ruido F1 com alteracdo | F1 com as duas
da velocidade técnicas
0 0,90 (0,01) 0,90 (0,01) 0,91 (0,02) 0,90 (0,03)
1 0,84 (0,03) 0,86 (0,02) 0,86 (0,02) 0,87 (0,02)
2 0,85 (0,03) 0,79 (0,02) 0,84 (0,02) 0,85 (0,03)
3 0,85 (0,02) 0,87 (0,03) 0,88 (0,02) 0,86 (0,02)
4 0,90 (0,02) 0,90 (0,03) 0,90 (0,01) 0,90 (0,02)

Fonte: Elaborado pelo autor.

5.6 Comparacéao de Resultados

Com o intuito de comparar os resultados obtidos aos demais presentes no ramo de SER,
construiu-se o Quadro 18, considerando como resultado do presente trabalho o arranjo de

classificadores sem a utilizagcdo do aumento de dados.
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A partir dessa comparagédo, nota-se que houve melhoria no desempenho de classificagdo do
modelo proposto em relacdo a Gering, Ciarelli e Salles (2019). Ainda que para algumas classes
o F1 tenha sido inferior, o valor F1 médio foi superior. Convém destacar também que o arranjo
proposto em Gering, Ciarelli e Salles (2019) foi de maior complexidade, o que também ressalta

0 beneficio da metodologia proposta.

Quadro 18 — Comparacdo do F1 obtido no modelo proposto com resultados de
outros trabalhos

Classe Proposto Gering, Ciarellie  Zhao, Mao e Chen
Salles
Raiva 0,92 0,88 0,95
Tédio 0,84 0,92 0,94
Neutro 0,88 0,89 0,92
Alegria 0,80 0,88 0,93
Medo 0,86 0,77 0,96
Tristeza 0,92 1,00 0,99
Desgosto | 0,82 0,50 0,96
Média 0,86 0,83 0,95

Fonte: Elaborado pelo autor.

Como a principal diferenca entre a abordagem proposta nesse trabalho e a proposta por Zhao,
Mao e Chen (2019) é a realizagdo de padding do sinal, foi feita uma breve analise de como esse
procedimento pode ter ajudado na classificacdo. Conforme pode ser observado no Quadro 19,
0s tempos médios e os desvios padrdo de duracdo dos audios de cada classe sdo ligeiramente
diferentes uns dos outros, com destaque para as classes Tristeza e Desgosto. E possivel que o
preenchimento com zeros para completar um audio de 8 segundos possa ter sido uma fonte de
informacdo indireta para a rede profunda, que pode ter aprendido algum padrdo por meio do
numero de zeros utilizado no preenchimento do audio. Entretanto, uma analise mais
aprofundada desses pontos foge ao escopo do presente trabalho, sendo sugerido esse estudo

para trabalhos futuros.
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Quadro 19 — Média e desvio padrédo da duracdo dos audios
de cada classe

Média e desvio padrdo da

duragdo dos &udios

2,64 (0,73)
Tédio 2,78 (0,80)
Neutro 2,36 (0,65)
Alegria 2,54 (0,68)
Medo 2,23 (0,63)
Tristeza 4,05 (1,52)
Desgosto 3,35 (1,06)

Fonte: Elaborado pelo autor.
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6 CONCLUSOES E PROJETOS FUTUROS

6.1 Conclusodes

O objetivo desse trabalho foi propor um arranjo de classificadores para identificacédo de
sentimento em voz, com base no trabalho de Gering, Ciarelli e Salles (2019), dando foco ao
ajuste de hiperparametros e uso de técnicas de aumento de dados para equalizacdo da base de
dados. Para isso, utilizou-se a base de dados Berlin, que é de dominio pablico. A abordagem
proposta se baseou em algoritmos de otimizagdo bayesiana, no caso do ajuste de
hiperparametros, assim como adi¢cdo de ruido gaussiano branco e altera¢do na velocidade do

sinal de voz para o caso de aumento de dados.

Os objetivos propostos foram alcangados, com destaque para a melhoria no desempenho F1 em
relacdo aos resultados alcancados em Gering, Ciarelli e Salles (2019), mesmo com a proposi¢éo
de um arranjo de classificadores mais simples do que o do artigo base. Verificou-se também
que a utilizacdo do arranjo de classificadores trouxe melhora significativa dos resultados
quando comparada com a aplicacdo de apenas um classificador isoladamente. A otimizagéo
bayesiana, por sua vez, se mostrou uma efetiva forma de se encontrar valores adequados para
os hiperparametros dos algoritmos estudados. No que tange ao uso do aumento de dados para
a equalizacdo da base de dados, ndo se observou melhoria significativa no desempenho da
arquitetura implementada, de forma que o melhor resultado considerado foi obtido sem o uso
do aumento de dados.

6.2 Sugestdes para Projetos Futuros

Como trabalhos futuros, sugere-se implementar o ajuste de todos os hiperparametros de forma
conjunta para evitar que o ajuste isolado dos primeiros hiperparametros influencie nos valores
obtidos para os seguintes. Além disso, como os métodos de aumento de dados ndo resultaram
em melhorias significativas de desempenho, podem-se avaliar outros métodos para lidar com
bases de dados desbalanceadas, como técnicas de sobreamostragem ou subamostragem, que
também sdo observadas em trabalhos cientificos na area de SER. Por fim, verificou-se que a
metodologia proposta por Zhao, Mao e Chen (2019) para a CNN-LSTM 2D obteve melhores

resultados, mas o método de padding utilizado pelos autores pode ter influenciado no
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aprendizado de caracteristicas especificas da base de dados Berlin, mais especificamente, na
diferenca da duragdo dos &udios de cada classe. Assim, sugere-se a anélise desse fendbmeno para

verificar se 0 método proposto por esses autores seria capaz de obter bons resultados para outras
bases de dados.
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