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Resumo

O presente trabalho avalia aplicagoes de redes neurais artificiais e decomposicao wavelet
para realizar a previsao da demanda elétrica e capacidade de geracao de sistemas edlicos
e solar. Uma abordagem utilizando variaveis ex6genas também é testada. Para desen-
volvimento dos modelos de previsao foi empregado o software Matlab, utilizando séries
de dados meteoroldgicos coletados do projeto SONDA, estacao Petrolina, e memoria de
massa da UFES. Para a realizacao deste trabalho foram avaliados a aplicacao de redes
neurais, wavelet, técnicas de tratamento de dados, conceitos de correlagao, séries temporais
e os fatores e variaveis que afetam a previsao. Ao final do projeto, sdo apresentados os
resultados para previsao de velocidade do vento, irradiancia solar e demanda elétrica.
Percebeu-se que, em todos os casos, a aplicagao de decomposi¢ao wavelet packet trouxe os
maiores valores de R?, em relacdo aos outros modelos sintetizados neste trabalho, com
grau de acerto de até 99,3%, 88,9%, 98,9% e 98,2% para recurso solar, edlico, demanda

ativa e reativa, respectivamente.

Palavras-chave: redes neurais. variaveis exdgenas. decomposicao wavelet. RNA. previsao.

eblica. solar. demanda.



Abstract

This work analyzes artificial neural networks and wavelet decomposition to achieve the
prediction of electric demand and generation capacity of wind and solar systems. Also, an
approach using exogenous variables are tested. To develop the prevision models, it was
used the software MATLAB, using series of meteorological data collected from project
SONDA, Petrolina station, and UFES’s electric consumption spreadsheets. To accomplish
this project it was evaluated neural network, wavelet, data treatment technics, correlation
concepts, temporal series and factors and variables that affect the prevision. At the
end of this paper, it is presented the results for the prevision of the wind speed, solar
irradiance and electrical demand. It was noticed that, in all the cases, the wavelet packet
decomposition application brought the greatest values of R?, comparing to all other models
synthesized in this project, with an accuracy of up to 99.3%, 88.9%, 98.9% and 98.2% to

solar and wind resources and active and reactive demands, respectively.

Keywords: neural network. exogenous variables. wavelet decomposition. RNA. forecasting.

wind. solar. electrical demand.
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1 Introducao

E de consenso geral que a energia elétrica ¢ indispensavel para o desenvolvimento de
qualquer cidade ou pais. Dessa forma, satisfazer a crescente demanda de energia no mundo,
preocupando-se com a diversificacdo da matriz energética, tornou-se um desafio, visto que
a maioria da energia utilizada no planeta ainda ¢ de origem nao renovavel. Segundo a TEA
- Agéncia Internacional de Energia, em 2013, 78% de toda a energia elétrica gerada no

mundo era de origem nao renovavel.

Com a recente e crescente preocupacao em torno das questoes ambientais devido
aos impactos causados pelas formas tradicionais de geracao de energia, iniimeros paises
vem investindo na complementacao e transformacao de sua matriz energética, através da
introducao de fontes renovaveis de energia em seus parques energéticos. Com isso, nota-se
cada vez mais investimentos na area de energias renovaveis, o que proporcionou ao longo
dos 1ltimos anos a queda dos precos e evolugao da tecnologia de células fotovoltaicas e

aerogeradores, principalmente.

Segundo a ONUDI (2015), houve um crescimento rapido e sustentado, entre 2006
e 2011, da participagao das chamadas energias renovaveis no mercado de energia global.
Estima-se que no final de 2011, 20,3% do fornecimento de energia elétrica eram provenientes
de fontes renovaveis. A energia solar fotovoltaica cresceu de forma mais expressiva que
suas "concorrentes"durante este periodo. E o que mostra a Figura 1. Durante este perfodo

houve um crescimento médio anual de 58%.

Figura 1 — Taxa de crescimento anual das energias renovaveis.

279, W Do final de 2006 a 2011

Produgiio de biodiesel
W 2011

produgio de etanol

Solar para aquecer a dgua e aguecimento

Hidrelétrica

Geotérmica

37%

Solar térmica d tragd
olar térmica de concentragio 35%

26%
Wind 20%

Solar PV 74%,

-1% 10% 20% 30% 40% 50% 60% 70% 80%

Fonte: ONUDI (2015, p. 2)
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Em termos de capacidade total instalada, a fotovoltaica ocupa apenas o terceiro
lugar dentre as fontes de energias renovaveis, apds a hidrelétrica e a energia edlica (ONUDI,
2015). Em 2015, a capacidade total instalada de energia edlica era de 435GW, segundo a
Associagdo Mundial de Energia Eélica (WWEA| na sigla em inglés). Para se ter uma ideia
da magnitude da expansao desse tipo de energia no mundo, em 2011 a capacidade mundial
foi de cerca de 236 GW, um aumento de 84% em 4 anos, aproximadamente. Na Figura 2 é

possivel observar o crescimento da capacidade instalada no mundo entre 2011 e 2015.

Figura 2 — Capacidade instalada de energia edlica no mundo 2011-2015[MW]

Total Installed Capacity 2011-2015 [MW]

434'856

392'927

371374

336327
318'530

296'255 10,70%

282608
5,80%

254'041 10,

236'803 5,60%

4,95%
% 11,1%

End2011 Mid2012 End 2012 Mid2013 End2013 Mid2014 End2014 Mid2015 End 2015 *

Fonte: WWEA (2016)

A quantidade de energia gerada baseia-se na quantidade de energia demandada
pelas residéncias, industrias e comércios. Sendo assim, surge um problema em se introduzir
sistemas renovaveis em grandes malhas energéticas, a natureza ¢ intermitente. Isto ¢, a
quantidade de energia gerada por sistemas edlicos e solar, por exemplo, esta diretamente
associada a intermiténcia dos eventos da natureza, como a velocidade do vento, existéncia
de nuvens e neblina. Dessa forma, é dificil determinar um montante fixo de energia que
serd gerada para o sistema elétrico. Com isso, hé a necessidade de maior capacidade de

reserva de geracao, destinada a elevar a seguranca no fornecimento de energia.

Considerando a necessidade de lidar com a intermiténcia dessas fontes, existe a
necessidade de se investigar técnicas de previsao de producao de energia renovavel que

melhorem o gerenciamento e a tomada de decisdes no sistema de energia.

Trabalhos anteriores mostram resultados excelentes na aplicacao de redes neurais e
decomposicao wavelet para a previsao de geracao edlica e solar. Em (REN; SUGANTHAN;
SRIKANTH, 2015) um modelo de rede neural associado a decomposi¢ao wavelet é apre-
sentado para previsao de velocidade do vento, com horizonte de previsao de 5 horas, e
irradiancia solar, com horizonte de previsao de 24 horas. Os resultados obtidos foram de
RMSE = 0.111 para previsao de velocidade de vento e de RMSE = 0.099 para irradiancia
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solar. J& em (MENG et al., 2016) foi desenvolvido um modelo associando rede neural
a decomposicao wavelet packet para previsao de velocidade do vento com horizonte de
previsao de 5 horas e RMSE = 0.639. O presente trabalho busca desenvolver um modelo de
previsao para demanda ativa e reativa, recurso edlico e solar, que possa ser aplicado para
se estimar um montante de energia demandado pelas unidades consumidoras e gerado por
fontes renovaveis afim de diminuir os problemas causados pela intermiténcia da natureza.
Espera-se garantir a confiabilidade e disponibilidade do sistema, além de reduzir custos

operacionais e facilitar a operacao de grandes sistemas de energia.

1.1 Justificativa

A demanda por energia estd diretamente ligada ao crescimento das cidades e da
populacao mundial. A cada ano, a geracao de energia aumenta e com isso cresce o interesse
em reduzir-se os custos operacionais e os impactos ambientais causados pela geracao
de energia nao renovavel. Por isso, a insercao de energia renovavel na matriz energética
mundial e métodos que contribuam para gestao de sistemas elétricos sao importantes para

garantir um sistema confidvel, disponivel, limpo e barato.

Por isso, existe a necessidade de se estimar o quanto de energia sera fornecido por
fontes renovaveis sujeitas a intermiténcia da natureza e o quanto sera consumido pelos

consumidores finais da rede.

A literatura mostra que a utilizagdo de redes neurais artificiais voltadas para
a previsao de comportamento de variaveis ja ¢ fundamentada, visto que podem ser
encontrados na literatura aplicacoes praticas com desempenho capaz de melhorar a gestao
de sistemas elétricos de poténcia (REN; SUGANTHAN; SRIKANTH, 2015), (MENG et
al., 2016).

A base de dados escolhida para previsao de demanda foi obtida da UFES, devido a

existéncia de dados de memoria de massa que foram utilizados nos modelos de previsao.

Para previsao edlica e solar, foram coletados dados de Petrolina em Pernambuco,

através do projeto SONDA, devido a consisténcia e validacao dos dados meteorolégicos.

Além disso, visando obter sistemas sustentaveis, confidaveis e abundantes, além
de diminuir custos, ha interesse constante por parte dos governantes e industrias pela

implementacao de técnicas de previsao que possam melhorar a gestao de sistemas elétricos.
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1.2 Objetivo

1.2.1 Objetivo geral

Implementar e avaliar um sistema para previsao de demanda energética, recurso
solar e edlico, com horizonte de previsao de 24 horas, através de redes neurais, decomposicao

wavelet e variaveis exdgenas utilizando o software Matlab.

1.2.2  Objetivos especificos

e Verificar qual tipo de decomposicao wavelet é mais apropriada para previsao edlica,

solar e de demanda;

e Verificar o grau de acerto da rede neural antes e depois de utilizar decomposicao

wavelet;
e Verificar a influéncia de se inserir variaveis exégenas como entradas da rede neural;

e Realizar estudo comparativo entre os modelos desenvolvidos.

1.3 Estrutura do trabalho

O presente trabalho foi dividido em cinco Capitulos. Este primeiro Capitulo apre-
sentou o tema do trabalho, expondo seus objetivos e a motivacao para a escolha do tema

tratado.

O segundo Capitulo apresenta o embasamento teérico do projeto. Nas segoes
2.1,2.2 e 2.3 sao apresentados conceitos de energia solar, edlica e demanda energética,
respectivamente. Em seguida, nas segoes 2.4 e 2.5, uma revisao tedrica de redes neurais

artificiais e decomposicao wavelet é apresentada.

No terceiro Capitulo é abordada a metodologia utilizada para desenvolvimento dos
modelos de previsao. Em seguida, no Capitulo 4 sdo apresentados os resultados de cada
modelo para previsao solar, eblica e de demanda elétrica. No Capitulo 5, sao apresentadas

as consideragoes finais obtidas e as sugestoes para trabalhos futuros.

Por fim, sdo apresentadas as referéncias bibliograficas utilizadas para a elaboracao

deste trabalho.
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2.1 Caracterizacao da energia solar

A radiagao solar é a energia que chega do sol em forma de ondas eletromagnéticas.
Ou seja, é a energia transmitida, através do espaco, pelo sol. A partir dessa defini¢ao,
surgem dois conceitos: irradiancia e irradiagao solar. O primeiro deles, representado pela
variavel (G, constitui uma média de poténcia por unidade de area. Em geral, é medido em
watts por metro quadrado (WW/m?). A irradidncia que chega ao nosso planeta proveniente
do sol tem um valor médio aproximado de 1.367 W/m?, G,. O segundo deles, irradiagao
solar, é a quantidade de energia solar incidente por unidade de superficie durante um
periodo definido de tempo. Obtém-se integrando a irradiancia global neste periodo de

tempo. Em geral, é expresso em quilo watts hora por metro quadrado dia (kWh/m?.dia).
(ONUDI, 2015)

Ao atravessar a atmosfera terrestre, a irradiancia solar decompoe-se em trés fracoes,
sao elas: irradiancia direta (Gy), irradidncia difusa (Ggzr) e irradiancia refletida ou albedo
(Grefr). A primeira incide diretamente sobre a superficie, sem sofrer qualquer influéncia. A
segunda fragao atinge a superficie apos sofrer espalhamento pela atmosfera terrestre. E,
por ultimo, o albedo é a radiacao solar que chega a superficie terrestre e é refletida pelo
ambiente entorno (solo, vegetagao, obstaculos, etc.). A soma dessas trés fragoes em uma
determinada superficie, também é chamada de irradidncia global(PINHO; GALDINO,
2014). A Figura 3 mostra a incidéncia destas trés componentes sobre um dispositivo

fotovoltaico.

Figura 3 — Componentes da radiacao solar sobre um dispositivo fotovoltaico.

© Gp(Direct component)

© Gairr (Diffuse component)
© Gen (albedo)
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Fonte: ONUDI (2015, p. 28)
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Um dispositivo fotovoltaico “plano”, funcionando em modo convencional, é capaz
de aproveitar as componentes direta, difusa e refletida da irradiancia solar, de modo que

a intensidade da corrente elétrica que produz é diretamente proporcional ao valor da
irradidncia global.(ONUDI, 2015)

Usualmente, a referéncia temporal com a qual estamos acostumados cotidianamente
denomina-se, Tempo Médio Local (LMT - Local Mean Time), ou Tempo Civil, que é o
tempo corrigido para o meridiano local em relagdo ao meridiano de Greenwich. Porém,
ao trabalhar com energia solar é mais simples se adotarmos o Tempo Solar (LAT - Local
Apparent Time). A diferenca entre um e outro depende basicamente do comprimento da

zona geografica considerada, .

O comprimento de referéncia, A,, é o meridiano de Greenwich e seu tempo civil é
conhecido como GMT (Greenwich Mean Time). Devido a pequenos movimentos do eixo
Norte-Sul terrestre, ha uma leve diferenca entre GMT e LAT, referente a chamada equagao
de tempo (ET). Com isso, a equivaléncia entre tempo civil e tempo solar, para uma zona
geografica de comprimento A\ é dada pela Equacao 2.1. A cada hora a mais em relacao
ao GMT corresponde a 15 graus em comprimento. Caso haja no pais horario de verao, a
variavel ¢ deve ser considerada. (ONUDI, 2015)

LAT = LMT + ET + (A= \,)/15 — ¢ (2.1)

A hora solar é utilizada para conhecer e prever a magnitude de radiacao solar em
determinado momento especifico. Além disso é necessario identificar os angulos geométricos

que definem a posi¢ao do sol com relagdo a um observador terrestre.

Através da posicao solar é possivel obter a irradidncia incidente sobre um plano
horizontal e obter o d&ngulo de incidéncia da radiagao solar sobre os dispositivos fotovoltaicos

utilizado para um possivel rastreamento solar.

A irradiancia sobre um plano horizontal fora da atmosfera é definido pela Equa-
¢ao 2.2. Sendo d a sequéncia data de um ano, « o indice de cobertura de nuvens, G, a

constante de valor 13671W/m? e -y, representa a altitude solar, definida pela Equacao 2.3.

360d
= 1 0334 — —2,8° 2.2
G = aG, ( +0.0334cos (365.25 .8 )) sen(7s) (2.2)
vs = sen”* (sengsend + cospcosdcosw) (2.3)

Em que, ¢ é a latitude local, w é o angulo horario solar e ¢ é conhecido como
declinagao do sol. A Figura 4 mostra a curva obtida em Matlab para o ano de 2014 em

Petrolina.
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Figura 4 — Curva solar de Petrolina para o ano de 2014 plotada em Matlab considerando

a=1.
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Fonte: Proprio autor.

Dez

Percebe-se que, nesta regiao, nos meses iniciais e finais do ano, correspondentes ao

periodo do verdo, ocorrem os maiores valores de irradiancia solar. Em contrapartida, nos

meses centrais, correspondentes ao periodo de inverno, sao observados os menores valores

de irradiancia solar.

Na Figura 5 é apresentada a curva solar tipica de um dia para a regiao de Petrolina.

Essa curva tem caracteristica periddica pois se repete ao longo dos 365 dias do ano, devido

ao movimento de rotacdo da terra. Porém, devido a presenca de nuvens, neblina e ao

movimento de translagao da terra ao redor do sol, os valores de irradiancia tendem a

aumentar ou diminuir, como foi observado na Figura 4.

Figura 5 — Curva solar de Petrolina para um dia tipico de 2014.
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Fonte: Proprio autor.
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2.2 Caracterizacao da energia edlica

A energia edlica provém da radiagao solar uma vez que os ventos sao gerados pelo
aquecimento nao uniforme da superficie terrestre. Naturalmente, as regides tropicais sao
mais aquecidas do que regides polares. Por isso, o ar quente que se encontra nas baixas
altitudes das regioes tropicais, por ser menos denso, tende a subir, sendo este substituido
por massas de ar menos quentes oriundas das regioes polares. De forma geral e simplificada,
o deslocamento dessas massas de ar determinam a formacao dos ventos, representada pela
Figura 6 (CRESESB, 2015).

Figura 6 — Formacao dos ventos devido ao deslocamento de massas de ar

Fonte: CRESESB (2015)

Tendo em vista que o eixo da Terra esté inclinado de 23,5° em relagao ao plano de
sua Orbita em torno do Sol, variagoes sazonais na distribuicao de radiacao recebida na
superficie da Terra resultam em variagoes sazonais na intensidade e duracao dos ventos,
em qualquer local da superficie terrestre. Como resultado surgem os ventos continentais

ou peri6dicos e compreendem as mongoes e as brisas (CRESESB, 2015).

Essas circulagoes também sao influenciadas pelos movimentos de rotacao da terra,
pela topografia e, ainda, por comportamentos caracteristicos em areas montanhosas e
costeiras, dado o maior ou menor aquecimento de cada superficie, que reflete em diferentes
sentidos de conveccao das massas de ar (CHRISTO, 2012).

Na avaliagao do recurso edlico, uma das curvas mais importantes, a partir da qual
a maior parte das analises pode ser realizada, é a curva de frequéncia das velocidades, que
fornece o periodo de tempo, em termos percentuais, em que uma velocidade foi observada

(REIS, 2003). Essa curva pode ser obtida através da escolha da curva de distribuicao de
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Weibull que melhor contorne o histograma de frequéncias das velocidades. Essa técnica
possibilita a caracterizacao do perfil edlico através de apenas duas constantes, os parametros
“c” (fator de escala que, depende essencialmente da velocidade média do vento) e “k” (fator
de forma que, depende do desvio padrao da velocidade média) de Weibull, Equacao 2.4
(CHRISTO, 2012). A variacao da curva de distribuicdo para diferentes valores de “k”,

mantendo-se “c” fixo, é apresentada na Figura 7.

Figura 7 — Curva de Weibull tipica
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Fonte: CHRISTO (2012)

Na pratica, segundo o teorema de Betz, a maxima parcela da poténcia do vento

que poderd ser realmente extraida serd sempre inferior a 59,3% (CHRISTO, 2012).

Para a analise do potencial edlico disponivel em uma dada regiao, utiliza-se comu-
mente o célculo da poténcia do vento por metro quadrado da area interceptada (W/m?).
A poténcia edlica pode ser expressa de forma simplificada pelas seguintes equagoes (CH-
RISTO, 2012):

1
Pvento = §pAV3 (25)
Pﬁtz‘l = Pfuento-na‘nm‘ne (26>
1
Pﬁtil = §pAVSCp (27)

[13pehi

Em que, “P,eno” é a poténcia do vento incidente (W), “p” representa a densidade

do ar (kg/m?), “A” é a 4rea do rotor (m?), “V” representa a velocidade do vento (m/s),

Y

“Pai” € a poténcia efetivamente entregue pela turbina (W), “n,” igual ao rendimento
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aerodinamico do gerador, “n,,” igual ao rendimento mecanico, “7.” igual ao rendimento

elétrico e “C),” representa o coeficiente de poténcia do aerogerador.

Devido ao fator ciibico da velocidade do vento, tendo em vista que a densidade
do ar para uma mesma regiao tem pouca variabilidade e que o coeficiente de poténcia da
turbina é conhecido, basta saber a velocidade do vento para se estimar a poténcia util que

um aerogerador pode fornecer a rede.

2.3 Demanda elétrica

Segundo a resolugdo da ANEEL n° 456 de 29/11/2000, define-se demanda como a
média das poténcias elétricas ativas ou reativas, solicitadas ao sistema elétrico pela parcela
da carga instalada em operacao na unidade consumidora, durante um intervalo de tempo

especificado.

A demanda serve para dimensionar e pagar a implantacao e conservagao dos ati-
vos, materiais e equipamentos, necessarios ao transporte da energia elétrica entre a dis-
tribuidora e a unidade consumidora. A cobranca da demanda é determinada pela de-
manda contratada, porém se houver ultrapassagem, sera determinada pela demanda me-
dida, que é a maior demanda de poténcia ativa, verificada por medicao, integralizada no

intervalo de 15 minutos durante o periodo de faturamento, expressa em quilowatts (kW).

Demanda ativa é medida em quilowatts (kW) e a demanda reativa é medida em

quilo Volt Ampere reativo (kvar), esta ultima pode ser de natureza capacitiva ou indutiva.

Os consumidores de energia possuem caracteristicas diferenciadas de consumo, de
acordo com a natureza de sua carga: residencial, comercial, industrial, rural, iluminacao
publica e servigo publico. Portanto, suas curvas de demanda apresentam comportamento

diferenciado ao decorrer do dia.

A Figura 8 representa uma curva tipica do SIN de um consumidor residencial. A
caracteristica desse tipo de consumidor é o aumento abrupto de consumo entre 18 e 21

horas, devido ao retorno da populacao as residéncias nesse periodo.

A Figura 9 ilustra o comportamento do consumo das industrias ao longo de um
dia, percebe-se que este tipo de consumidor apresenta um consumo elevado durante todo

o dia, com excecao do horario de ponta, cujo consumo diminui consideravelmente.

A curva de carga de um consumidor comercial caracteriza-se por elevar o seu
consumo por volta das 8 horas mantendo-se constante durante o dia. No horario de ponta,

ocorre outro pico de demanda, Figura 10.
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Figura 8 — Curva de demanda tipica para consumidor residencial
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Fonte: COUTINHO (2010)

Figura 9 — Curva de demanda tipica para consumidor industrial
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Fonte: COUTINHO (2010)

Figura 10 — Curva de demanda tipica para consumidor comercial
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Fonte: COUTINHO (2010)

Percebe-se que o horario tem influéncia direta no consumo de energia. Além

disso, os comportamentos apresentados nas curvas de demanda podem sofrer algumas

alteragoes dependendo do dia da semana, estacao do ano, ou vigéncia do horario de
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verao, por exemplo. Mas de forma geral, para a mesma unidade consumidora, existe um

comportamento periédico diario durante o ano.

2.4 Decomposicao wavelet

As wavelets sao fungoes matematicas que sao particionadas em diversas subfuncoes,
de acordo com uma escala de interesse. Essa escala varia conforme o nivel de descri¢ao
que se deseja da subfungao (MALLAT, 1987).

Para a decomposicao, ¢ aplicado um algoritmo piramidal que ird fazer uma filtragem
passa-baixa nos elementos de posicao par e passa-alta nos elementos de posicao impar do
sinal. A Figura 11 mostra a representacao das sucessivas filtragens visando a decomposi¢ao
do sinal (MALLAT, 1987).

Figura 11 — Decomposicao wavelet de 4 niveis
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Fonte: EDWARDS (1991).

O sinal é dividido em aproximagao (4,) e detalhe (D,,). Essa aproximagao ¢é entao
dividida em uma outra aproximacao de segundo nivel e mais um detalhe, e o processo se
repete. Para uma decomposicao de nivel n, ha n + 1 caminhos possiveis para decompor ou
codificar o sinal. De forma que, a soma dos detalhes com a aproximacao resulta no sinal

original. Como mostra a Figura 12, para uma decomposicao de 3 niveis.

Essa propriedade, torna essa ferramenta interessante para o uso associado a redes
neurais. Uma vez que é possivel dividir o sinal a ser analisado em subsinais com bandas
de frequéncia diferentes de modo que, ao aplicar uma rede neural especifica para cada
subsinal, o processo de treinamento torne-se mais eficaz e aumente o grau de acerto da

rede neural.

A Figura 13 mostra um caso real de uma decomposicao de 5 niveis. Percebe-se um

sinal senoidal e que sua frequéncia de oscilacao aumenta consideravelmente no instante
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Figura 12 — Decomposicao wavelet de 3 niveis
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Fonte: EYNG e VERGARA (2000).

500. Aplicando a decomposicao wavelet, ocorre que os detalhes contém as componentes de
frequéncias mais altas e a aproximagao as componentes mais baixas. Além disso, nota-se
que ao aumentar o nivel da decomposicao, os detalhes possuem componentes de frequéncia
mais baixas. Por exemplo, é possivel notar que o detalhe d2 possui um sinal de frequéncia

mais elevada do que db.

Figura 13 — Sinais da aproximacao e detalhes para uma decomposicao de 5 niveis
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Fonte: Proprio autor.

Um outro tipo de decomposicao, chamado wavelet packet, também ¢é implementado
neste projeto. A diferenca principal é a decomposicao dos detalhes obtidos na decomposicao

wavelet padrao. Conforme mostra a Figura 14.

Neste caso, para uma decomposi¢cao de nivel n, sao obtidos 2" subsinais. Dessa
forma, é possivel caracterizar o sinal em mais bandas de frequéncia, o que pode trazer

melhores resultados em relacdo ao grau de acerto das redes neurais aplicadas a cada
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subsinal.

Figura 14 — Decomposicao wavelet packet
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Fonte: MathWorks (2016).

2.4.1 Efeito de borda

Efeitos de borda sao comuns no processamento de sinais de comprimento finito.
Quando a wavelet chega préoximo ao limite do sinal, o calculo da convolugao requer valores
inexistentes, que estariam além da fronteira (SU; LIU; LI, 2012). Isso cria uma distorgao
conhecida como efeito de borda, fruto de informagao desconhecida além da fronteira do

sinal.

Para lidar com o efeito de borda diversos métodos de extensao de borda tem sido
discutidos na literatura (SU; LIU; LI, 2012) (RANA; KOPRINSKA, 2016). No MatLab
existem 11 métodos tradicionais de extensao de borda, sao eles: Preenchimento com zeros
(‘zpd’); Extensao simétrica (‘sym’, ‘symh’ e ‘symw’); Extenssao Anti-simétrica (‘asym’,
‘asymh’ e ‘asymw’); Preenchimento com derivada de primeira ordem (‘spd’ ou ‘spl’);
Preenchimento com derivada de ordem zero (‘sp0’); Preenchimento periédico (‘ppd’ e
‘per’).

Em (CHRISTO; BERNABE, 2016), os métodos de extensao de borda, listados
acima, foram aplicados em cinco seguimentos de sinais de velocidade do vento, com
espacamento de 20 passos (horas) entre eles. A Figura 15 apresenta de forma sobreposta
parte de uma série de velocidade de vento, a decomposicio AAAA4 e as distorgoes
encontradas nas bordas dos cinco sinais de teste, quando comparados a decomposicao
AAAA4 sem distorgoes. O sinal em azul de maior frequéncia, é um sinal tipico de velocidade
do vento, o sinal em azul com caracteristica senoidal refere-se a componente AAAA4
da decomposicao sem distorcao de borda deste sinal do vento. Abaixo destes sinais, sao
apresentados os erros absolutos entre a decomposicao sem efeito de borda e a decomposicao,
dos sinais 1 a 5, com distor¢ao de borda para cada um dos 11 métodos de extensao de

borda com a intencao de verificar qual método é mais eficaz para minimizar a distorcao de
borda.
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Figura 15 — Exemplos do efeito de borda, em cinco sinais, para diferentes técnicas de

preenchimento
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Fonte: CHRISTO e BERNABE (2016).

A Figura 16, apresenta em forma de grafico de barras o erro quadratico médio
obtido para cada um dos 11 métodos, considerando os ultimos 20 elementos da borda, em

cada um dos cinco sinais testados.

Figura 16 — Erro médio quadratico na borda dos cinco sinais, para diferentes tipos de
preenchimento

1 2 3 [ 5 Total

Fonte: CHRISTO e BERNABE (2016).

O método que na maioria dos casos apresentou a menor distor¢ao de borda foi o
preenchimento com derivada de ordem zero (‘sp0’). No entanto, os resultados mostram que

nenhum dos métodos tradicionais permite eliminar o efeito de borda em sua totalidade,
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porém podem minimizéa-los. Assim, é necessario recorrer a métodos alternativos, como os
abordados por (SU; LIU; LI, 2012), por(RANA; KOPRINSKA, 2016), ou ainda descartar
parte da borda da decomposicao. Este efeito é um dos principais limitantes para a aplicacao

da decomposicao de wavelet para realizar previsao.

2.5 Redes neurais

As Redes Neurais Artificiais sdo técnicas de inteligéncia computacional que vém
sendo aplicadas a uma enorme gama de problemas com sucesso. Dentre as principais
areas de aplicacao das Redes Neurais Artificiais podemos citar sistemas de controle,

reconhecimento de padrdes e aproximagao de fungoes. (SILVA, 2005)

Redes neurais apresentam caracteristicas similares e analogas as observadas no

funcionamento do cérebro humano, destacando-se:

e Conhecimento é adquirido ou “aprendido” pela rede neural, como no cérebro humano,

através de um processo de aprendizado;

e Pesos existentes nas conexoes entre neurdnios artificiais, analogos as sinapses em

neurdnios biolégicos, sao responsaveis por armazenar o conhecimento aprendido;

e Apresenta como o cérebro humano, a capacidade de generalizacdo baseada no
conhecimento aprendido. Isto significa que uma rede neural consegue produzir saidas

adequadas para entradas nao observadas no seu processo de treinamento.

2.5.1 Neuronio artificial

O elemento processador basico de uma rede neural artificial é o neurénio artificial.

Como mostra a Figura 17, o modelo apresenta os seguintes componentes principais:

e Um conjunto de sinapses ou conexoes de entrada, sendo cada entrada ponderada

por um peso sinaptico, que indica a sua influéncia na saida da unidade;

e Uma juncao de soma, responsavel pela combinagao aditiva das entradas ponderadas
pelos pesos sinapticos, que produz um nivel de atividade responséavel por ativar ou

nao a funcao de ativacao;

e A funcao de ativacao, geralmente nao linear, responséavel pela ativacao da saida ou
resposta do elemento processador é ativada se o nivel de atividade exceder um certo

limite (threshold). Se ativada a unidade produz uma determinada resposta de saida.
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Figura 17 — Modelo de neurénio artificial

Enitradas

Fonte: ZAMBIASI (2011)

De forma simplificada:

Sinais de entrada: 1 + x5 + 3 + ... + x,;

Pesos sinapticos: wg, + wie + Wiz + ... + Wip;

Threshold: bg;

e Nivel de atividade: v = z1w1 + Tows + T3w3 + ... + TLWy,;

A saidaserd: y=1,sea>T;y=0,sea<T.

2.5.2 Topologia e arquitetura de redes neurais

Uma rede neural pode ter uma ou varias camadas. As redes que possuem uma
Unica camada sao as redes que possuem um né entre uma entrada e uma saida da rede.
Esse tipo de rede é indicado para a solucao de problemas linearmente separaveis. Ja as
redes multicamadas possuem uma ou mais camadas entre as camadas de entrada e saida.
Essas camadas sdo chamadas de camadas escondidas (hidden, intermedidrias ou ocultas).

Observe a topologia de uma rede neural multicamadas na Figura 18.
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Figura 18 — Rede neural multicamadas
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Fonte: CULTURAMIX (2015)

2.5.3 Redes perceptron multicamadas (MLP)

Uma das formas mais simples para utilizar uma rede neural em classificacao é a
rede perceptron, formada por uma camada de entrada conectada a uma tnica saida, que
possui a funcao de ativacao degrau. Sua limitacao é conseguir classificar apenas conjuntos
linearmente separaveis, utilizando para isso a regra delta em seu treinamento. Existe
também o perceptron multicamadas, com uma arquitetura mais complexa envolvendo

camadas ocultas, conforme mostra a Figura 19.

O treinamento de uma rede MLP pode ser dividido em dois sentidos, direto e inverso.
No sentido direto, o fluxo de informacgao ocorre dos neurdnios de entrada, passando pelos
neuronios intermediarios, até chegar no neurénio de saida. O sinal de saida é comparado
com o sinal desejado, e um sinal de erro é gerado. Este sinal percorre a rede no sentido
inverso, da saida para entrada para ajustar os pesos e minimizar o erro quadratico médio

da saida. Esse ciclo permanece até que o resultado seja aceitavel.

Ainda existem redes recorrentes, que utilizam a saida como entrada. Sao basicamente
redes realimentadas com a inten¢ao de diminuir o erro quadratico médio. Porém, essas

redes caracterizam-se pelo alto custo computacional.
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Figura 19 — Rede MLP

Fonte: HAYKIN (2001)
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3 Metodologia adotada

O projeto proposto foi dividido em 3 etapas de desenvolvimento: coleta e tratamento
de dados, implementacao dos modelos de previsao e analise qualitativa entre os modelos
obtidos.

3.1 Coleta e tratamento de dados

Nesta etapa, foram reunidos os dados do processo. Os dados utilizados para previsao
de velocidade do vento e irradiancia solar foram coletados da estagdo meteoroldgica de
Petrolina, através do projeto SONDA. Ja os utilizados para previsao de demanda energética

foram coletados da memoria de massa da Universidade Federal do Espirito Santo.

Inicialmente, foi observado que os dados estavam com alguns erros de medicao, not
a number (NaN). Dessa foram, as amostras NaN foram substituidas pela média aritmética

entre sua antecessora e sucessora.

Outro problema encontrado foi em relacao a resolucao dos dados coletados. Os
dados de irradiancia solar estavam amostrados com um minuto de resolugao, os dados
de velocidade de vento com periodicidade de 10 minutos e os de demanda elétrica com
periodicidade de quinze minutos. Por isso, esses dados foram integralizados, através da
média aritmética entre as amostras, de forma que todos os trés estivessem na mesma

resolucao, 1 hora.

Em seguida, os dados foram normalizados segundo a Equacao 3.1. A normalizagao
de dados de entrada em uma rede neural pode trazer algumas vantagens como uma
redugao dos erros e diminui¢ao no tempo de processamento. Outro fator importante ¢é
que os algoritmos de ajuste de peso normalmente priorizam o ajuste de entradas cujo
erro é maior, assim uma diferenca na magnitude das varidveis de entrada pode causar
problemas no aprendizado da rede (SOLA; SEVILLA, 1997). Portanto todos os dados foram
normalizados entre 0.05 e 0.95. Os dados retornam a seus valores originais empregando-se

a Equacao 3.2.

2y = 0.05+ —— 1™ 0.9 (3.1)
Tmaz — Tmin
»n — 0.05
T = Tpin + ‘ X (-Tmax - -fmm) (32)

0.95
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3.2 Implementacdo dos modelos

Depois que os dados foram tratados, 75% dos dados foram utilizados para trei-
namento das redes neurais e os 25% restantes, para validacao dos modelos de previsao
encontrados. Desses 75% dos dados o Matlab usa 70% desses dados para treinamento, 15%

para teste e 15% para validacao.

Para todos os modelos foram utilizados somente uma camada oculta, com funcao
de ativacao sigmoid, e na camada de saida funcao de ativacao linear, configuracao default

do Matlab. O algoritmo de treinamento utilizado foi a Bayesian Regularization.

Quatro modelos de previsao foram implementados para cada variavel de interesse
(irradidncia solar, velocidade do vento e demanda ativa e reativa) utilizando redes neurais

para previsao de cada variavel, no software MatLab. Sao eles:

e Rede neural: RNA;
e Rede neural + variaveis exégenas: RNA+E;
e Rede neural + wavelets: RNA+W,;

e Rede neural + wavelet packet: RNA+WP.

No primeiro modelo foi utilizado apenas uma rede neural, cuja série de entrada
da rede era igual a seu target, saida. Por isso, foi empregada a rede tipo NAR (Nonlinear
Autoregressive, sao utilizadas para prever uma série de dados y(t) baseando-se em seus d
ultimos valores, disponivel no toolbox ntstool do Matlab). Este modelo foi utilizado para
definir a configuracao de rede neural para cada uma das quatro previsoes (irradiancia
solar, velocidade do vento e demanda ativa e reativa). A principio, foi fixado o niimero
de neuronios na camada oculta igual a um e entao foi variado o nimero de atrasos de
tempo a serem considerados nos dados de entrada. O niimero de atrasos que proporcionou
o maior grau de acerto da rede foi escolhido e fixado. Em seguida, foi realizado o mesmo
procedimento anterior para determinar o nimero de neurénios na camada oculta. Esse
procedimento, foi aplicado com a intengao de obter um modelo de previsao com o melhor

grau de acerto possivel.

No segundo modelo, foi empregada a mesma saida, porém na entrada da RNA,
foram utilizadas, além da série temporal do primeiro modelo, variaveis auxiliares com certo
grau de correlagdo com a variavel de interesse. Essas varidveis sdo apresentadas nas segoes
subsequentes. Por isso, foi aplicada a rede tipo NARX (Nonlinear Autoregressive with
External Input, sdo utilizadas para prever uma série de dados y(t) baseando-se em seus d
ultimos valores e nos dy tltimos valores de outras séries x1(t), z5(t)...z,(t), disponivel no
toolboz ntstool do Matlab). Para determinar o nimero de atrasos das varidveis auxiliares

na entrada da rede, foi utilizado o mesmo procedimento descrito no paragrafo acima.
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No terceiro e no ultimo modelo, as entradas e saidas da rede foram, justamente, os
detalhes e a aproximacao da série, obtidos através da decomposicao wavelet. Novamente,
foi empregado a rede tipo NAR. Dessa forma, cada rede é responsavel por realizar a
previsao de uma banda de frequéncia especifica, possibilitando um aprendizado mais eficaz

e diminuindo os erros de previsao. Essa escolha serd melhor abordada na subsecao 4.1.3.

3.3 Analise qualitativa entre os modelos obtidos

Nesta etapa, foram realizados estudos comparativos a fim de se determinar o modelo
mais adequado para previsdo com horizonte de um dia a frente. Foram observadas as
curvas prevista e real com intuito de comparar se a previsao representava os valores de
pico e variagoes abruptas encontradas na série real. Além disso, conclusoes foram tomadas
baseando-se nos parametros R? (também chamado de coeficiente de determinagdo, ¢ uma
medida de ajustamento de um modelo estatistico linear generalizado em relagao aos valores
observados. O R? varia entre 0 e 1, indicando, em percentagem, o quanto o modelo consegue
explicar os valores observados. Quanto maior o B2, mais explicativo é modelo e melhor ele
se ajusta a amostra) e M SE (erro quadratico médio, também chamado de risco quadratico,

quanto mais préximo de zero, menor o erro entre os valores estimados e reais).
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4 Resultados

4.1 Previsao solar

Os dados utilizados referem-se ao periodo de janeiro a dezembro de 2014, do projeto
SONDA, da estacao de Petrolina em Pernambuco. No total, sdo 525.600 mil amostras,
com resolugdo de 1 minuto. Esses dados foram tratados segundo a se¢ao 3.1 e obtidos

8.760 mil dados com resolucao de 60 minutos.

Na Figura 20 é apresentada a série temporal obtida durante o ano de 2014. A
série apresentada ja estda normalizada e com resolugdo de 1h. Percebe-se que ela possui

comportamento similar a curva solar ideal apresentada na Figura 4.

Figura 20 — Irradidncia solar normalizada em Petrolina com resolu¢ao de 1h no ano de
2014
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4.1.1 Modelo RNA

Inicialmente, foi desenvolvido um sistema de previsao utilizando apenas a série
temporal de irradiancia global como entrada e target de uma RNA. Neste caso, o principal
fator a se levar em consideragao é justamente a escolha do nimero de neurdnios da camada

oculta e quantos atrasos de tempo (delay) serao utilizados para realizar a previsao.

Para determinar o nimero de neurénios e atrasos de tempo foram testadas em torno
de 40 configuragoes de redes, seguindo a metodologia adotada na se¢ao 3.2. A Figura 21

mostra que neste caso, o melhor R? e menor MSE ocorreram para atrasos de tempo de
sete e oito dias (168 e 192 horas).
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Figura 21 — Analise do niimero de delays a ser usado na RNA para previsao solar
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Fonte: Proprio autor.

Visto isso, seguindo a metodologia da secao 3.2, variou-se o nimero de neurénios
de 1 a 10, com a intencao de verificar se o aumento do nimero de neurdnios na camada
oculta implicaria na melhora do grau de acerto da rede neural. Neste caso, a Figura 22

mostra que, para um e dois neurdnios foram obtidos os maiores valores de R? e menores

MSE.

Figura 22 — Analise do niimero de neurénios na camada oculta da RNA para previsao
solar
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Fonte: Proprio autor.

De acordo com a Figura 21 e Figura 22 e do ponto de vista do custo computacional,
foi escolhido o modelo considerando 8 dias, ou 192 horas, de atraso de tempo com um

neuronio na camada oculta, como mostra a Figura 23.
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Figura 23 — Anélise do niimero de neurdénios na camada oculta da RNA para previsao
solar

Fonte: Proprio autor.

Determinada a configuracdo da rede neural, a Figura 24 mostra as séries temporais
prevista e medida. Percebe-se que a previsao nao acompanha os picos da série real. Na
Figura 25 é mostrada as primeiras 192 amostras da série de dados de teste. Na Tabela 1 sao
apresentados os indices de desempenhos R? e MSE. Observa-se que a RNA nao reproduz os

comportamentos abruptos do nivel de irradiancia, porém representa bem valores médios.
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Fonte: Proprio autor.

Tabela 1 — Resultados da previsao solar para RNA

MSE R
Treino 0.0081032 0.94877
Teste 0.0078279 0.94574

Fonte: Proprio autor.
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Figura 25 — Comportamento da previsao da RNA para previsao solar
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4.1.2 Modelo RNA com entradas exégenas

A escolha de variaveis auxiliares se baseou no critério de correlacao cruzada entre
a variavel de interesse e a possivel variavel exdgena. A Figura 26 mostra que a curva solar,
Figura 4, tem elevada correlacdo com a variavel de interesse a cada 12 horas, alcancando
valores de até 80%. Assim como a derivada de primeira ordem do sinal, Figura 27, com
correlacao em torno de 50% com a irradiincia solar a cada 12 horas, aproximadamente. A

derivada de primeria ordem da série pode ser observada na Figura 28.

A Figura 26, Figura 27 e as seguintes sao interpretadas da seguinte forma: para
cada valor de atraso d tem-se a correlagao entre y(t) e x(t — d), sendo y (irradidncia
solar) a saida e = a entrada em questao, neste caso, curva solar ideal e derivada de
primeira ordem, respectivamente. A linha azul presente nas figuras supracitadas representa
a minima correlagao para que esta seja estatisticamente significativa. Em todos os casos
aqui abordados considerou-se um intervalo de confianca de 95%, ou seja, dado que a
correlagao é maior em mddulo que a linha azul tem-se pelo menos 95% de chance de haver

uma correlacao real entre as duas variaveis.

Observa-se que a curva solar e derivada de primeira ordem possuem uma correlagao
significativa com a irradiancia solar. Dessa forma fica fundamentada a utilizagao dessas

variaveis como entradas exdgenas da rede estudada.

Para determinar o atraso de tempo das varidveis exdgenas foi utilizado o mesmo
método explicitado na secao 3.2. De acordo com a Figura 29 percebe-se que o menor valor
de MSE e maior valor de R? ocorreram para delay igual a oito dias. Portanto, para esta
topologia de rede foi considerado um atraso de tempo de 192 horas. A Figura 30 mostra a
topologia de RNA utilizada.
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Figura 26 — Correlagao cruzada entre a curva solar e irradidncia solar medida
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Figura 28 — Derivada de primeira ordem da série temporal de irradiancia solar
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Figura 29 — Analise do ntimero de delays das variaveis exbgenas para previsao solar
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Figura 30 — Topologia da RNA + E para previsao solar
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Determinada a configuragao da rede neural RNAE, a Figura 31 mostra as séries
temporais prevista e medida. Percebe-se que a previsao nao acompanha os picos da
curva real, assim como aconteceu para o modelo RNA do item anterior. Na Figura 32
é apresentada a mesma série para dados de teste, agora com as 192 primeiras amostras.
Pode-se notar que, como no item anterior, a previsao nao acompanha variacoes abruptas
da irradidncia solar. Na Tabela 2 sao mostrados os indices de desempenhos R? e MSE.
Observa-se que os resultados obtidos foram ligeiramente superiores em relagdo ao grau de

acerto do modelo RNA, cerca de 0,2% de ganho em R? para dados de teste.

Figura 31 — Resultados RNA + E para previsao solar
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Fonte: Proprio autor.

Tabela 2 — Resultados da previsao solar para RNA + E

Treino 0.0035028 0.95017
Teste 0.0045263 0.34779

Fonte: Proprio autor.
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Figura 32 — Comportamento da previsao da RNA + E para previsao solar
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Fonte: Proprio autor.

Esta configuragdo de RNA mostrou que a inser¢ao de variaveis exdgenas para
previsao é um caminho alternativo a ser pesquisado e desenvolvido. Variaveis como
nebulosidade, temperatura do ar e outras podem vir a ser interessantes para serem utilizadas
num modelo similar a este implementado. Porém, até o momento do desenvolvimento
deste modelo, o autor nao conseguiu reunir dados confidveis de um ano inteiro e por isso

essas outras variaveis supracitadas nao foram investigadas.

4.1.3 Modelo RNA com uso de Wavelet

O modelo de previsao proposto neste item baseia-se na Figura 33. Inicialmente os
dados foram coletados e tratados, de acordo com a secao 3.1. Em seguida, foi aplicada
decomposicao wavelet de 4 niveis. Cada subsinal foi submetido a uma RNA e o resultado
de cada RNA foi somado. Para esse nivel de decomposi¢ao foram necessarias 5 RNA, uma
para a aproximagao e quatro para os detalhes. A previsao de cada RNA foi somada e o
resultado comparado com o target. Foi considerada a mesma topologia de rede utilizada

no modelo RNA para cada uma das 5 redes neurais utilizadas neste modelo, Figura 23.

Determinada a configuracao da rede neural, a Figura 34 mostra as séries temporais
prevista e medida. Percebe-se que, neste modelo, a previsao alcanca os picos da curva
real, ao contrario dos modelos anteriores. Na Figura 35 é mostrada a mesma série para
dados de teste, agora para as primeiras 192 horas. Pode-se notar que, como nos itens
anteriores, a previsao nao acompanha variagoes abruptas da irradiancia solar. Na Tabela 3
sao mostrados os indices de desempenhos R? e MSE. Observa-se que os resultados obtidos
foram melhores que os modelos até agora apresentados, aproximadamente 2% maior para

R? para os dados de teste em relacio ao modelo RNAE.
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Irradiéncia Global

Irradiéncia Global

Figura 33 — Modelo de previsao RNA + W para previsao solar
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Figura 34 — Resultados RNA + W para previsao solar
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Tabela 3 — Resultados da previsao solar para RNA + W

MSE R
Treino 0.0031883 0.97328
Teste 0.0042536 0.97076

Fonte: Proprio autor.

Figura 35 — Comportamento da previsao da RNA + W para previsao solar
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Fonte: Proprio autor.

4.1.4 Modelo RNA com uso de Wavelet Packet

O modelo de previsao proposto neste item baseia-se na Figura 33, porém utizando
a decomposicao wavelet packet. Inicialmente, os dados foram coletados e tratados, de acodo
com sec¢ao 3.1. Em seguida, foi aplicada decomposicao wavelet packet de 4 niveis. Cada
subsinal foi submetido a uma RNA e o resultado de cada RNA foi somado. Para esse nivel
de decomposicao foram necessarias 16 RNA. A previsao de cada RNA foi somada e o
resultado comparado com o target. Foi considerada a mesma topologia de rede utilizada
no primeiro modelo RNA para cada uma das 16 redes neurais utilizadas neste modelo,

Figura 23.

Determinada a configuragao das redes neurais, a Figura 36 mostra as séries tempo-
rais prevista e medida. Percebe-se que, neste modelo, a previsao acompanha os picos da
curva real. Na Figura 37 ¢é apresentada a mesma série para dados de teste, agora para as
primeiras 192 amostras. Pode-se notar que, ao contrario dos itens anteriores, esta rede
conseguiu acompanhar variagoes abruptas da irradiancia solar e reproduzir os valores reais
de irradiancia solar global com R? de até 99,5%. Na Tabela 4 sdo mostrados os indices de

desempenhos R? e MSE. Observa-se que os resultados obtidos foram ainda melhores que os
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obtidos no modelo anterior, RNA+W. Houve um ganho de 2% em R?, aproximadamente,

para dados de teste em relacgdo ao modelo RNA+W.

Figura 36 — Resultados RNA + WP para previsao solar
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Figura 37 — Comportamento da previsao da RNA + WP para previsao solar
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Tabela 4 — Resultados da previsao solar para RNA + WP

MSE R
Treino 0.00070578 0.9594439
Teste 0.0011312 0.98251

Fonte: Proprio autor.
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4.1.5 Conclusao

Analisando a Figura 38 e a Tabela 5, que resumem os resultados obtidos neste
capitulo, percebe-se que o ultimo modelo (RNA+WP) foi o que obteve melhor resultado.
O projeto mostrou que é possivel estimar niveis de irradiancia global com até 24 horas
a frente com precisao de 99,25%, aproximadamente. Dessa forma, seria possivel estimar
quanto de energia solar, em determinada regiao, sera gerada no préximo dia. Com isso, é
possivel tomar decisoes em relagao ao sistema de energia de modo que diminua custos e

aumente sua confiabilidade.

Vale ressaltar que o modelo (RNA+E) mostrou-se promissor, porém é necessario

obter dados confidveis que possibilitem o estudo e aplicacao do modelo.

A aplicacao desta metodologia para outras série temporais de outros locais é

extremamente viavel. Porém, nao é garantido desempenho semelhante.

Figura 38 — Desempenho dos modelos desenvolvidos para previsao solar
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Fonte: Préprio autor. Fonte: Préprio autor.

Tabela 5 — Tabela comparativa dos modelos desenvolvidos para previsao solar

TREINO
RNA RNAE RNA“W  RNA+WP
MSE | 00061032 0,0035028 0,0031883 0,0007058
R 094677 005017 097328 099449
TESTE
RNA RNAE RNA“W  RNA+WP
MSE | 00078279 0,0045263 0,0042536 0,0011312
R 094574 004779 097076  0,99251

Fonte: Proprio autor.



Capitulo 4. Resultados 51

4.2 Previsao Edlica

Os dados utilizados referem-se ao periodo de janeiro a dezembro de 2010, do projeto
SONDA, da estacao de Petrolina em Pernambuco. No total, sdo 52.560 mil amostras de
velocidade do vento a 25 metros de altura, com resolucao de 10 minutos. Esses dados
foram tratados segundo a secao 3.1, obtendo-se uma nova série temporal de 8.760 mil

dados, mesma resolucao utilizada na previsao solar.

Na Figura 39 é apresentada a série temporal obtida durante o ano de 2010. A série
ja estd normalizada e com resolugao de 1h. Percebe-se que os dados de vento possuem
comportamento mais imprevisivel que os dados de irradiancia solar, por exemplo, que
possuem certa periodicidade didria. Esse fato implica diretamente no grau de acerto da

rede neural.

Figura 39 — Velocidade do vento normalizada em petrolina a 25 metros de altura no ano
de 2010
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Fonte: Proprio autor.

421 Modelo RNA

Assim como realizado para previsao solar, para se determinar o niimero de neurdnios
e atrasos foram testadas, em torno de, 55 configuracoes de redes seguindo a metodologia
adotada na secdo 3.2. A Figura 40 mostra que neste caso, o maior R? e menor MSE

ocorreram para atrasos de tempo entre dois e quatro dias.

Visto isso, foi fixado o nimero de atrasos e o nimero de neurénios na camada
oculta foi variado, conforme é orientado na secao 3.2. Neste caso, a Figura 41 mostra que,
para um neurdnio e 3 dias de delay foi obtido o maior R? ¢ menor MSE. A Figura 42

mostra a topologia de RNA utilizada.
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Figura 40 — Anélise do nimero de delays a ser usado na RNA para previsao edlica
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Fonte: Proprio autor.

Figura 41 — Anélise do ntimero de neurdnios na camada oculta da RNA para previsao
edlica
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Fonte: Proprio autor.

Figura 42 — Topologia de RNA utilizada para previsao edlica
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Fonte: Proprio autor.
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Determinada a configuragao da rede neural, a Figura 43 mostra as séries temporais
prevista e medida. Percebe-se que a previsao, apesar de acompanhar a tendéncia da série
temporal, nao representa os picos e variacoes do sinal medido. Na Figura 44 é mostrada a
mesma série para dados de teste, agora para as 192 primeiras amostras. Pode-se notar que
a previsao nao acompanha variagoes abruptas da velocidade do vento. Na Tabela 6 sao

mostrados os indices de desempenhos R? e MSE.

Figura 43 — Resultados RNA para previsao edlica
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Figura 44 — Comportamento da previsao da RNA para previsao edlica
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Capitulo 4. Resultados 54

Tabela 6 — Resultados da previsao edlica para RNA

MSE R
Treino 0.011874 0.85005
Teste 0.01325 0.5827

Fonte: Proprio autor.

4.2.2 Modelo RNA com entradas exdgenas

A escolha de variaveis auxiliares se baseou no critério de correlacao cruzada entre
a variavel de interesse e as possiveis variaveis exdgenas, ja explicitado na subsecao 4.1.2.
Foram analisadas a direcao do vento, temperatura do ar e derivada de primeira ordem
da velocidade do vento. A Figura 45, Figura 46 e Figura 47 comprovam que as variaveis

exdgenas testadas possuem uma correlagao significativa com a velocidade do vento.

Para determinar o delay das varidveis exégenas foi utilizado o mesmo método
explicitado na secao 3.2. De acordo com a Figura 48 percebe-se que, para MSE, os menores
valores ocorreram para delay igual a nove e dez dias, entretanto, o maior R? ocorreu
para sete dias. Neste trabalho, o R? é a principal varidvel para comparar desempenho,
além disso, a diferenca de MSE para 7, 9 e 10 dias de delay estd na quarta casa decimal,
enquanto que, para R? estd logo na segunda casa. Portanto para esta topologia de rede foi
considerado um atraso de tempo de sete dias. A Figura 49 mostra a topologia de RNA

utilizada.

Figura 45 — Correlacao cruzada entre a velocidade e dire¢cao do vento
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Fonte: Proprio autor.
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Figura 46 — Correlacao cruzada entre velocidade do vento e temperatura do ar
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Figura 47 — Correlagdo cruzada entre velocidade do vento e sua derivada de primeira
ordem
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Fonte: Proprio autor.

Figura 48 — Analise do nimero de delays das variaveis exdgenas para previsao edlica
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Figura 49 — Topologia de RNA para previsao edlica com variaveis exégenas
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Fonte: Proprio autor.

Determinada a configuragao da rede neural, a Figura 50 mostra as séries temporais
prevista e medida. Percebe-se que a previsao nao representa os valores reais de forma
correta. Na Figura 51 é mostrada a mesma série para dados de teste, agora para as 192
primeiras amostras. Fica claro que, como na subsecao 4.2.1, a previsao nao conseguiu
acompanhar variagoes abruptas da velocidade do vento. Na Tabela 7 sao apresentados os
indices de desempenhos R? e MSE. Observa-se que os resultados obtidos foram superiores
aos do modelo RNA. Na etapa de teste, cerca de 6% em R2.

Assim como observado na previsao solar, a insercao de variaveis exdgenas para
previsao é um caminho alternativo a ser pesquisado e desenvolvido. Outras variaveis como
velocidade do vento e temperatura do ar em regides préximas, cuja corrente de ar que
passa em Petrolina seja a mesma dessa dada regiao poderiam ser testadas para serem

utilizadas num modelo similar a este implementado.

Figura 50 — Resultados RNA + E para previsao edlica
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Figura 51 — Comportamento da previsao da RNA + E para previsao edlica
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Fonte: Proprio autor.

Tabela 7 — Resultados da previsao edlica para RNA + E

MSE R
Treino 0.010665 0.67649
Teste 0.013601 0.82203

Fonte: Proprio autor.

4.2.3 Modelo RNA com uso de Wavelet

O modelo de previsao proposto neste item baseia-se na Figura 33 com decomposi¢ao
wavelet de 4 niveis. Inicialmente, foi considerada a mesma topologia aplicada no modelo
RNA, Figura 42, para cada rede neural com intuito de demonstrar o ganho em se utilizar

o modelo proposto.

Determinada a configuracao da rede neural, a Figura 52 mostra as séries temporais
prevista e medida. Visivelmente, a previsao parece ter sido superior aos modelos anteriores,
em relagao ao grau de acerto. Analisando a Tabela 8, percebe-se que realmente houve um
ganho de 15%, aproximadamente, em R? para os dados de teste em relacio ao modelo
RNAE. Na Figura 53 é apresentada a mesma série para dados de teste, agora para as
primeiras 192 horas. Percebe-se que a previsao nao consegue representar de forma precisa

os valores de pico e as variagoes abruptas da velocidade do vento.
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Tabela 8 — Resultados da previsao edlica para RNA + W

MSE R
Treino 0.00661l61 0.82353
Teste 0.00762895 0.77662

Fonte: Proprio autor.

Figura 52 — Resultados RNA 4+ W para previsao edlica
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Figura 53 — Comportamento da previsao da RNA + W para previsao edlica
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424 Modelo RNA com uso de Wavelet Packet

O modelo de previsao proposto neste item baseia-se na Figura 33, porém utilizando
a decomposicao wawvelet packet de 4 niveis. Foi considerada a mesma topologia utilizada

no modelo RNA, Figura 42, para cada uma das 16 redes neurais.

Analisando a Figura 54 e Tabela 9 percebe-se que, neste modelo, a previsao foi a
melhor dentre os modelos anteriores para previsao de velocidade do vento. Na Figura 55
é mostrada a mesma série para dados de teste, porém para as 192 primeiras amostras.
Pode-se notar que, ao contrario dos itens anteriores, esta rede conseguiu acompanhar
as variagoes dos valores da série e reproduzir valores reais de velocidade do vento com
precisao de até 91,5%. Houve um ganho de mais de 11% em R? para dados de teste, em
relagdo ao modelo RNA+W.

Figura 54 — Resultados RNA + WP para previsao edlica
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Fonte: Proprio autor.

Tabela 9 — Resultados da previsao edlica para RNA + WP

MSE R
Treino 0.003332 0.91544
Teste 0.0040385 0.885901

Fonte: Proprio autor.
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Figura 55 — Comportamento da previsao da RNA + WP para previsao edlica
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425 Conclusao

Assim como observado para previsao solar e analisando a Figura 56 e a Tabela 10,
que resumem os resultados deste capitulo, o ultimo modelo (RNA+WP) foi o que obteve
melhor resultado. O projeto mostrou que é possivel estimar velocidade do vento com
horizonte de previsao de 24 horas com grau de acerto superior a 88%. Dessa forma, pode-se
estimar quanto de energia edlica deve ser gerada em determinada regido no dia seguinte,
por exemplo, por sistemas edlicos. Com isso, é possivel tomar decisdes em relacdo ao

sistema de energia de modo que diminua custos e aumente sua confiabilidade.

O modelo (RNA+E), demonstrou-se promissor, porém ¢é necessario realizar um

estudo mais amplo sobre o modelo.

A aplicacao desta metodologia para outras série temporais de outros locais é viavel.

Porém, nao é garantido desempenho semelhante.

A topologia de rede utilizada nos modelos RNA+W e RNAW-+P, poderia ter
sido ajustada para melhorar o grau de acerto dos modelos. Porém, por opg¢ao do autor,
foi mantida a mesma topologia utilizada no modelo RNA, justamente para comparar a
utilizacdo da decomposicao wavelet associadas a redes neurais. Testes realizados ao longo
do projeto, mostraram que ao utilizar-se uma topologia com 8 dias de atraso de tempo e

um neurénio na camada oculta, foram obtidas previsoes com grau de acerto superior a

95%.
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Figura 56 — Desempenho dos modelos desenvolvidos para previsao edlica
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Tabela 10 — Tabela comparativa dos modelos desenvolvidos para previsao edlica

TREINO
RNA RMA+E RNA+W  RNA+WP
MSE | 0,0118740 0,0106650 00066161 0,0033320
RZ 065005  0,67643  0,82359 091544
TESTE
RNA RNA+E RNA*W  RNA+WP
MSE | 0,0132500 0,0136010 00076295 00040395
R 056270 062203 077662  0,83901

Fonte: Proprio autor.

4.3 Previsao de Demanda

Os dados utilizados referem-se ao periodo de janeiro a dezembro de 2014, da
memoria de massa da UFES, obtidos através da concessionéria de energia EDP Escelsa.
No total, sao 35.040 mil amostras, com resolucao de 15 minutos, referente a demanda
ativa e reativa. Esses dados foram tratados segundo a se¢ao 3.1, obtendo-se duas séries

temporais com 8.760 mil dados, uma para demanda ativa e outra para reativa.

Na Figura 57 sao apresentadas as séries de demanda ativa e reativa referentes
ao ano de 2014. A série ja estd normalizada e com resolucao de 1h. Percebe-se que o
comportamento das duas séries temporais sao similares, com exce¢ao da amplitude. Outro

fato importante é o comportamento caracteristico dessa unidade consumidora.

Do ponto de vista anual, percebe-se o aumento da demanda no periodo de inicio

do primeiro semestre letivo (final do verdo) e final do segundo semestre letivo (inicio do
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verao). Nota-se também a diminuigao gradual da demanda no inverno, principalmente no
més de julho, periodo de férias.

Figura 57 — Demanda ativa e reativa da UFES com resoluc¢ao de 1h no ano de 2014
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Fonte: Proprio autor.

Do ponto de vista diario, segundo a Figura 58, percebe-se que no inicio da manha,
sete horas (inicio das aulas), existe um aumento gradual da demanda até dez horas da
manha, aproximadamente. Esse valor se mantém praticamente constante até as quinze
horas, quando ha um pico de demanda. A partir desse horario a demanda cai gradativamente
até chegar ao valor residual. O perfil de demanda desta unidade consumidora se assemelha

com o perfil de curva comercial apresentada na secao 2.3, porém com pico de demanda as
15 horas da tarde.

Figura 58 — Demanda ativa e reativa da UFES no dia 1° de abril de 2014

Fonte: Proprio autor.



Capitulo 4. Resultados 63

4.3.1 Modelo RNA

Assim como realizado nos modelos de previsao edlica e solar, inicialmente, foi
desenvolvido um sistema de previsao utilizando apenas a série temporal de demanda ativa

ou reativa como entrada e target de uma RNA.

Foi aplicada a mesma metodologia utilizada anteriormente para determinar a
topologia de rede,secao 3.2. Neste caso, como temos demanda ativa e reativa, sao estudadas

duas RNA, uma para cada tipo de demanda.

Primeiramente, foi estudado o modelo para demanda ativa. Percebeu-se que o
aumento do atraso de tempo na série de entrada implicou no aumento do R? e diminuicao
do MSE. Analisando a Figura 59, pode-se notar que os resultados melhoram quando é
considerado pelo menos uma semana de atraso de tempo para as variaveis de entrada.
Outro fator importante é que para até 37 atrasos, aproximadamente, houve ganho ao
aumentar o nimero de atrasos, em relacao ao grau de acerto da rede neural. A partir dai,
observou-se uma espécie de saturacao, em que o aumento do atraso nao aumentava de
forma significativa o grau de acerto da RNA. Por esse motivo, optou-se por escolher como
delay 37 ou 38 dias.

Para demanda reativa, repetiu-se o processo e foram observados resultados seme-

lhantes ao anterior, como mostra a Figura 60.

Figura 59 — Analise do niimero de delays a ser usado na RNA para previsao de demanda
ativa
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Fonte: Proprio autor.
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Figura 60 — Analise do nimero de delays a ser usado na RNA para previsao de demanda
reativa
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Fonte: Proprio autor.

Analisando a Figura 61 e Figura 62, percebe-se que o aumento de neurénios na
camada oculta nao trouxe melhora no grau de acerto da rede. Além disso, para um

neurdnio, nao percebeu-se diferenca significativa entre 37 e 38 dias de delay.

Figura 61 — Analise do nimero de neur6nios na camada oculta da RNA para previsao de
demanda ativa
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Fonte: Proprio autor.
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Figura 62 — Analise do nimero de neur6nios na camada oculta da RNA para previsao de
demanda reativa
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Portanto, foi empregada uma RNA com um neurdnio na camada oculta e com 37
dias (888 horas) de atraso de tempo, como mostra a Figura 63, tanto para previsao de

demanda ativa como reativa.

Figura 63 — Topologia de RNA utilizada para previsao de demanda ativa e reativa
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Fonte: Proprio autor.

Determinada a configuracao da rede neural, a Figura 64 e Figura 65 mostram
as séries temporais prevista e medida, a primeira para demanda ativa e a segunda para

demanda reativa.

Na Figura 66 sao apresentados as mesmas séries para dados de teste, agora para
as 192 primeiras amostras. Similar ao que foi encontrado para previsao solar, percebe-se
que a previsao de demanda, apesar de acompanhar a tendéncia da série temporal, nao

representa os picos e variagoes do sinal medido.



Capitulo 4. Resultados

66

Figura 64 — Resultados RNA para previsao de demanda ativa
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Figura 65 — Resultados RNA para previsao de demanda reativa
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Figura 66 — Comportamento da previsao da RNA para previsao de demanda
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Na Tabela 11a e Tabela 11b sdo mostrados os indices de desempenho R? e MSE.
Percebe-se que, para este modelo, os resultados obtidos para R?, foram maiores para os
dados de teste do que para os dados de treino. Fato que nao havia sido observado até

entao.

Tabela 11 — Resultados da previsao de demanda para RNA

(a) Demanda ativa (b) Demanda reativa
MSE R MSE R
Treino 0.005202  0.88817 Treino  0.00042356  0.85879
Teste 0.0044158  0.96197 Teste 0.00048104  0.91768
Fonte: Préprio autor. Fonte: Préprio autor.

4.3.2 Modelo RNA com entradas exégenas

A escolha de variaveis auxiliares se baseou no critério de correlacao cruzada entre a
variavel de interesse e as possiveis variaveis exdgenas, ja explicitado nas se¢oes anteriores
de previsao solar e edlica. Foram analisadas a correlacdo entre demanda ativa e reativa,
hora do dia (de 00:00 a 23:45 horas), dia da semana (de 1 a 7, sendo 1 para domingo, 2
para segunda-feira e assim por diante) e derivada de primeira ordem da demanda ativa e

reativa.

A Figura 67, Figura 68, Figura 69 e Figura 70 comprovam que as varidveis exogenas
testadas possuem correlacao significativa com a variavel de interesse. Dessa forma, para
previsao de demanda ativa foram utilizadas como entradas exdgenas, demanda reativa,
hora do dia, dia da semana e derivada de primeira ordem da demanda ativa. Ja para
previsao de demanda reativa foram utilizadas como variaveis exdgenas, demanda ativa,

hora do dia, dia da semana e derivada de primeira ordem da demanda reativa.

Figura 67 — Correlacao cruzada entre demanda ativa e reativa

Fonte: Proprio autor.
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Figura 68 — Correlagao cruzada entre demanda e derivada de primeira ordem

Correlagéio cruzada entre demanda ativa e sua derivada de primeira ordem
T T T T

Sample Cross Correlation

Sample Cross Correlation

5

IS
8

Figura 69 — Correlacao cruzada entre demanda e dia da semana

Fonte: Proprio autor.

Correlagdo cruzada entre demanda ativa e dia da semana
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Figura 70 — Correlagao cruzada entre demanda e hora do dia

Fonte: Proprio autor.
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Fonte: Proprio autor.
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Para determinar o atraso de tempo das variaveis exdgenas foi utilizado o mesmo
método aplicado nos capitulos anteriores. De acordo com a Figura 71, percebe-se que,
para previsao de demanda ativa a RNA com maior grau de acerto ocorreu para atraso de

tempo de dez dias para varidveis exdgenas.

J& para previsao de demanda reativa, a RNA com melhor grau de acerto ocorreu
para delay igual a nove dias, como mostra a Figura 72. A Figura 73 mostra a topologia de
RNA utilizada para previsao de demanda reativa, que é a mesma utilizada para demanda

ativa, com exce¢ao do atraso de tempo aplicado de 240 horas ou dez dias.

Figura 71 — Analise do ntimero de delays das variaveis exbgenas para previsao de demanda
ativa

8 9
delay (dias)

delay (dias)

Fonte: Proprio autor.

Figura 72 — Analise do ntimero de delays das variaveis exbgenas para previsao de demanda
reativa

8
delay (dias)

delay (dias)

Fonte: Proprio autor.
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Figura 73 — Topologia de RNA para previsao de demanda reativa com variaveis exdgenas

y(t+24)

Fonte: Proprio autor.

Determinada a configuracao da rede neural, a Figura 74 e Figura 75 mostram as
séries temporais previstas e medidas, a primeira para demanda ativa e a segunda para

demanda reativa. Percebe-se que os resultados obtidos sao similares ao primeiro modelo,
RNA.

Na Figura 76 sao apresentados as mesmas séries para dados de teste, porém para
as primeiras 192 amostras. Novamente, percebe-se que a previsao, apesar de acompanhar

a tendéncia da série temporal, nao representa bem os picos e variagoes do sinal medido.

Figura 74 — Resultados RNA+E para previsao de demanda ativa
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Fonte: Proprio autor.
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Figura 75 — Resultados RNA+E para previsao de demanda reativa
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Fonte: Proprio autor.

Figura 76 — Comportamento da previsao da RNA+E para previsao de demanda

(a) Demanda ativa (b) Demanda reativa

Real x Previsso para Teste Real x Previsso para Teste

Fonte: Préprio autor. Fonte: Préprio autor.

Na Tabela 12a e Tabela 12b sdao apresentados os indices de desempenho R? e MSE.
O modelo RNA+E melhorou o grau de acerto para os dados de treino em relagao ao
primeiro modelo, RNA. Para dados de teste, na previsao de demanda ativa foram obtidos
resultados similares e para demanda reativa, mais uma vez, os resultados obtidos foram
superiores ao primeiro modelo em cerca de 1% para R?. Em contrapartida, em relacio aos
dados de treino, houve ganho de 3% em R?, aproximadamente, tanto para demanda ativa

quanto para demanda reativa.

A insercao de variaveis exdgenas parece contribuir para aumentar o grau de acerto
da RNA. Outras variaveis como temporada do ano, temperatura local e dias letivos podem
ser utilizadas como variaveis exdgenas nesse tipo de previsao. Vale ressaltar que, o uso de
variaveis exdgenas aumenta consideravelmente o custo computacional do programa, fato

este que levou o menor ntimero de testes na analise do delay para variaveis exégenas.
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Tabela 12 — Resultados da previsao de demanda para RNA+E

(a) Demanda ativa (b) Demanda reativa

MSE R MSE R
Treino 0.0039402 0.91653 Treino 0.0003471 0.88569
Teste 0.0051224 0.96117 Teste 0.00045235 0.92558

Fonte: Préprio autor. Fonte: Proprio autor.

4.3.3 Modelo RNA com uso de Wavelet

O modelo de previsao proposto neste item baseia-se na Figura 33 com decomposicao
wavelet de 4 niveis. Foi considerada a mesma topologia aplicada no modelo RNA | Figura 63,

para cada rede neural com intuito de demonstrar o ganho em se utilizar o modelo proposto.

Determinada a configuragao da rede neural, a Figura 77 e Figura 78 mostram as
séries temporais previstas e medidas, a primeira para demanda ativa e a segunda para
demanda reativa. Visivelmente, parece que os resultados obtidos sao melhores que os
anteriores em relacao ao grau de acerto e as séries previstas, tanto para demanda ativa

quanto reativa, alcancam a maioria dos picos da série medida.

Analisando a Tabela 13a e Tabela 13b, comprova-se que houve um ganho de,
aproximadamente, 2,5% e 5% em R? para demanda ativa e reativa, respectivamente, em
relagdo ao modelo RNA+E.

Figura 77 — Resultados RNA+W para previsao de demanda ativa
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Fonte: Proprio autor.
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Figura 78 — Resultados RNA4+W para previsao de demanda reativa
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Fonte: Proprio autor.

Na Figura 79 sao apresentadas as mesmas séries para dados de teste, agora para
as primeiras 192 horas da série. Percebe-se que as séries previstas representam os picos e

variagoes abruptas das séries medidas.

Tabela 13 — Resultados da previsao de demanda para RNA+W

(a) Demanda ativa

(b) Demanda reativa

MSE R MSE R
Treino 0.000597654 0.97958 Treino 9.4086e-05 0.9704
Teste 0.0011075 0.98702 Teste 0.00012792 0.97488

Fonte: Préprio autor.

Figura 79 — Comportamento da previsao da RNA+W para previsao de demanda

(a) Demanda ativa

Fonte: Préprio autor.

Fonte: Préprio autor.

(b) Demanda reativa

Fonte: Préprio autor.
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4.3.4 Modelo RNA com uso de Wavelet Packet

O modelo de previsao proposto neste item baseia-se na Figura 33, porém utilizando
a decomposicao wavelet packet de 4 niveis. Foi considerada a mesma topologia aplicada no

modelo RNA, Figura 63, para cada rede neural.

Determinada a configuracao da rede neural, a Figura 80 e Figura 81 mostram as
séries temporais previstas e medidas. Visivelmente, a previsao parece ter sido foi tao boa

quanto a do modelo anterior, RNA+W.

Figura 80 — Resultados RNA4+WP para previsao de demanda ativa
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Fonte: Proprio autor.

Figura 81 — Resultados RNA+WP para previsao de demanda reativa

Real x Prevlsaopa ra Treino

k M : m mu M w ”WM b o WMWWWMM 0 WW

||||||||

Real x Previsdo para Teste

%EW M\m it \MM Al

||||||||

A

& LA ﬁr\j\ h‘ Wﬂw h’\ U\("a,,

1
800

Fonte: Proprio autor.
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Analisando, a Tabela 14a e a Tabela 14b, conclui-se que o modelo RNA4+WP
superou todos os outros modelos desenvolvidos em relagao ao grau de acerto, tanto para
demanda ativa quanto para demanda reativa. Aproximadamente, houve um acréscimo de
0,2% e 0,8% em R? para dados de teste, para demanda ativa e reativa, respectivamente,
em relagdo ao modelo RNA+W.

Tabela 14 — Resultados da previsao de demanda para RNA+WP

(a) Demanda ativa (b) Demanda reativa
MSE R MSE R
Treino  0.00074686  0.98529 Treine  5.3233e-05  0.98339
Teste 0.00097158  0.98914 Teste 9.2809e-05  0.38203
Fonte: Préprio autor. Fonte: Préprio autor.

Na Figura 82 sao apresentadas as mesmas séries para dados de teste, agora para as
192 primeiras amostras da série. Assim como para o modelo anterior, percebe-se que as

séries previstas representam os picos e variacoes abruptas das séries medidas.

Figura 82 — Comportamento da previsao da RNAWP para previsdo de demanda

(a) Demanda ativa (b) Demanda reativa
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Fonte: Préprio autor. Fonte: Préprio autor.

4.3.5 Conclusao

Assim como observado para previsao solar e edlica e analisando a Figura 83,
Figura 84 e Tabela 15, que resumem os resultados encontrados neste capitulo, o ultimo
modelo (RNA+WP) foi o que obteve melhor resultado. O projeto mostrou que é possivel
estimar demanda ativa e reativa com horizonte de previsao de 24 horas com grau de acerto
superior a 98%. Dessa forma, é possivel estimar quanto de energia elétrica serd demandada
em certa unidade consumidora no dia seguinte, por exemplo. Com isso, é possivel tomar

decisoes em relacao ao sistema de energia de modo que diminua custos e aumente sua
confiabilidade.
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Novamente, o modelo (RNA+E), demonstrou-se promissor, porém ¢é necessario

realizar um estudo mais detalhado sobre o modelo.

A aplicagao desta metodologia para outras série temporais de outros locais é

extremamente viavel. Porém, nao é garantido desempenho semelhante.

Figura 83 — Desempenho dos modelos desenvolvidos para previsao de demanda ativa
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Fonte: Préprio autor. Fonte: Préprio autor.

Figura 84 — Desempenho dos modelos desenvolvidos para previsao de demanda reativa
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Fonte: Préprio autor. Fonte: Préprio autor.

Tabela 15 — Tabela comparativa dos modelos para previsao de demanda

(a) Demanda ativa (b) Demanda reativa

TREINO TREINO
RNA RNA+E  RNA*W  RNAsWP RNA RNA+E  RNA*W  RNAsWP
MSE | 0,0052020 O0,0039402 0,0009765 0,0007469 MSE | 0,00042356 0,0003471 0,0000941 0,0000532
R? 088817 091653 097998 098529 R? 0,85879 088569 0,97040 098339

TESTE TESTE
RNA RNA+E  RNA*W  RNAsWP RNA RNA+E  RNA*W  RNAsWP
MSE | 0,0044158 0,0051224 0,0011075 0,0009716 MSE | 0,0004810 0,0004524 0,0001279 0,0000928
R? 096197 096117 098702 098914 R? 091768 092558 097488  0,98203

Fonte: Préprio autor. Fonte: Préprio autor.
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5 Consideracoes Finais

Os modelos RNA apresentaram os menores valores de R? para os trés tipos de
previsao (recurso solar, edlico e demanda elétrica). O modelo RNA+E mostrou que uso
de variaveis exogenas trouxe melhora no grau de acerto da rede neural. Entretanto, os
modelos de previsao desenvolvidos neste projeto que demonstraram maior grau de acerto
foram os dois ultimos, RNA+W e RNA+WP. A aplicacao de wawvelets, principalmente o
uso de wawvelet packet, permitiu que o aprendizado das redes neurais fosse maximizado,
uma vez que, foi aplicado uma rede neural especifica para cada banda de frequéncia do

sinal.

Os modelos propostos mostraram que, foi possivel prever 24 horas a frente, com R?
entre 94,6% e 99,3% para recurso solar, 56,3% e 88,9% para recurso eélico, 96,2% e 98,9%
para demanda ativa e 91,8% e 98,2% para demanda reativa. Porém, a distorcao de borda
torna necessario que este problema seja tratado antes do treino da rede e minimizado

durante a previsao.

Os resultados obtidos neste trabalho, contribuem para elevagdo da seguranca e
eficiéncia do sistema elétrico moderno, uma vez que pode contribui para tomada de decisao

com 24 horas de antecedéncia.

Como sugestao para trabalhos futuros pode-se investigar de forma mais ampla o uso
de variaveis exdgenas para previsao do recurso edlico, solar e de demanda elétrica, uma vez
que foi observada uma melhora em R? de até 6% nos modelos de previsdo sintetizados neste
trabalho. Além disso, o desenvolvimento de uma metodologia para diminuir a influéncia

do efeito de borda, consolidaria a aplicacao de wavelet para previsao.
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